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Resumen

La decisién en presencia de adversario pre-
tende encontrar estrategias de comportamien-
to para hacer frente a un adversario que ob-
serva, nuestro comportamiento para intentar
aprender a predecirlo. Partiendo de un mode-
lo que captura esta situacion, se ha observado
la necesidad de utilizar métodos automaticos
(heuristicos) para disefiar dichas estrategias.
No obstante, se presenta el problema de c6-
mo comparar entre si dos estrategias, puesto
que la evaluaciéon de cada una implica la eje-
cucién de una simulacién no determinista. En
este contexto, se ha aplicado una técnica es-
tadistica paramétrica basada en intervalos de
confianza para comparar con certeza dos es-
trategias, y se ha estudiado su impacto al in-
corporarla a un algoritmo de Busqueda Local.
Los resultados obtenidos sirven de base para
la aplicacién de metaheuristicas més comple-
jas orientadas al disefio automatico de estra-
tegias.

1. Introduccién

La decisién en presencia de adversarios tie-
ne como objetivo la determinaciéon de estra-
tegias 6ptimas contra un enemigo que observa
nuestro comportamiento y nuestras acciones, y
aprende a partir de ellas. Esta situaciéon se da
en muchas areas de la vida real, en especial en
ambitos de lucha anti-terrorista y prevencion

del crimen [3, 7].

El interés principal es el desarrollo de tec-
nologias para prediccién de estrategias del
oponente, reconocimiento de planes, descubri-
miento de engafios y planificaciéon. Los campos
de aplicacién no se limitan a cuestiones de se-
guridad sino también a la industria del video-
juego, de negocios, transacciones, etc. [2]. Por
ejemplo, el disenio de estrategias de patrullaje
puede verse como una aplicacién de la toma
de decisiones en presencia de adversarios: el
objetivo es disenar rutas de patrullaje que mi-
nimicen las posibilidades de que un enemigo
consiga penetrar una determinada frontera de
seguridad.

Dados dos agentes S y T (el adversario),
ambos pretenden maximizar sus recompensas,
que son inversamente proporcionales una res-
pecto a otra. Una forma que tiene el agente S
de defenderse de los intentos de aprendizaje de
T es tomar decisiones orientadas a confundir a
T, pese a que esto le supondra probablemente
no elegir la mejor accién y por tanto obtener
una recompensa menor que la 6ptima posible.
El problema es averiguar como definir este ti-
po de estrategias para S. Pueden ser validas
estrategias disefiadas manualmente, pero el di-
senador podria estar pasando por alto ciertas
alternativas debido a las limitaciones inheren-
tes al ser humano para la exploraciéon de un
espacio de estrategias.

En los dltimos anos, el disefio automatico de
sistemas ha ido adquiriendo cada vez mas im-



portancia y focalizando mucha atencion, espe-
cialmente debido al auge de las técnicas evolu-
tivas de biisqueda y la disponibilidad de poten-
cia computacional. Como ejemplos se puede ci-
tar el disefio de sistemas auto-ensamblados[4],
cierto tipo de redes neuronales [5], controlado-
res para robdtica colectiva [1] o redes orienta-
das a arboles [8].

En el diseno automéatico de estrategias de
decisién, ciertas cuestiones son especialmen-
te relevantes, como por ejemplo la represen-
tacion de una estrategia o la comparacion efi-
ciente de estrategias entre si durante la explo-
racion del espacio de estrategias. La evaluacion
de una estrategia consiste en valorar su com-
portamiento en un escenario particular. Esto
se realiza mediante la ejecuciéon de una simu-
lacién no determinista y por tanto, estamos
frente a una funcién de fitness con ruido. Un
esquema tipico para tratar con este tipo de
funciones es repetir la simulacién cierto ni-
mero de veces y luego, tomar la media de las
evaluaciones como el fitness de la estrategia.

En [9] se propuso un método de compara-
cion de estrategias basado en técnicas estadis-
ticas, y se comprob6 que mejoraba ligeramen-
te el rendimiento cuando se utilizaba dentro
de un Algoritmo Genético (AG) para explo-
raciéon del espacio de estrategias. Sin embar-
go, la utilizacion de un AG implica un gran
nimero de decisiones de disefio, tipicamente
de los operadores de cruce, mutacion y selec-
cién con sus respectivos parametros, esquema
de inicializacion de la poblacién y su tamaino,
etc. Todos estos factores tienen gran influen-
cia en los resultados finales. De cara a com-
prender mejor el impacto de la metodologia de
comparaciéon de estrategias propuesta, se pro-
pone repetir el analisis de [9] utilizando una
bisqueda local simple. De esta manera, se es-
pera sentar las bases para abordar el disefio
automatico de estrategias utilizando algorit-
mos meméticos donde se combinen algoritmos
genéticos con bisqueda local.

A partir de aqui, los objetivos que se plan-
tean son: (a) aplicar un método de compara-
cion de estrategias basado en tests estadisticos
a una metaheuristica de Bisqueda Local, (b)
analizar la influencia de esta forma de compa-

racion respecto a la de otros métodos posibles
a la hora de guiar la biisqueda, y (c) comparar
el comportamiento de la Biisqueda Local para
disenio de estrategias con el de un Algoritmo
Genético que ya se propuso en una contribu-
cién anterior, y su dependencia del método de
comparacion que se le incorpore.

El trabajo se organiza como sigue: en la sec-
cion 2 se explica el modelo propuesto en [6]. En
la seccién 3 se motiva la utilizacién del dise-
fio automatico de estrategias para este modelo
y la utilidad de las técnicas estadisticas para
comparacion de estrategias. La seccién 4 resu-
me los resultados previos en este sentido obte-
nidos en [9]. En la seccién 5 se describe la uti-
lizacién de un algoritmo simple de Busqueda
Local. A continuacion, en la seccion 6 se expli-
ca la metodologia experimental y se discuten y
comparan los resultados obtenidos respecto a
los ya existentes. Por dltimo, la seccién 7 con-
tiene las conclusiones y aspectos que se pueden
estudiar en el futuro.

2. Modelo de decision en presencia
de adversarios

El modelo consta de dos agentes Sy T (el ad-
versario), un conjunto de posibles entradas o

eventos I = {i1,%2,...,in} generados por un
tercer agente R, y un conjunto de posibles res-
puestas o acciones A; = {a1,a2,...,am} aso-

ciadas a cada evento. Existe también una ma-
triz de pagos P:

P11 P12 ...  DPim
P21 P22 ... P2m
P(nxm) = P31 P32 ... P3m
Pni1 Pn2 e Pnm

El agente S debe decidir qué accion elegir
dada una entrada particular i; y con un per-
fecto conocimiento de la matriz de pagos P.
Su objetivo es maximizar la suma de los pa-
gos obtenidos tras una secuencia de entradas o
estimulos. Los estimulos proceden del entorno
externo, que en el modelo se ha representado
como un agente R. Se proporciona un estimulo
en cada instante de tiempo. En principio, los



reward

3y | Payoff Calculation| |
Qs g, Pk

guess = a,
:

ax

Figura 1: Representacion grafica del modelo

estimulos de una secuencia son independientes
entre si y se generan aleatoriamente.

El agente 71" no conoce la matriz de pagos
P, pero esta observando el comportamiento de
S con el fin de aprender de sus acciones. Su
objetivo es reducir el beneficio del agente S
adivinando qué accidén elegird como respuesta
al estimulo de la secuencia recibido en cada
instante. El siguiente algoritmo describe estos
pasos. E representa la longitud de la secuencia
de estimulos.

Para j = 1 hasta E hacer
Llega un nuevo estimulo ¢;.
El agente 7T hace una prediccidn ay
El agente S escoge una accidn ay
Se calcula el pago para S
El agente T registra el par i;, ag
Fin

Algoritmo 1: Secuencia de pasos que forman el modelo

Ante un estimulo ij, el agente S elige una
accion y al mismo tiempo el agente 7' da una
prediccién sobre la accion que escogera S. Ade-
mas, 7' mantiene su propia matriz de observa-
ciones, O, de dimensiones M X N. O;; represen-
ta el nimero de veces que, hasta el momento
actual, el agente S decidi6 tomar la accién 17
cuando el estimulo era j. El calculo de la re-
compensa para S se define como:

p' = pjr X Flag,ax) (1)

siendo F":

0 sia=D>b

Fa,b) = { 1 en otro caso (2)

Esto significa que el agente S no obtiene
ninguna recompensa cada vez que el agente T’
consiga adivinar correctamente su respuesta.

El patron de comportamiento de ambos
agentes puede ser muy diverso. El agente S
puede comportarse de manera totalmente de-
terminista, eligiendo siempre la accién que, se-
gln la matriz de pagos que él conoce, le dara
un mayor beneficio. Este comportamiento, si
se repite a lo largo del tiempo, es muy facil
de aprender ya que para cada estimulo posi-
ble, siempre se responde de la misma mane-
ra y por tanto es facil predecir correctamente
la accién para cada estimulo. El otro extremo
es comportarse de manera totalmente aleato-
ria, aunque esto puede suponer una pérdida
de beneficio debido a que elijamos continua-
mente acciones cuyo pago es mucho menor que
el 6ptimo. Mayor aleatoriedad implica mayor
dificultad de aprendizaje para un observador,
pero también mayor riesgo de pérdida de be-
neficio por elegir acciones no 6ptimas.

Analogamente, el agente T puede hacer su
prediccidn eligiendo de manera determinista la
acciéon que mas veces ha observado como res-
puesta a un estimulo dado, o puede hacer una
prediccién probabilistica en funcion de la fre-
cuencia observada para cada accién. En lo que
sigue, 1" usarad precisamente esta tltima estra-
tegia, puesto que se ha demostrado en [6] que
es la mas dificil de contrarrestar para S. Mas
precisamente, la probabilidad de dar como pre-
diccién una accién a; para el estimulo e; es
proporcional a O;j;.

3. Diseno automatico

Una posible mejora es la definiciéon de estrate-
gias variables en el tiempo. Se define una tdc-
tica (o plan) como una sucesion de estrategias
mas simples. La longitud de una tactica es el
nimero de estrategias simples de que consta.
Ademas, las tacticas pueden utilizarse de una
manera ciclica, de forma que para responder
al estimulo n-ésimo con una tactica de longi-
tud L, se utilizaré la estrategia (n mod L) de
dicha tactica. La utilizacién de una estrategia
distinta (aunque se agrupen en periodos) en
cada instante de tiempo dificulta el aprendi-



zaje por parte de un observador.

Cada estrategia consta de dos fases. Prime-
ro se elige un conjunto de k acciones candida-
tas (siendo k un parametro de la estrategia)
segtin un determinado criterio (las mejores, o
aleatoriamente, o con probabilidad proporcio-
nal al pago), y después, del conjunto de accio-
nes candidatas, se selecciona una (utilizando
otro criterio diferente) que sera la que final-
mente usaremos para responder al estimulo.
En un modelo con K,,q, posibles acciones, el
nimero de estrategias posibles es (ver [9] para
una explicacion detallada):

ESTRATEGIAS =8 X (Kmae —2)+ 3 (3)
Si utilizamos tacticas de longitud L, el ni-
mero de tacticas posibles sera

TACTICAS = (8 x (Kmas —2) +3)%  (4)

Suponiendo una instancia simple de nuestro
modelo, donde Kpqar = 5, el nimero de tac-
ticas posibles es de 531441. Logicamente, es
imposible evaluarlas todas exhaustivamente ya
que la evaluacién consiste en ejecutar el mo-
delo con una secuencia de estimulos suficien-
temente larga haciendo que el agente S utili-
ce la tactica que queremos evaluar. El tiempo
empleado para evaluar una cantidad tan gran-
de de tacticas distintas hace que sea necesario
emplear técnicas de biisqueda heuristica en el
espacio de tacticas.

3.1. Esquema de Representaciéon

Como una estrategia puede describirse con 3
elementos, es directo codificarla computacio-
nalmente como un nimero entero de 3 cifras
donde cada cifra representa uno de estos 3 ele-
mentos. A su vez, una tactica puede represen-
tarse como un vector de estrategias (enteros).
Esta codificacion discreta facilita la tarea de
bisqueda en el espacio de tacticas posibles.

3.2. Comparacion de tacticas

La btsqueda en el espacio de tacticas presenta
una peculiaridad en relaciéon a otros problemas
de optimizaciéon combinatoria. El gap explica-
do anteriormente es distinto en cada evalua-

ciéon de una misma tactica, ya que las estra-
tegias que forman la tactica contienen en si
mismas criterios probabilisticos. Esto implica
que la bondad o fitness de una solucién es no
determinista, lo cual dificulta mucho la bius-
queda.

En [9] se propuso un método estadistico pa-
ra la comparacion de tacticas. El método més
simple consiste en repetir muchas veces la si-
mulacién con el modelo, y tomar el gap medio
resultante de todas las simulaciones realiza-
das. No obstante, esto puede llevar demasiado
tiempo para obtener resultados suficientemen-
te precisos, y ademads, en el caso de tacticas
similares, no da resultados claros.

El método propuesto consistia en enfocar la
comparacién de tacticas como un problema
estadistico de comparacién de dos muestras
tomadas de dos poblaciones distintas. Cada
muestra seria el resultado de una simulacién.
El objetivo es realizar la comparacién constru-
yendo un intervalo de confianza para la dife-
rencia entre las medias muestrales de ambas
poblaciones (tacticas). Si el intervalo de con-
fianza construido no contiene al 0, entonces
es posible determinar con certeza cudl de las
dos poblaciones (tacticas) que estamos com-
parando es mejor. La férmula utilizada es la
siguiente:

> s%(n)
Z(TL) :l:tn—l,l—%' n (5)
donde
_ 1 <&
Z(n) = EZZ;v Zi=X;-Y; (6)
j=1

es decir, la diferencia entre cada par de mues-
tras de las tacticas X e Y a comparar, y

Pn) = ——5(Z - Zm)  (7)

n—14
j=1

El nivel de confianza viene dado por 100(1-
a) % y se ha fijado en el 95 %. ¢ es una variable
aleatoria que sigue una distribucién t-Student
con n — 1 grados de libertad, siendo n el ni-
mero de muestras (en nuestro caso, 30, 60 o0 90
seglin sean necesarias).



Si las poblaciones siguen una distribucion
normal, entonces el intervalo es exacto, y el
procedimiento es equivalente a realizar un test
estadistico t-student para intentar rechazar la
hipoétesis de igualdad de las medias poblacio-
nales. Las condiciones previas requeridas para
poder realizar un test t-student son la normali-
dad muestral y la homoscedasticidad (varian-
zas similares en las poblaciones que se estan
comparando).

Este método permite que el ntimero de re-
peticiones de una simulacién para evaluar una
tactica sea adaptativo, es decir, distinto en
funcién de la comparacion que estemos hacien-
do. La idea es evaluar cada tactica un nimero
pequefio de veces y construir el intervalo de
confianza para la diferencia de las medias. Si
no contiene al 0, la comparacién es concluyen-
te y no necesitamos tomar més muestras. En
cambio, si contiene al 0, atin no tenemos cer-
teza de cuél de las dos tacticas es mejor, por
lo que anadimos mas muestras (es decir, repe-
timos la simulacién mas veces) a cada tacti-
ca y después volvemos a construir el intervalo
de confianza, hasta un determinado maximo
nimero de muestras por tactica. Asi, cuando
las tacticas que comparamos son muy diferen-
tes, bastaran unas pocas muestras (al menos
30) para que el intervalo de confianza construi-
do no contenga al 0 y que la comparacion sea
concluyente. Reservaremos un mayor nimero
de repeticiones s6lo para comparaciones mas
dudosas. Si tras llegar al méaximo permitido
de muestras por tactica la comparacién sigue
siendo dudosa, simplemente nos guiamos por
el gap medio de cada tactica para determinar
cuél es mejor.

4. Resultados previos

En primer lugar, en [9] se comprob6 que la
utilizacion de técticas periddicas mostré me-
jores resultados en media respecto a tacticas
mas primitivas que no variaban en el tiempo:
el conjunto de todas las tacticas de longitudes
2 y 3 (que se evaluaron exhaustivamente) te-
nia un gap medio menor que las tacticas de
longitud 1 en experimentos con una instancia
simple del modelo, con 5 estados (5 estimulos

posibles y 5 acciones). Esto confirmaba que el
enfoque de tacticas variables en el tiempo es
beneficioso, y por tanto queda justificada una
experimentaciéon més detallada.

A continuacion se comprobd experimental-
mente que la poblacién formada por las mues-
tras (gap) obtenidas al repetir varias veces la
evaluacion de una misma tactica sigue una dis-
tribuciéon normal en un porcentaje muy alto
de los casos (95 % de las tacticas evaluadas).
En el caso de la homoscedasticidad, un 85 %
de las comparaciones 2 a 2 mostraban que las
muestras de las 2 tacticas comparadas en cada
caso presentan varianzas similares. Por tanto,
se cumplen la normalidad y la homoscedasti-
cidad, por lo que es factible utilizar tests pa-
ramétricos para la comparacion, y el intervalo
de confianza para la diferencia de las medias
serd exacto.

Se evaluaron 3 métodos distintos de compa-
racion: uno basado en intervalos de confianza
al 95 %, ya descrito; otro basado simplemente
en la comparacion de las medias muestrales, y
otro basado en la comparacion de las medianas
muestrales.

El método fue incorporado a una heuristica
de bisqueda, en concreto un Algoritmo Ge-
nético Generacional (AG) ejecutado 100 veces
con cada uno de los 3 métodos de compara-
cion. Los resultados mostraban claramente que
el método de las medianas era peor. En cam-
bio, aunque parecia que el método de interva-
los de confianza daba soluciones ligeramente
mejores tras las 100 ejecuciones del AGG res-
pecto al método que s6lo comparaba las me-
dias muestrales, esta ligera mejora aparente no
era significativa al aplicar un test estadistico
no paramétrico para muestras independientes
(Mann-Whitney).

5. TUtilizacién de la Basqueda Local

Para profundizar en el estudio de esta técni-
ca de comparaciéon de soluciones en el caso
de fitness obtenidos mediante simulaciones no
deterministas, se ha utilizado ahora como al-
goritmo de bisqueda una Busqueda Local del
Primer Mejor en el espacio de tacticas. Se pre-
tende estudiar la influencia de las compara-



ciones a la hora de guiar la bisqueda en un
contexto diferente: una metaheuristica basada
en entornos y no en poblaciones. Como se tra-
ta del mismo problema, se puede asumir que
el método de intervalos de confianza es apli-
cable porque se siguen cumpliendo las mismas
condiciones.

La hipotesis de partida es que, por la propia
naturaleza de la técnica de bisqueda, puede
ser mas importante acertar en las comparacio-
nes cuando nos basamos en entornos para irnos
moviendo por el espacio, ya que cada decisiéon
errénea nos ira entorpeciendo y llevando por
un camino cada vez mas equivocado. En una
heuristica basada en poblaciones, puede no ser
tan crucial la seleccion de los padres adecua-
dos para el cruce. Es posible que la selecciéon de
padres erréneos se compense en cierta medida
a lo largo del tiempo gracias a que (a) ciertos
cruces de individuos no tan buenos pueden sin
embargo generar un individuo mejor, y (b) la
mutacién puede influir también favorablemen-
te en este proceso.

Generar una tactica inicial S,, aleatoria
Mientras evaluaciones < TOPE hacer
Svee ¢ Seleccionar aleatoriamente
una estrategia de S y mutarla
Si MEJ(Syec, Sm) hacer
Sm 4 Spee
Fin-si
Incrementar evaluaciones segin el
método de comparacioéon utilizado
Fin

Algoritmo 2: Busqueda Local del Primer Mejor

El operador MEJ(-,-) implementa el meé-
todo de comparacién. En el caso de los in-
tervalos de confianza, se encarga ademéas de
ejecutar simulaciones adicionales y repetir la
construccion del intervalo de confianza para la
diferencia de las medias en caso de que la com-
paracién sea dudosa.

6. Experimentos y resultados

La metodologia seguida ha sido la misma em-
pleada en [9]. De nuevo se han utilizado las 3
técnicas ya descritas, en las mismas condicio-
nes (tramos de 30 simulaciones que se afladen

Cuadro 1: Valores de gap de las tacticas obte-
nidas mediante BL con cada método de com-
paracion (datos medios sobre 100 ejecuciones)

BLmedia BLM: BLmedianu
Media 39,684 39,647 40,020
Desv. tip.  0,0987  0,0679  0,3727
Mejor 39,537 39,621 39,578
Peor 40,110 39,911 41,565

si es necesario, hasta un maximo de 90, en el
caso de intervalos de confianza; sélo 30 simu-
laciones en el caso de los métodos basados en
la comparacién de la media muestral y de la
mediana muestral). El limite de evaluaciones
se 1ij6 en 150.000 para que los resultados fue-
sen comparables con los obtenidos por el AGG
de [9], y se utiliz6 la misma matriz de pagos.
Las secuencias de estimulos utilizadas fueron
las mismas que en [9], y cada nueva simulacion
fue ejecutada con una secuencia de estimulos
diferente, siendo todas ellas generadas previa-
mente a la ejecucién del algoritmo de bisqueda
para que todas las tacticas se evaluasen en las
mismas condiciones.

Se realizaron 100 ejecuciones de la Busque-
da Local con cada método de comparaciéon y
se almaceno la solucién obtenida en cada una.
Las 300 soluciones obtenidas se evaluaron pos-
teriormente todas en las mismas condiciones,
mediante 8000 nuevas simulaciones para cada
solucién y utilizando las mismas 8000 secuen-
cias de estimulos de [9], y se anoto el gap medio
de estas 8000 simulaciones. Finalmente se ob-
tuvo la media de las 100 soluciones dadas por
la BL con cada método de comparacion (me-
dia, intervalos de confianza (ic) y mediana),
como muestra el 1.

La tabla muestra que la tendencia con la BL
es la misma que la del AG: los resultados con el
método de intervalos de confianza son ligera-
mente mejores, lo que indica que esta manera
de "distrubuir.®! nimero total de simulaciones
disponibles es més adecuada. A su vez, el mé-
todo de la mediana es mucho mejor que los
otros dos. La gran diferencia (que no se apre-
cia en la tabla) respecto a los experimentos
previos con un AGG es que, en esta ocasion,



Cuadro 2: Valores de gap de las tacticas ob-
tenidas mediante AGG con cada método de
comparacion (datos medios sobre 100 ejecu-
ciones). Tabla reproducida de [9]

AGmedia AGzc AGmediana
Media 39,617 39,604 39,761
Desv. tip. 0,049 0,046 0,207
Mejor 39,539 39,515 39,540
Peor 39,768 39,771 40,569

las diferencias entre BL;c y BLmedia Si son
significativas desde un punto de vista estadis-
tico. El test de Mann-Whitney para muestras
independientes realizado a las dos poblaciones
de los gap correspondientes a las 100 solucio-
nes de cada uno de estos dos métodos rechaza
la hipoétesis de igualdad de medias con un p-
valor de 0,000. Esta novedad confirma nuestra
hipotesis de partida: en un algoritmo basado
en entornos como la BL, es crucial determinar
correctamente la direccién en la que nos mo-
vemos al explorar el espacio, y comparaciones
falseadas llevan a malos resultados. El reparto
adaptativo de las simulaciones permite apro-
vecharlas mejor, lo que a la larga conduce a
mejores soluciones.

En la Tabla 2, se ha reproducido la tabla
de resultados de [9], para poder comparar los
resultados. Notese que la BL obtiene en to-
dos los casos resultados peores en media que
los obtenidos por el AGG. Esto da una intere-
sante pista sobre el empleo de metaheuristi-
cas basadas en poblaciones en este problema y
su capacidad de explorar el espacio completo,
siendo especialmente méas eficaces para esca-
par de 6ptimos locales.

La figura 2 muestra la distribucién por cuar-
tiles de los gap de las 300 soluciones obtenidas
por la BL evaluadas a posteriori. Se indica el
porcentaje de soluciones de cada método que
entran en cada cuartil. Se confirman los resul-
tados medios de la tabla, ya que tras ordenar
de menor (mejor) a mayor (peor) gap las 300
soluciones, la mayoria de las estrategias en el
primer y segundo cuartil, provienen del méto-
do de intervalos de confianza.

La figura 3 muestra el impacto del uso de la

mBL_media
oBLic
OBL_mediana

ones de cada método

centaje de soluci

Pore

Figura 2: Distribucion de las soluciones de la BL
por cuartiles

Entre 60 y 90
12% 30 simulaciones

52%

Entre 30 y 60
19%

Figura 3: Porcentaje de comparaciones que requi-
rieron 30, 60 o 90 simulaciones. Resultados medios
sobre 100 ejecuciones independientes de BL;.

técnica de comparacién por intervalos de con-
fianza durante la bisqueda, en media sobre las
100 ejecuciones del método de IC. Solo la mi-
tad (52 %) de las comparaciones son claras con
solo 30 simulaciones. Esto explica que el méto-
do de las medias con s6lo 30 simulaciones fun-
cione significativamente peor. Ademas, anadir
simulaciones clarifica los resultados en un 31 %
adicional de comparaciones (19% + 12%), y
s6lo un 17 % permanecen dudosas. Esto con-
firma que los intervalos de confianza mejoran
considerablemente la exploracién del espacio
en la Busqueda Local.



7. Conclusiones y trabajos futuros

Se ha aplicado un método de comparacion de
individuos basado en estadistica paramétrica a
un problema de optimizacién cuya funcién de
costo es “ruidosa” y se ha mostrado que este
aspecto influye de manera decisiva en el ca-
so de metaheuristicas basadas en entornos, ya
que los resultados mejoran considerablemente
respecto a la utilizacién de técnicas tradicio-
nales de comparaciéon de medias muestrales.

En un trabajo previo, se comprob6 que los
Algoritmos Genéticos son una buena herra-
mienta para disefio automaético de este tipo de
estrategias, y ademads, las soluciones obtenidas
son mejores que los obtenidos mediante Bis-
queda Local del Primer Mejor en una instancia
simple del modelo.

Ambos resultados abren la puerta a la in-
corporacion de la Bisqueda Local a un Algo-
ritmo evolutivo con el fin de obtener un Algo-
ritmo Memético que explore mejor el espacio
de posibles tacticas. Considerando que la com-
paracién de estrategias mediante intervalos de
confianza afecta de forma crucial a la Basque-
da Local y no tanto al Algoritmo Genético,
creemos que es un punto interesante incorpo-
rar dicha técnica estadistica s6lo a la fase de
Busqueda Local dentro de un Algoritmo Me-
mético.

Otra posibilidad es aplicar la técnica pro-
puesta a otro tipo de problemas de optimiza-
cion con funciones ruidosas y extender la me-
todologia a aquellos casos donde los datos no
sigan una distribucién normal.
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