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Intro ducción General

La incertidumbre impregna casi to da la información de que disp onemos en nuestra vida diaria,

la cual puede provenir de diversas fuentes. Por ejemplo, para un determinado paciente p o de-

mos sab er que es de edad avanzada, que el b eb é está algo p enoso, que la gasolina cuesta entre

111.9 ptas y 114.9 ptas/litro... o bien la temp eratura en Granada el día de ayer fue de 118

o

C.

La razón de la incertidumbre de los datos puede provenir de que sean vagos, imprecisos, difusos,

erróneos... Así pues, la incertidumbre está presente en la mayoría de las tareas que requieren

un comp ortamiento inteligente tal como el aprendiza je, el razonamiento, la plani�cación, la

clasi�cación, la toma de decisiones y muchos otros pro cesos que tratan con situaciones y datos

del mundo real. Es p or ello que el tratamiento de la incertidumbre es primordial para el desa-

rrollo de sistemas basados en ordenadores, que efectúan estas tareas de manera relativamente

satisfactoria y rentable (desde la comercialización de los sistemas exp ertos). Hace ya varios

años que la inteligencia arti�cial (IA), ha dedicado un considerable esfuerzo en su estudio, ma-

nejo y representación. De to dos los méto dos de tratar algunos asp ectos de la incertidumbre, la

Teoría de la Probabilidad es la más clásica y la más cono cida, sobre to do la óptica bayesiana.

Según esta p ersp ectiva, la probabilidad de un suceso representa el grado sub jetivo de creencia

que una p ersona tiene sobre la realización de un suceso, y se usa el teorema de Bayes y la ley

de probabilidad total para cambiar su grado de creencia, dado el ap orte de una nueva eviden-

cia. Esta teoría, tras hab er sido considerada como anticuada o inadecuada, con la aparición

de formas alternativas de representación de la incertidumbre, como la Teoría de los conjuntos

difusos, la Teoría de la Evidencia, la Teoría de la Posibilidad..., ha vuelto con fuerza ba jo una

nueva p ersp ectiva. Los mo dernos enfo ques bayesianos prop orcionan un mo do de formalizar la

no ción de relevancia e independencia que el hombre usa corrientemente en su razonamiento.

Surgen las redes bayesianas o redes de creencia, que constan de dos comp onentes diferentes

y estrechamente relacionados, un mo delo grá�co y un mo delo numérico. El nuevo asp ecto

cualitativo del formalismo es el que ha ayudado a su gran difusión. Se considera una correcta

estructuración del problema tan imp ortante, si no lo es más, que los co e�cientes numéricos

empleados. Concretamente, las redes de creencia, mediante un grafo dirigido acíclico, p ermi-

ten representar cono cimiento cualitativo entre variables, abarcando relaciones que van desde

la completa indep endencia hasta una relación puramente funcional. Así, pueden expresar el

hecho de que dos variables son totalmente indep endientes, que están relacionadas (directa o

indirectamente) o que una variable es causa de la otra. El cono cimiento cuantitativo viene de-

1



2 Introducción General

terminado p or un conjunto de distribuciones de probabilidad (marginales y condicionadas) que

dan idea de la fuerza de las dep endencias entre las variables y miden nuestra incertidumbre.

En los últimos años se ha pro ducido un avance esp ectacular en el estudio de las redes de

creencia como mecanismo para representar el cono cimiento. Entre otras, p o demos destacar

las siguientes razones:

1. Son un formalismo genérico, capaz de adaptarse a un gran número de aplicaciones prácti-

cas. Incluyendo tanto lab ores de Ingeniería del Cono cimiento como lab ores de inferencia

estadística.

2. To do el cono cimiento se expresa con el mismo formato, próximo a la forma que tiene

el ser humano de representar el cono cimiento. Hace uso de relaciones de relevancia o

causalidad e indep endencia entre variables.

3. Permite tener una visión global del problema que estamos resolviendo.

4. Disp onen de mecanismos para realizar distintas tareas de razonamiento (inferencia, ab-

ducción, toma de decisiones, ...) de forma e�ciente.

5. Las conclusiones que se obtienen son fáciles de interpretar, tienen capacidad de explicar

dichas conclusiones, así como de mo di�carlas ante la llegada de nueva información.

Sin embargo, y previo a la explotación de la red de creencia para realizar determinadas

tareas, nos encontramos con el problema de su construcción. Para ello p o demos considerar las

siguientes op ciones: 1. Construcción de la red a partir del cono cimiento prop orcionado p or

un exp erto humano. 2. Extraer el cono cimiento a representar en la red de forma automática

a partir de datos o bien 3. un híbrido entre amb os enfo ques, se aprende de forma automática

con cono cimiento a priori del exp erto.

Debido a que no siempre es p osible disp oner de un exp erto en el problema para elicitar el

cono cimiento en forma de relaciones y tablas de probabilidad (además del tiemp o y el coste

que ello sup one), y también al gran volumen de datos de que se disp one y que se es capaz

de gestionar y almacenar (p or la capacidad actual de los ordenadores), la op ción segunda es

la más deseable. En este caso, no se disp one del exp erto aunque consideramos la situación

en que se tienen los datos evaluados p or él. Con esta hipótesis de traba jo se han diseñado

numerosas herramientas computacionales capaces de asistir a las p ersonas en la tarea de extraer

información útil (cono cimiento) a partir de esas ingentes cantidades de datos.

El problema básico que resuelve el aprendiza je es el de p o der relacionar datos

0

en bruto

0

,

que habitualmente son demasiado numerosos para comprenderlos y asimilarlos fácilmente, con

otras formas de representación (nosotros hemos elegido las redes de creencia) que conserven

lo esencial de los datos aunque de forma más compacta y útil. De esta forma el aprendiza je

resume un conjunto de datos en un mo delo al tiemp o que se p osibilita el emplear éste en la

clasi�cación y predicción de los valores de interés en situaciones o casos aún no observados, en

de�nitiva transforma datos en cono cimiento.
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Por ejemplo, el hecho de que para un paciente la presión sanguínea tome los valores 180/110

es un dato, como también lo es el cono cer que el paciente ha tenido un infarto. Po demos hablar

de cono cimiento cuando, tras recoger y analizar un conjunto de datos, llegamos a la conclusión

de que los pacientes con elevada presión sanguínea tienen una mayor probabilidad de sufrir un

infarto de mio cardio.

Ya que las redes de creencia constan de dos comp onentes diferentes aunque estrechamente

relacionadas, los algoritmos de aprendiza je automático para las redes necesariamente tienen

que realizar dos tareas bien diferenciadas, aunque no indep endientes entre sí:

� el aprendiza je de la estructura grá�ca (un grafo dirigido acíclico )

� la estimación de los parámetros numéricos (las distribuciones de probabilidad

condicionales).

No se puede aprender la estructura sin estimar parámetros numéricos para determinar dep en-

dencias e indep endencias, ni se pueden �jar parámetros en la red sin p er�lar la estructura. Por

lo que en cualquier caso habremos de estimar ciertas distribuciones de probabilidad a partir

de los datos disp onibles.

En la presente memoria vamos a centrarnos principalmente en el problema del aprendiza je

de la estructura de la red, y se van a considerar las distintas meto dologías generales para ab or-

dar el problema. Uno de los ob jetivos marcados ha sido el de desarrollar un méto do propio

de aprendiza je de la estructura, que convenimos en llamar BENEDICT , en cuyo seno se han

desarrollado distintos algoritmos.

Como indicamos, las redes tienen la capacidad de representar el cono cimiento de una forma

compacta y útil. La primera característica se deb e a que una red de creencia describ e to do un

conjunto de datos, además de que a partir de ella se pueden recup erar (de forma aproximada)

los datos que ella representa. La utilidad proviene de que se puede emplear en diferentes

tareas de inferencia, una de ellas muy común, es la tarea de clasi�cación. El dominio de esta

aplicación es muy amplio, abarca cualquier área de actividad intelectual, desde la medicina

(como es un diagnóstico de enfermedades), a la física (predicciones meteorológicas), pasando

p or aplicaciones bélicas (recono cimiento de vehículos), o comerciales (concesiones de préstamos

bancarios) etc. Básicamente la clasi�cación consiste en, dada la aparición de un nuevo ob jeto

descrito mediante una serie de atributos, disp oner de una 'regla' en sentido amplio, que p ermita

asignar el ob jeto a alguna clase donde se encuentran otros ob jetos que son lo más parecidos

p osible o que comparten características comunes. Si estas clases han sido establecidas a priori,

la clasi�cación se cono ce como supervisada , mientras que si se tienen que de�nir a partir de

los datos se trata de una clasi�cación no supervisada .

Nuestra hipótesis de traba jo será la misma que para el pro ceso de aprendiza je, se parte

de unos datos de los que se cono cen las clases verdaderas asignadas p or el exp erto, dentro de

un conjunto �nito de clases, excluyentes entre sí. Veamos unos ejemplos ilustrativos. Para el
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diagnóstico de enfermedades de garganta p or un otorrino los datos son la sintomatología del

paciente, calidad de voz, �ebre, in�amación de amígdalas ...y las clases pueden ser: faringitis

vírica, infección estrepto có cica, mononucleosis infecciosa, o ab ceso p eritonsilar. Para el exp erto

meteorólogo los datos que él maneja pueden ser presión atmosférica, índices de contaminación...

y las clases que le pueden interesar son: nivel ba jo de ozono, nivel medio de ozono (situación

de pre-alerta) y nivel alto de ozono (situación de alerta).

Uno de los ob jetivos del estudio de la clasi�cación es p o der elab orar un clasi�cador lo más

correcto o exacto p osible, esto es, prop orcionar predicciones certeras, y a esto se le ha dedicado

gran atención desde la Estadística y p osteriormente desde las áreas de Machine Learning y

Data Mining. En los últimos veinte años se han desarrollado muchos clasi�cadores, algunos de

ellos basados en árb oles de decisión, en redes neuronales, etc. Las redes de creencia no fueron

consideradas como clasi�cadores hasta que se constató que el Ingenuo Bayes (una estructura

muy simple de red de creencia que asume que los atributos son indep endientes dado el no do

de clasi�cación) es sorprendentemente efectivo [LIT92 ], como tendremos lugar de comprobar.

Una vez planteados los pro cesos de aprendiza je y de clasi�cación, éstos se pueden conside-

rar aisladamente o bien se pueden conectar del siguiente mo do: dados unos datos de entrada

que describ en una p oblación de individuos (los ob jetos) mediante un conjunto de caracterís-

ticas, así como la clase a la que p ertenece cada ob jeto, se obtiene como salida (del pro ceso

de aprendiza je) una estructura que, con la llegada de un nuevo ob jeto, descrito mediante sus

atributos, nos p ermita determinar la clase a la que p ertenece. Como vemos ambas tareas no

son indep endientes, sino que la construcción del clasi�cador implica un pro ceso de aprendi-

za je. De hecho la construcción de un pro cedimiento de clasi�cación en nuestras condiciones

de traba jo, a partir de datos donde se cono cen las clases verdaderas, también se cono ce como

aprendizaje supervisado , reconocimiento de patrones o discriminación . El término aprendiza je

sup ervisado se op one al de no supervisado o clustering , donde las clases no están prede�nidas

sino que se in�eren de los datos, esto implica descubrir las categorías relevantes de los datos,

ciertas regularidades, del que no nos vamos a o cupar. Así, cuando hablemos de clasi�cación

haremos referencia exclusivamente al aprendiza je sup ervisado. En la memoria vamos a tratar

de integrar en el pro ceso de obtención de un clasi�cador algunas de las herramientas de apren-

diza je disp onibles. De entre to das las herramientas candidatas vamos a elegir unas propias,

desarrolladas a lo largo de esta memoria, para ser adaptadas a la tarea de clasi�cación.

Ob jetivos

El ob jetivo de esta memoria es doble: p or un lado el desarrollo de una nueva meto dología de

aprendiza je a partir de datos, basada en redes de creencia, p or otro, el desarrollo de nuevos

méto dos de clasi�cación basados también en redes de creencia. El interés en este tip o de

méto dos reside, p or una parte, en el uso y desarrollo de técnicas de aprendiza je automático

provenientes de la IA, y p or otra en el empleo de los méto dos probabilísticos clásicos y téc-

nicas de inferencia (propagación) para la evaluación y manipulación de la parte cuantitativa
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del formalismo, y �nalmente en la cada vez mayor apreciación de las redes de creencia co-

mo formalismo de representación del cono cimiento con incertidumbre y como mecanismo de

inferencia.

Estos ob jetivos globales los hemos desglosado en dos conjuntos de sub ob jetivos. Los ob je-

tivos para satisfacer el primero de ellos consisten en:

� Estudio de las redes de creencia como mecanismo de representación del cono cimiento

con incertidumbre, haciendo esp ecial énfasis en la co di�cación de las indep endencias que

se representan en un grafo dirigido acíclico. El criterio de indep endencia grá�ca en dags,

cono cido como de d-separación [Pea88 , VP90 ], será clave en el desarrollo de la nueva

meto dología.

� Estudio de las distintas técnicas existentes para el aprendiza je automático del mo delo

grá�co de las redes de creencia a partir de los datos, que básicamente se reducen a

dos: méto dos basados en tests de independencia condicional y los méto dos basados en

una métrica y técnica de búsqueda . Los primeros tratan de representar en una red las

dep endencias e indep endencias halladas entre las variables del problema, mediante la

aplicación de tests de indep endencia condicional sobre los datos. Los segundos tratan

de encontrar el 'mejor' grafo que representa los datos. Entendiendo como mejor aquel

grafo que, de entre to dos los candidatos que han sido explorados p or alguna técnica de

búsqueda (heurística en mayor medida) se haya alzado con el mejor valor según una

determinada métrica.

� Desarrollo de una nueva meto dología para el aprendiza je de redes de creencia, una hi-

bridación de las dos anteriores. Ésta, p or un lado emplea una métrica como los méto dos

del segundo tip o, aunque también tiene ciertas similitudes con los méto dos basados en

tests de indep endencia. Concretamente, nuestra meto dología emplea de forma explícita

las indep endencias condicionales representadas en la top ología de la red para elab orar

su métrica propia.

� Desarrollo de nuevos algoritmos de aprendiza je automático de redes de creencia. De

los dos comp onentes de las redes, el mo delo grá�co y el mo delo numérico, sólo nos

o cuparemos de ofrecer diferentes alternativas para el aprendiza je de la estructura de las

redes de creencia, utilizando de forma extensiva un único méto do para el aprendiza je de

los parámetros de la red, el estimador de máxima verosimilitud [Bun96 ]. Alguno de los

algoritmos que se van a desarrollar constituirá la base del pro ceso de construcción del

clasi�cador.

El ob jetivo de desarrollo de nuevos méto dos de clasi�cación basados en redes de creencia

sup one construir un clasi�cador mediante un algoritmo que, tomando como entrada una base

de datos que contenga los valores de los atributos que se pretenden emplear, junto con su

correcta clasi�cación, construya una red de creencia. Posteriormente, utilizando las técnicas

de inferencia disp onibles para este formalismo de representación, se puede utilizar esa red pa-

ra clasi�car nuevos casos. Sin embargo, esta meto dología no tiene en cuenta la esp eci�cidad
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del problema de clasi�cación, la red construida puede ser una buena representación global de

los datos p ero no necesariamente dará lugar a un buen clasi�cador. Por ello nos planteamos

esp ecializar los algoritmos de aprendiza je de redes de creencia para la tarea de clasi�cación.

Se pretende obtener una red que sea una descrip ción de la estructura predictiva del problema.

De lo que se trata es de entender qué variables o interacción de variables dirigen el fenómeno

para dar una caracterización de las condiciones (en términos de los atributos) que determinan

que un ob jeto p ertenezca a una clase más que a otra. Para este menester se han adaptado al-

goritmos propios y se han desarrollado otros nuevos que serán contrastados convenientemente

mediante una serie de exp erimentos.

Los sub ob jetivos concretos son los siguientes:

� Adaptación de alguno de los algoritmos de aprendiza je de redes desarrollados previa-

mente a los problemas de clasi�cación. Según cómo restrinjamos el espacio de soluciones

con un pro cedimiento de búsqueda esp ecí�co para la clasi�cación surgen diferentes algo-

ritmos de clasi�cación.

� Desarrollo de nuevos algoritmos de aprendiza je de redes de creencia diseñados esp ecí�-

camente para la clasi�cación.

� Validación de los algoritmos desarrollados, mediante exp erimentación.

Descrip ción p or capítulos

El capítulo primero contiene un estudio de las cuestiones preliminares necesarias para el resto

de la memoria, y se articula en tres secciones, la sección 1.1 está dedicada al estudio de las redes

de creencia como un formalismo para representar relaciones de dep endencia e indep endencia.

La sección 1.2 se centra en el problema del aprendiza je de la estructura de la red. Dentro de

esta sección se pueden distinguir básicamente dos tip os de méto dos para recup erar la top ología

de una red, los méto dos que utilizan criterios de independencia y los que utilizan alguna métrica

y técnica de búsqueda . Los primeros hacen hincapié en las relaciones de indep endencia que son

capaces de representar en el mo delo grá�co, mientras que los segundos tratan de encontrar el

mo delo que mejor se aproxime a los datos según algún criterio de b ondad de a juste. La última

sección, 1.3, considera el problema general de la clasi�cación desde la p ersp ectiva de distintas

áreas de cono cimiento; para terminar se ilustra el problema de la clasi�cación empleando redes

de creencia con el mo delo Ingenuo-Bayes.

El capítulo segundo se dedica al planteamiento y desarrollo de una nueva meto dología para

el aprendiza je de redes, tema central de esta memoria, desde la que se derivan diferentes

asp ectos como iremos viendo. Inicialmente se describ e la meto dología de traba jo. Nuestra

propuesta consiste en utilizar una meto dología híbrida, que combine las venta jas de los méto dos

basados en detección de indep endencias y los que emplean métricas (la solidez teórica y la

clara corresp ondencia entre lo que se representa en la red y el méto do para encontrarla de
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los primeros, y la e�ciencia en obtener una aproximación op erativa de los segundos). Esto

se traduce en el diseño de una nueva métrica, que explícitamente explota las relaciones de

indep endencia condicional representadas en la red, que se combina con un méto do de búsqueda.

Cualquier algoritmo de este tip o trata de minimizar la discrepancia entre una red candidata y la

base de datos, midiendo para ello las discrepancias entre ciertas indep endencias condicionales

representadas en la red con las corresp ondientes indep endencias que pueden deducirse de los

datos. Con la aplicación de tests de indep endencia en nuestro méto do, surgen cuestiones de

�abilidad y e�ciencia en la detección de indep endencias, sección 2.2. Para tratar de solventar

estas cuestiones, en la sección 2.3 se prop one resolver un problema colateral. Este problema se

puede enunciar de forma genérica como: dados dos conjuntos de variables en un dag, encontrar

el mínimo conjunto de variables que los mantiene d-separados . Para ello, previamente se hace

un estudio formal de las transformaciones que son necesarias para resolver el problema inicial,

y se dan las justi�caciones teóricas que las validan, subsección 2.3.1. Como colofón se presenta

el algoritmo que se o cupa de dar respuesta al problema esp ecí�co, subsección 2.3.2. En la

última parte de la sección, 2.3.3., se describ en adaptaciones del algoritmo para tratar con

algunas de las extensiones planteadas durante el desarrollo teórico.

El capítulo tercero ilustra la meto dología recién planteada mediante una serie de algoritmos

que cubren diferentes asp ectos del aprendiza je de redes de creencia. La sección 3.2. presen-

ta dos algoritmos que requieren de un orden a priori sobre las variables, BENEDICT - dsepa y

BENEDICT - creciente . El primero de ellos tiene un pro cedimiento de búsqueda greedy, que ex-

plora en cada paso el mejor grafo con un número creciente de enlaces (siempre coherentes con

el orden). El segundo es fuertemente dep endiente del orden establecido entre las variables, con

un pro cedimiento de búsqueda incremental en el número de no dos del grafo y en el número

de enlaces. El resultado es un algoritmo muy rápido y e�ciente aunque no generalizable (el

orden está tan intrínsecamente unido al pro cedimiento de exploración que no se puede elimi-

nar esta restricción). En la sección 3.3 se elimina la restricción del orden de las variables, con

lo que nace un nuevo algoritmo con un mayor espacio de búsqueda y un méto do propio de

exploración de ese nuevo espacio. La sección 3.4. plantea el problema (extensible a cualquiera

de los algoritmos expuestos) de alcanzar el tamaño óptimo de la red, entendido éste como el

compromiso entre la complejidad del modelo y el poder de descripción que tiene de los datos.

En esta sección se ofrecen diferentes soluciones. Entre ellas se contemplan, en primer lugar,

diferentes criterios para detener el pro ceso de aprendiza je, que en cada paso aumenta la com-

plejidad de la estructura. En segundo lugar se considera aplicar alguna técnica de p o da para

eliminar del grafo algunos enlaces intro ducidos con anterioridad. Se trata de un pro ceso de

re�namiento, que se aplicaría a la estructura obtenida como mejor aproximación en una pri-

mera etapa (lo que constituye la intro ducción de un mecanismo de paso atrás en el algoritmo).

Por último se considera una alternativa drásticamente distinta, la de cambiar de métrica. Las

diferentes soluciones serán p osteriormente aplicadas con cada uno de los algoritmos en una

serie de exp erimentos. La descrip ción de los exp erimentos realizados así como los resultados

obtenidos se muestran en la sección 3.5. Para �nalizar, en la sección 3.6. se abre la puerta a

la incorp oración de cono cimiento a priori, tema que o cupará parte del capítulo siguiente.
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To dos los algoritmos de aprendiza je desarrollados son genéricos, to dos ellos se o cupan de

medir la discrepancia (sobre to das las variables) de una red bayesiana a los datos. Sin embargo,

minimizar esta discrepancia no implica obtener las distribuciones a p osteriori de la variable

clase (dados los casos de las demás variables) más próximas a los datos. El capítulo cuarto se

o cupa de la adaptación de los algoritmos de aprendiza je de redes al problema de clasi�cación.

En la sección 4.2. se describ en algunos méto dos sencillos de clasi�cación como el Ingenuo

Bayes, que con unas sup osiciones p o co realistas consigue unas tasas de éxito sorprendentes,

y otras adaptaciones del mismo, que tratan de eliminar esas sup osiciones p ero conservando

parte de la simplicidad del méto do original. La sección 4.3 trata sobre la incorp oración de

metacono cimiento en la estructura de la red inducida, predeterminando en parte el tip o de

red que constituye el clasi�cador, de la que surgen dos algoritmos diferentes, INOCENCIO I e

INOCENCIO I I . En la sección 4.4 se prop one un nuevo algoritmo, denominado ZOSIMO , al que

se ha dotado de una nueva métrica (orientada a la clasi�cación) y un méto do esp ecí�co de

búsqueda. En la sección 4.5 se hace una breve descrip ción de las bases de datos que se van

a utilizar para validar los algoritmos desarrollados mediante exp erimentación. Se acompaña

de una serie de tablas y grá�cas, que nos muestran resultados de la exp erimentación y que

nos p ermitirán extraer conclusiones. Por último, en la sección 4.6., se sientan las bases para

una nueva meto dología para la clasi�cación, que se basa en la hibridación de las técnicas de

aprendiza je de redes de creencia con otros mo delos y méto dos de clasi�cación.



Capítulo 1

Redes de Creencia. Aprendiza je y

Clasi�cación

1.1 Intro ducción

En este capítulo vamos a presentar la notación, los conceptos previos y herramientas necesa-

rias, para el desarrollo de los capítulos p osteriores; en los que con una meto dología propia,

plantearemos diversos algoritmos de aprendiza je a partir de datos (para la obtención de una

buena aproximación de los datos en general) y diversos algoritmos de clasi�cación (para la

obtención de una buena aproximación desde el punto de vista de la variable clase).

En la sección segunda vamos a recoger algunos conceptos fundamentales sobre los que se va

a basar nuestro mo delo de representación de la incertidumbre, las redes de creencia. Comenza-

remos con algunas de�niciones generales sobre el mo delo de las redes de creencia. Únicamente

exp ondremos aquellos asp ectos que sean de utilidad en nuestra explotación del mo delo como

herramienta de representación del cono cimiento extraído p or alguno de los algoritmos aquí

presentados, y aquellas herramientas que p ermitan realizar inferencia sobre el mismo. Un

estudio más amplio y detallado del mo delo, los diversos formalismos existentes así como su

asp ecto axiomático pueden encontrarse en [Pea88 , Nea90 , CGH96, Pea93 , Jen96 ].

La sección 3 ofrece una visión general de las diversas técnicas existentes para el aprendiza je

automático a partir de datos de la comp onente grá�ca de las redes de creencia. Para ilustrar

la �losofía propia de cada una se hace una somera descrip ción de algunos de sus algoritmos

más cono cidos o representativos.

En la sección 4, se trata el problema de la clasi�cación. Para la inducción de clasi�cadores

a partir de muestras pre-clasi�cadas existen numerosos enfo ques, tanto p or el área de donde

provienen, la Estadística, Machine Learning o Data Mining, como p or los diferentes forma-

lismos de representación en que se basan; así, tenemos funciones discriminantes, árb oles de

clasi�cación, redes neuronales y reglas. Se considera también la construcción de clasi�cadores

basados en redes de creencia.

9
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1.2 De�niciones generales sobre redes de creencia

Las redes de creencia (también cono cidas como redes causales, redes bayesianas, redes de

independencia o modelos recursivos en la comunidad estadística y diagramas de in�uencia

cuando son aumentadas con no dos de decisión) incorp oran en su formalismo las no ciones de

relevancia e independencia tan naturales en el hombre para su razonamiento. Veamos un

ejemplo práctico: dado que se tiene una hipótesis h = el bebé ha roto el jarrón y nos llegan

dos evidencias (que puede mo di�car el grado de creencia en la hipótesis) e

1

= se ha producido

un terremoto en China , y e

2

= sabemos que un bebé estaba cerca del jarrón . Un razonamiento

inmediato nos conduciría a creer con mayor grado de certeza la hipótesis inicial, asimismo

descartamos cualquier conexión entre el terremoto o currido en la China con el incidente, esto

es, el cono cimiento de la primera evidencia no mo di�ca nuestra creencia acerca de la hipótesis.

El concepto de relevancia se materializa en una red mediante un enlace entre la evidencia

segunda y la hip ótesis. Para cuanti�car la in�uencia que la evidencia ejerce en el grado de

creencia de la hip ótesis se emplea la probabilidad condicional. La indep endencia entre la evi-

dencia e

1

y la hip ótesis, y entre las dos evidencias, se plasma mediante la ausencia de enlaces

entre los pares de variables e

1

; e

2

y e

1

; h , dada nuestra extrema lejanía de China. Sin embargo

éstas no son las únicas indep endencias que es capaz de representar una red.

��

��

��

��

��

��

-

e

2

h

e

1

Figura 1.1: Relevancia e independencia

Las redes de creencia identi�can explícitamente las relevancias mediante relaciones de pro-

ximidad en un grafo, lo que p ermite que, p or medio de consultas lo cales se pueda extraer

información, y p or otro lado lo que no se puede ver lo calmente no interesa, esto es, puede

ser ignorado. De hecho, lo que una representación de grafos ofrece es una lista actualizada

dinámicamente de to das las autorizaciones válidas sobre lo que p o demos ignorar.

Formalmente las redes de creencia se de�nen como grafos dirigidos acíclicos, cono cidos

como (DAGs) en los que los no dos representan prop osiciones (o variables), los arcos indican

la existencia de dep endencias directas entre las prop osiciones conectadas, y los p esos de estas

dep endencias están cuanti�cadas p or las probabilidades condicionales [Pea88 ].

Según la de�nición anterior, el formalismo consta de dos comp onentes diferentes (p ero

estrechamente relacionados) un mo delo grá�co (el grafo) y un mo delo numérico (las proba-

bilidades). El primero de ellos p ermite codi�car el conocimiento de tal manera que lo que es

ignorable pueda reconocerse fácilmente, y lo que es mejor, lo que no puede ignorarse pueda ser

rápidamente identi�cado y fácilmente accesible . El segundo nos p ermite dotar al mo delo de un

carácter cuantitativo, al tiemp o que p ermite representar la incertidumbre en el cono cimiento

de que se disp one. Aunque la teoría de la probabilidad no es ya, hoy en día el único formalismo
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para el tratamiento de la incertidumbre, sin embargo en la memoria sólo vamos a considerar

este tip o de cálculo.

Vamos a ver cómo se representan los conceptos de dep endencia e indep endencia en uno y

otro mo delo y cómo se relacionan en un único formalismo. Veamos primero en la teoría de

la probabilidad. Pero antes vamos a describir la notación que vamos a usar a lo largo de la

memoria.

Vamos a considerar un conjunto �nito U de variables aleatorias discretas, donde cada va-

riable x 2 U puede tomar valores de un dominio �nito. Utilizaremos letras minúsculas o

griegas (p.ej. x; y ; z ; �;  ) para designar variables individuales y mayúsculas para notar con-

juntos de variables (p.ej. X ; Y ; Z ). Utilizaremos las corresp ondientes negritas para notar la

asignación de un valor esp ecí�co o con�guración para una variable o un conjunto de variables,

resp ectivamente ( x ; y ; z ) y ( X ; Y ; Z ).

De�nición 1.1 (Dep endencia e indep endencia condicional) Sean X ; Y y Z tres con-

juntos disjuntos de variables, entonces X e Y se dicen condicionalmente independientes dado

Z , si y sólo si

P ( X j YZ ) = P ( X j Z )

para todos los valores posibles de X , Y y Z para los que P ( YZ ) > 0 , y se nota como I(X,Y|Z).

En otro caso X e Y se dicen condicionalmente dependientes dado Z , lo notaremos como

: I ( X ; Y j Z ) .

La relación I ( X ; Y j Z ) , cono cida como relación de independencia condicional se puede in-

terpretar como que una vez cono cida Z , el cono cimiento de Y no ap orta nada sobre el co-

no cimiento que tenemos de X . La indep endencia marginal puede ser tratada como un caso

particular de la indep endencia condicional. Que X e Y sean marginalmente indep endientes se

notará mediante I ( X ; Y j; ) , donde ; es el conjunto vacío.

De�nición 1.2 (Mo delo de Dep endencias) Un modelo de dependencias es un par M =

( U ; I ) , donde I es un conjunto de reglas que asignan valores de verdad a los predicados ` X es

Independiente de Y , dado Z '.

Un mo delo de dep endencias puede extraerse de la función de probabilidad conjunta cuando

es cono cida (lo que no suele o currir en la práctica), bien puede ser inferido a partir de un

conjunto de datos disp onibles (estimando un elevado número de parámetros) o bien puede ser

determinado p or un exp erto, en este caso es él quien hace la asignación de veracidad a los

asertos de indep endencia. En cualquier caso el mo delo nos prop orciona un entorno abstracto

sin referencias numéricas que resulta útil para evaluar la capacidad de representación de los

distintos mo delos grá�cos. Un estudio de las relaciones de indep endencia en la teoría de la

probabilidad y en la teoría de Bases de Datos [Fag77 ], prop orciona un conjunto de propiedades

que parece razonable exigir a to da relación que intente capturar el concepto intuitivo de

indep endencia. Estas propiedades se encuentran axiomatizadas en [Pea88 ].
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La forma en que se representa la indep endencia en el mo delo grá�co es mediante alguna

propiedad top ológica de los grafos, ésta dep ende del tip o de grafo que se utilice. Esta propiedad

es la separación cuando se trata con grafos no dirigidos [Lau82 , Pea88 ] y la d-separación para

grafos dirigidos acíclicos [VP90 , Pea88 ].

De�nición 1.3 (separación) Dados un grafo no dirigido G , dos subconjuntos de nodos, X

e Y , se dice que están separados por el conjunto de nodos Z , y se nota h X ; Y j Z i

s

G

, si Z

intercepta todos los caminos entre los nodos de X y aquel los de Y , o en otras palabras, en el

grafo inducido de eliminar el conjunto de nodos Z quedan desconectados todos los nodos de X

de los de Y .

De�nición 1.4 (d-separación) Dado un dag G , un camino no dirigido c (una secuencia de

nodos adyacentes sin tener en cuenta la dirección de los enlaces) entre los nodos x e y se dice

que está bloqueado por un conjunto de nodos Z , si existe algún nodo  en c tal que

�  2 Z , donde  es cualquier nodo de c que no tiene arcos cabeza a cabeza (dos arcos que

inciden sobre el mismo nodo) o bien,

�  62 Z , ni ningún descendiente de  está en Z ,  tiene arcos cabeza a cabeza en c .

Un camino que no se encuentra bloqueado se dice que está activo. Dos subconjuntos de nodos,

X e Y , se dice que están d-separados por Z y se nota h X ; Y j Z i

d

G

, si todos los caminos entre

los nodos de X y los de Y están bloqueados por Z .

Po demos interpretar una red de creencia como un sistema de canales de información, donde

cada no do es un interruptor que puede estar activo o desactivo y la información �uye a través

de los canales. El �ujo no puede pasar a través de interruptores (no dos) blo queados. Cuando

to dos los interruptores (no dos) en un camino no dirigido entre dos no dos están activos se dice

que el camino está abierto . Cuando to dos los caminos entre dos no dos están cerrados dado

el status de un conjunto de interruptores, se dice que los dos no dos están d-separados p or el

conjunto de no dos. El status de los interruptores puede cambiar mediante la instanciación de

un conjunto de no dos.

Veamos un ejemplo ilustrativo para ver las dep endencias/indep endencias representadas en

un grafo. Sup ongamos que estamos preo cupados p or el bienestar físico del omnipresente b ebé.

Una p osible representación del problema se muestra en la �gura 1.2, donde el conjunto de

variables consideradas son:

Bb : El b ebé llora. La manifestación más contundente de su malestar, que puede tomar los

valores { si,no }.

C : Chup ete. Tiene a su alcance un chup ete { si,no }.

E : Enfermedades que puede padecer a esa edad, contemplamos { anginas, otitis,cólico,dentición }

T : Temp eratura corp oral, que puede tomar los valores { normal,alta,muy alta }
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A : Tiene ap etito, tomando los valores { si,no }

P : Asp ecto de enfermo con los valores { si,no }

Subgrafo 3

T

E

Bb

C

PA

Figura 1.2: Bebe llora

Veamos algunas dep endencias/indep endencias que se pueden deducir del grafo de la �gu-

ra 1.2. Analicemos primero el subgrafo C ! B b  T . Una de las causas más frecuentes p or

las que llora el b eb é es p orque ha p erdido el chup ete, aunque también puede ser debido a un

cuadro de �ebre, temp eratura alta. Obtenemos un patrón cab eza-cab eza. El hecho de que

se sab e que tiene el chup ete puesto no nos ap orta ninguna información acerca de su temp e-

ratura, a menos que a p esar de ello, el b eb é llore, lo que nos aumenta el grado de creencia

en que tiene �ebre. Al tener evidencia en el no do cab eza-cab eza hace que los padres se vuel-

van dep endientes (un aumento de creencia en uno de ellos ba ja el del otro). En el subgrafo

E ! T ! B b , la evidencia de sab er que el b eb é padece otitis, nos hace creer inmediatamente

que tiene �ebre (T es alta o muy alta) y que el b eb é vaya a estar llorando, a menos que sepa

que su temp eratura es normal, p or lo que no tiene p or qué verse afectado su estado anímico.

La evidencia se transmite a través de las conexiones serie a menos que se blo quee p or un no do

intermedio. Por último, en una conexión divergente como es la que se muestra en el subgrafo 3

de la �gura 1.2, hay transmisión de información entre los no dos hijos, si el b eb é tiene asp ecto

enfermo, hace sup oner que no deb e tener ap etito. Sin embargo si comprobamos que no tiene

�ebre (se instancia el no do padre), se blo quea la transmisión de información, ya no se puede

sup oner nada acerca de su ap etito. Puede estar echando los dientes y ha pasado una mala

no che y tiene un ap etito voraz.

Utilizando el criterio de d-separación, cualquier dag, G sobre un conjunto de variables U ,

se puede considerar como un Mo delo de Dep endencias, M = ( U ; d-separación ). En este caso,

además tenemos que el mo delo de dep endencias satisface el conjunto de axiomas de grafoide

[Pea88 ].

A continuación se listan algunas de las indep endencias grá�cas que se deducen a simple

vista del grafo anterior. Prescindiremos de h�i

G

.
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h C ; T j;i ; h C ; E j;i ; h C ; A j;i ; h C ; P j;i ;

h E ; B b j T i ; h E ; A j T i ;

h E ; P j T i ; h B b; A j T i ; h B b; P j T i ;

h A; P j T i ;

p ero también, se derivan:

h E ; B b j T A i ; h E ; B b j T P i ; h E ; B b j T C i ; h E ; B b j T AP i ; h E ; B b j T AC i : : :

h E ; AP j T i ; h E ; AP B b j T i ; h E ; AP B bC j T i ; : : :

h A; P j T C E B b i ; : : :

Sin embargo, dado un mo delo de dep endencias M , no siempre es p osible construir un

dag que satisfaga to das las relaciones de indep endencia en el mo delo. Si nos planteamos

la p osible relación existente entre el Mo delo de Dep endencias y su representación grá�ca,

p o demos encontrarnos con alguno de los siguientes casos.

De�nición 1.5 (I-map) Un dag G se dice que es un I-map [Pea88 ] de un Modelo de Depen-

dencias M si toda relación de d-separación en G corresponde a una relación de independencia

válida en el modelo M , es decir, si dados X ; Y ; Z conjuntos disjuntos de nodos en el grafo se

tiene que

h X ; Y j Z i

G

= ) I ( X ; Y j Z )

M

Dado un dag G , que es un I-map de un Mo delo de Dep endencias M , decimos que es un

I-map minimal de M si al b orrar alguno de su arcos, G deja de ser un I-map del Mo delo.

De�nición 1.6 (D-map) Un dag G se dice que es un D-map [Pea88 ] de un Modelo de De-

pendencias M si toda relación independencia en el modelo M se corresponde con una relación

de d-separación en G , es decir, si dados X ; Y ; Z conjuntos disjuntos de nodos del grafo se tiene

que

h X ; Y j Z i

G

( = I ( X ; Y j Z )

M

Un I-map garantiza que los no dos que están d-separados corresp onden a variables indep endien-

tes, p ero no garantiza que para aquellos no dos que están d-conectados (o sea, no d-separados),

sus corresp ondientes variables sean dep endientes. Recípro camente, en un D-map se puede

asegurar que los no dos d-conectados son dep endientes en el mo delo, aunque un D-map puede

representar un par de variables dep endientes como un par de no dos d-separados. Ejemplos

triviales de D-map e I-map son, resp ectivamente, los grafos donde el conjunto de arcos es vacío

y los grafos completos (existe un arco entre cada par de no dos).

De�nición 1.7 (Perfect-map) Un dag, G se dice que es un Perfect-map [Pea88 ] de un

Modelo M , si es I-map y D-map simultáneamente, es decir

h X ; Y j Z i

G

() I ( X ; Y j Z )

M



1.2. De�niciones generales sobre redes de creencia 15

Si un grafo G es un Perfect-map de un mo delo de dep endencias, diremos que los mo delos

son Isomorfos , pudiendo hablar indistintamente de relaciones de indep endencia tanto en el

dag como en el mo delo.

Ya tenemos descritos los dos comp onentes de nuestro formalismo, veamos como se integran.

El principal inconveniente de una sentencia de probabilidad condicionada, como P ( x j y ) = p

es que deb e interpretarse como que si y es cierto y cualquier otra cosa es irrelevante para x o

bien y es lo único que se conoce , entonces P ( x ) = p . Esto requiere efectuar comprobaciones

en la tabla de probabilidad condicional del tip o

P ( x j y ; a

i

; : : : a

n

) = P ( x j y ) 8 x ; 8 y ; 8 a

1

: : : 8 a

n

y esto, para cada relación de indep endencia que se quiera establecer en el mo delo. Otros

inconvenientes son que, habitualmente, no se disp one de la distribución conjunta, y aunque se

tuviese, ésta crece exp onencialmente con el número de variables, con lo que su tamaño se hace

intratable. Afortunadamente, cualquier función de probabilidad conjunta puede ser de�nida

p or medio de funciones de probabilidad condicionada más sencillas formando una factoriza-

ción. Una de ellas es la regla de la cadena.

Regla de la cadena . Cualquier función de probabilidad de un conjunto de variables U =

f x

1

; : : : ; x

n

g puede ser expresada como el pro ducto de n funciones de probabilidad condicio-

nada de la forma

P ( x

1

; : : : ; x

n

) = �

n

i =1

P ( x

i

j B

i

)

donde B

i

= f x

1

; : : : ; x

i � 1

g es el conjunto de variables anteriores a x

i

.

Dado un dag G y una distribución conjunta P sobre un conjunto de variables discretas

U = f x

1

; : : : ; x

n

g , se dice que G representa a P si hay una corresp ondencia entre las variables

de U y los no dos de G tal que P se puede descomp oner en la forma

P ( x

1

; : : : ; x

n

) = �

n

i =1

P ( x

i

j pa ( x

i

)) (1.1)

donde pa ( x

i

) son los ancestros directos (llamados padres) de x

i

en G . Esta descomp osición

implica que, dado su conjunto de padres, cada variable x

i

es condicionalmente indep endiente

de to dos los predecesores en B

i

n pa ( x

i

) , esto es,

I ( x

i

; B

i

n pa ( x

i

) j pa ( x

i

)) ; 8 i = 1 ; :::; n

Con la interpretación del orden determinado p or el tiemp o o p or las causas, esos conjuntos

de indep endencias se pueden llamar markovianos, ya que re�ejan la condición markoviana

de transición de estados: cada estado se hace indep endiente del pasado, dados los estados

inmediatamente anteriores.

Dado el dag de la �gura 1.2, la distribución de probabilidad del conjunto de variables del

problema se puede expresar como:

P ( B b; C ; E ; T ; A; P ) = P ( E ) P ( C ) P ( T j E ) P ( B b j C T ) P ( A j T ) P ( P j T ) :



16 Capítulo 1. Redes de Creencia. Aprendizaje y Clasi�cación

Se han creado a menudo dags de acuerdo con la no ción intuitiva de causalidad. Así, se

establece un arco dirigido de una variable x a una variable y cuando la variable x se p ercib e

como causa directa de y . Esta no ción prop orciona también una p osible interpretación de las

redes de creencia en términos de causa-efecto. Sin embargo es discutible sobre una red de

creencia inducida, cuando ésta no es coherente con nuestra exp eriencia. Esta interpretación

ha sido mantenida p or varios autores en [Pea88 , VP90 , SGS93 , Pea94 ]. Verma y Pearl [VP90 ]

de�nen una teoría causal probabilística en la que representan cada familia padres-hijo mediante

una función determinista

x

i

= f

i

( pa ( x

i

; �

i

))

donde pa ( x

i

) son los padres de x

i

, �

i

son variables aleatorias indep endientes, que alteran la

relación de forma arbitraria. Con esta caracterización funcional se llega a la misma descom-

p osición de la distribución de probabilidad ec. 1.1.

Con el tiemp o, la direccionalidad de los arcos ha sido discutida y tratada con cautela

[LS88 , SDLC93 ]. Con lo que la interpretación causal de un arco dirigido ha dejado paso a una

interpretación más segura, en términos de relevancia y dependencia .

Dejando a un lado las cuestiones de interpretación, una red de creencia sobre U p ermite

una representación compacta de la distribución de probabilidad conjunta P ( U ) , y ésta puede

ser calculada a partir de las distribuciones de probabilidad condicionadas aso ciadas a la red.

Aparte de su valor como herramienta descriptiva, las redes también pueden considerarse

como unas herramientas para la inferencia, capaces de manipular e�cientemente relaciones

de indep endencia. Aprovechando que la estructura p ermite determinar dinámicamente qué

información es relevante y cuál puede ignorarse para la tarea de razonamiento, lo único que

falta es algún mecanismo para la propagación de información (incierta) a través del grafo. De

esta forma a medida que se va cono ciendo nueva información (evidencias) se puedan obtener

conclusiones. El pro ceso de la propagación en redes de creencia consiste básicamente en

actualizar las probabilidades de las variables en función de las evidencias. En el caso de un

diagnóstico médico, se trata de cono cer las probabilidades de cada una de las enfermedades,

dados los síntomas observados en el paciente. Para ello existen multitud de algoritmos que

se pueden clasi�car como méto dos exactos o aproximados. Algunos de ellos se encuentran en

[Pea86 , Sha86 , Pea87 , Hen88 , LS88 , LA94, SS90a , HM97, CHM96]. Una guía más estructurada

se puede encontrar en [Pea88 , Nea90 , CGH96, Jen96 ].

1.3 Aprendiza je de redes de creencia

Para p o der disp oner de una red de creencia, con la estructura de dep endencia del mo delo, así

como de las distribuciones de probabilidad condicionales aso ciadas, es necesario contar con

un exp erto que elicite su cono cimiento en forma de dag y de tablas de probabilidad; es de

sup oner que ésto constituye un considerable esfuerzo, sobre to do si el dominio del problema

da lugar a redes complejas. Para aliviar esta tarea se han desarrollado algunas herramientas

como son las redes de similaridad [Hec91], que ahorran tiemp o y esfuerzo al exp erto. Dado que
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no siempre es p osible disp oner de un exp erto, y que en la mayoría de los camp os se disp one

de grandes cantidades de datos, se planteó la alternativa del aprendiza je a partir de datos o

bien a partir de datos y de un mínimo cono cimiento del exp erto. Desde hace varias décadas se

han diseñado numerosas herramientas computacionales capaces de asistir a las p ersonas en la

tarea de extraer información útil (cono cimiento) a partir de esas ingentes cantidades de datos .

En general, el pro ceso de aprendiza je consiste en un pro cedimiento de búsqueda , guiado

p or los datos , a través de un espacio más o menos restringido de mo delos, para hallar algún

mo delo que pudiese hab er generado esos datos. Para este pro ceso se hace la sup osición de que

los datos son una representación de la distribución de probabilidad que sigue la p oblación y

que se tiene un conjunto su�ciente de muestras como datos.

En el contexto en que nos encontramos, el aprendiza je de redes de creencia, es un pro ce-

so que toma como entradas un conjunto de datos y op cionalmente información previa sobre

el problema (p or ejemplo, p o demos cono cer que dos variables están relacionadas, o que una

variable o curre antes en el tiemp o que otra variable, ... ) y obtiene como salida algún tip o

de red de creencia. El formato de representación está restringido al tip o de mo delo que ca-

da algoritmo está orientado aprender. Como mo delos grá�cos para las redes de creencia nos

p o demos encontrar diversos tip os de grafos. En orden creciente de p o der de representación,

en primer lugar, los árb oles y p oliárb oles (que incluyen a los primeros como caso particular).

Los p oliárb oles son grafos en los que no existe más de un camino (no dirigido) que conec-

te cualesquiera dos no dos, esto es, son grafos que no contienen ciclos no dirigidos. Un tip o

más general de grafo son los grafos simples. Son grafos dirigidos acíclicos donde cada par de

no dos con un hijo común no tienen antecesores comunes ni uno es antecesor del otro. Esto

signi�ca que en un grafo simple sólo están p ermitidos un tip o esp ecial de ciclos no dirigidos:

los que contienen al menos dos no dos cab eza-cab eza. Por último nos encontramos con los

grafos acíclicos generales con el mayor p o der de representación de to dos los grafos (incluidos

los grafos no dirigidos), aunque resultan menos op erativos pues, los méto dos de inducción e

inferencia resultan más costosos de llevar a cab o sobre este tip o de estructuras. Existen p or

tanto, algoritmos orientados a cada uno de estos mo delos.

Si nos asomamos a la literatura, vemos que existe una gran cantidad de algoritmos para el pro-

ceso del aprendiza je. No obstante, p o demos clasi�car los méto dos de aprendiza je atendiendo

al tip o de técnica utilizada para recup erar la top ología de la red; así p o demos considerar dos

tip os de méto dos:

� Méto dos basados en detección de indep endencias

� Méto dos basados en funciones de evaluación y técnicas de búsqueda heurística.

Los algoritmos que utilizan un criterio de indep endencia toman como entrada una lista L de

relaciones de indep endencia condicional entre variables y su ob jetivo es encontrar el grafo que

trata de representar la mayor parte de esas relaciones de indep endencia. El elemento central

son las aseveraciones de indep endencia entre variables, obtenidas a partir de una base de
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datos mediante complejos y numerosos tests de indep endencia condicional, lo que constituye

su principal inconveniente, ya que los tests de indep endencia condicional con conjuntos de

gran tamaño como condicionante pueden resultar p o co �ables (a menos que se disp onga de

un enorme volumen de datos) [CH92 ] y muy costosos. Sin embargo tienen el atractivo de

su solidez teórica, los algoritmos basados en la detección de indep endencias son normalmente

asintóticamente correctos cuando la distribución de probabilidad de los datos satisface ciertas

sup osiciones. Dep endiendo del tip o de mo delo que se emplea para representar la lista L , se

pueden encontrar algoritmos que usan p oliárb oles, grafos simples o grafos generales.

Por otra parte, el ob jetivo del segundo tip o de méto dos es encontrar un grafo que, teniendo

el menor número de arcos p osible, represente `adecuadamente' los datos. La calidad de cada

red candidata, se establece mediante alguna función de evaluación (también llamada a juste,

puntuación, discrepancia o métrica). Esta función, en general es una función del tip o f ( G; D ) ,

como veremos, tiene muy diferentes expresiones. La función de evaluación p ermite ordenar

los grafos p or su valor de calidad o a juste a los datos. En un algoritmo de este tip o, aso ciado

a la función que mide la calidad de cada red candidata se tiene un pro ceso de búsqueda

habitualmente heurística (debido al tamaño más que exp onencial del espacio de búsqueda)

que explora el espacio de p osibles soluciones. Los algoritmos basados en una métrica resultan

computacionalmente más e�cientes aunque pueden no encontrar la mejor solución debido a su

naturaleza heurística. Cada algoritmo de esta clase se caracteriza p or el tip o de métrica y de

búsqueda esp ecí�cas que utiliza.

Aparte de los dos mencionados, también existen enfo ques híbridos, que utilizan de forma

conjunta una técnica de búsqueda orientada p or una métrica y la detección de indep endencias.

[SV93, SV95, AC96b , AC97 ].

Aprendiza je de la estructura utilizando criterios de indep endencia

Como indicamos, este tip o de algoritmos no tratan de obtener una red que cuantitativamente

`mejor' represente los datos, sino que hacen un estudio cualitativo de las relaciones de dep en-

dencia/indep endencia del mo delo subyacente a los datos (lo que p osibilita una abstracción del

mo delo original) y a partir de ellas tratan de encontrar una red que represente esas relaciones.

Cuando el estudio cualitativo de las relaciones está dirigido p or los datos (la hip ótesis de tra-

ba jo que venimos manteniendo)

1

éste se basa en los tests de indep endencia para determinar

si los asertos de indep endencia están sop ortados p or los datos. A continuación vamos a des-

cribir brevemente algunos de los algoritmos. Los principales inconvenientes comunes a to dos

ellos son el elevado costo computacional que sup one un test con un gran número de variables

implicadas además del gran número de tests necesarios, p otencialmente exp onencial. Para

tratar de solventar el primer inconveniente, hemos desarrollado un algoritmo exacto [AC96a ]

que trata de minimizar el número de variables implicadas en un test. Este será detallado en el

siguiente capítulo. Otros dos algoritmos aproximados se han presentado en [CBL97a , CBL97b ]

para este mismo prop ósito. Para hacer frente al segundo problema (referente al número de

1

puede venir elicitado p or el exp erto.
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tests), determinados algoritmos imp onen restricciones en la estructura, llegando a reducir a

un número p olinomial el número de tests a realizar. Iremos recorriendo desde los algoritmos

para grafos generales hasta aquéllos para p oliárb oles.

Comenzaremos con el algoritmo dado p or Pearl [Pea88 ]. Este imp one la restricción de que

el mo delo subyacente sea un semigrafoide (cumple los axiomas A1-A4 de [Pea88 ]) y sup one

además que se cono ce el orden entre las variables, lo que garantiza que la red aprendida sea

un I-map minimal del mo delo. El pro cedimiento de construcción de la red consiste en asignar,

como padres de cada no do el conjunto minimal de no dos predecesores en el orden, que hagan

indep endientes el no do del resto de no dos anteriores. Los autores Spirtes, Glymour y Scheines

en [SGS93 ] exp onen varios algoritmos de este tip o como SGS y PC. Veamos éste último.

En primer lugar el algoritmo hace la sup osición de que el mo delo que se pretende recup erar

es isomorfo a un dag, con ello se garantizan que el algoritmo encuentra el grafo verdadero.

El algoritmo parte del grafo completo no dirigido y trata de ir reduciéndolo en cada paso,

eliminando los enlaces entre aquellas variables que se han hallado indep endientes, para ello

realiza tests de indep endencia de orden creciente con los conjuntos condicionantes formados

p or los adyacentes de los pares de variables que se quieren separar. Como to dos los algoritmos

que recup eran grafos generales, en el p eor caso la complejidad de PC es exp onencial, aunque

es razonablemente e�ciente para aprender grafos p o co densos.

Frente a éstos, se encuentran los algoritmos que recup eran árb oles como [Cam98 , GPP90 ]

y p oliárb oles como los de [Cam98 , CH93 ] que resultan más op erativos aunque el p o der de

descrip ción de éstas estructuras es más reducido. Estos algoritmos reducen el número de tests

a realizar a un orden p olinomial. Los algoritmos descritos en [GPP93 , CH97 ], pueden conside-

rarse como extensiones del anterior. Éstos p ermiten recup erar estructuras donde la presencia

de cierto tip o de ciclos está p ermitida, los ciclos simples (donde los no dos con descendientes

directos comunes son marginalmente indep endientes entre sí).

Existen además otros traba jos muy interesantes sobre estos tip os de méto dos, para más

detalle ver [Bun96 ].

Aprendiza je de la estructura basado en métricas y técnicas de búsqueda

En esta sección realizaremos un breve repaso de los algoritmos que utilizan algún criterio de

b ondad de a juste para recup erar la estructura. To do méto do de aprendiza je de este tip o em-

plea alguna técnica de búsqueda heurística (greedy en su mayoría) para explorar el espacio de

búsqueda más que exp onencial. El tip o de métrica que emplean es muy variado, aunque se

pueden clasi�car según el principio en que se basan: la entropía, ideas bayesianas y descrip ción

de longitud mínima principalmente.

Métricas basadas en entropía

Los méto dos basados en entropía tratan de encontrar aquella red que minimice su entropía

con los datos. El principio de máxima entropía se emplea cuando no se tiene su�ciente informa-

ción. Los algoritmos que emplean este principio tratan las dep endencias presentes en los datos
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como restricciones a la distribución subyacente descono cida. Por tanto en aras de disminuir el

'descono cimiento', estos algoritmos extraen de los datos una lista de relaciones de dep enden-

cia signi�cativas que son las que se busca representar en el mo delo grá�co. Así, al tratar de

minimizar esta medida se favorecen las conexiones entre aquellas variables que mani�estan un

alto grado de dep endencia. Entre estos méto dos los hay que aprenden estructuras sencillas,

como árb oles [CL68 , Gei92, Sar93 , Cam98 ], p oliárb oles [RP87 , ACG

+

91a , ACG

+

91b , Cam98 ]

y grafos generales, como [HC90]. En algunos de los casos, debido a las características de las

estructuras, el pro ceso de búsqueda (explícita) se reemplaza p or un pro ceso analítico lo que

da lugar a algoritmos muy e�cientes. Veamos algunos. El algoritmo más cono cido y utilizado

para árb oles es el de Chow y Liu. Éste obtiene a partir de los datos una lista de los pares

de variables ordenadas en orden decreciente p or el valor de la entropía cruzada del par, de

esta lista se seleccionan aquellos pares que tienen valores signi�cativos de dep endencia. A

partir de ella se construye el árb ol generador maximal. Si la distribución es representable p or

un árb ol (isomorfa), el algoritmo es capaz de recup erar el árb ol. El algoritmo de Rebane y

Pearl [RP87 ] puede considerarse como una extensión para p oliárb oles del méto do de Chow

y Liu. En la primera fase, el algoritmo construye el esqueleto de la estructura utilizando el

méto do anterior (ambas estructuras la de árb oles y p oliárb oles son simplemente conectadas).

En la segunda fase se trata de orientar las aristas buscando los no dos cab eza-cab eza para luego

completar la orientación de las restantes aristas de forma que no se intro duzcan nuevos pa-

trones cab eza-cab eza. El algoritmo Kutató [HC90] para redes generales, requiere de un orden

completo entre las variables, realiza una búsqueda explícita. Éste, determina la estructura a

partir de un grafo inconexo al que le van añadiendo aquellos arcos que manteniendo el grafo

sin ciclos minimizan la entropía de la red. El paso de añadir arcos intenta encontrar la relación

entre variables que más restrinja la distribución subyacente. El pro ceso continua hasta que se

alcanza un determinado umbral.

Descrip ción de longitud mínima

La idea de esta métrica pro cede de la teoría de la co di�cación, donde se trata de co di�car

una cadena en el menor número de bits, para ello se divide la cadena en sub cadenas de tal forma

que las cadenas más frecuentes se co di�can con el menor número de bits. Una co di�cación

de una cadena (los datos) está formada p or dos partes, la descrip ción de la co di�cación del

mo delo utilizado y la propia co di�cación de los datos. El principio de mínima longitud de

descrip ción [Ris86] establece que la mejor representación de un conjunto de datos es aquella

que minimiza la suma de éstas dos comp onentes. Para el caso en que el mo delo de co di�cación

para los datos es una red de creencia, la primera parte (la descrip ción del mo delo) se tiene que

co di�car la estructura grá�ca, para cada no do la lista de padres, y además las distribuciones de

probabilidad. Ambas co di�caciones (se pueden medir en bits) aumentan conforme el grafo es

más denso. La segunda parte de la descrip ción, la co di�cación de los datos dado el mo delo, su

longitud disminuye conforme es más complejo el mo delo, se representan los datos con mucha

precisión. Bouckaert [Bou93 ] añade un término adicional a la métrica, para incorp orar la

información a priori. Las medidas de a juste de�nidas p or estos méto dos resultan en algunos
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casos equivalentes a las propuestas en los méto dos bayesianos si se prescinde del cono cimiento

a priori necesario para las métricas bayesianas [Bou94 , Bun96 , CGH96]. Existen diversos

algoritmos de aprendiza je que emplean el principio de descrip ción de longitud mínima como

base para de�nir la métrica [Bou93 , Suz93 , LB94, FG96b ]. Bouckaert en [Bou93 ] una vez

de�nida su métrica, utiliza una búsqueda greedy para seleccionar aquel arco que minimiza

la longitud de descrip ción de la red. El algoritmo en [Suz93 ] tiene como ob jetivo construir

estructuras arbóreas. Como mecanismo de búsqueda emplea el árb ol generado de costo máximo

donde el costo aso ciado a los arcos es una función de la entropía de los pares de variables y

del número de parámetros necesarios para representar una distribución de probabilidad en la

red.

En [LB94 ] con una métrica propia, lleva a cab o una búsqueda también propia sobre conjun-

tos de redes que se van actualizando dinámicamente p or los arcos candidatos, para �nalmente

seleccionar de entre un conjunto de redes candidatas la que minimiza la función de evaluación.

Méto dos bayesianos . Este tip o de métricas se basan en la �losofía de la estadística ba-

yesiana. En ésta se sup one una distribución a priori (de cada o currencia diferente de red)

P ( R ed ) , -que asigna una probabilidad alta a las redes altamente probables-, se puede calcular

la verosimilitud (dada cada red se puede calcular a partir de los datos y de la distribución a

priori lo bien o mal que una red repro duce los datos) P ( D atos j R ed ) , -tendrá un valor alto

para las redes que están de acuerdo con los datos-, empleando la fórmula de Bayes se puede

obtener la distribución a posteriori (de cada red condicionada a la base de datos de que se

disp one)

P ( R ed j D atos ) =

P ( D atos j R ed ) P ( R ed )

P ( D atos )

La idea común a to das las métricas consiste en asignar a to da red un valor de b ondad que es

función de su probabilidad a p osteriori.

Sea S una estructura de red, y � es el conjunto de parámetros de la distribución conjunta,

que representa la factorización de la función conjunta de�nida p or la estructura top ológica S .

Entonces se puede descomp oner la probabilidad de la red como: P ( R ed ) = P ( S; � ) . En la

fórmula anterior el denominador es una constante de normalización p or lo que puede ignorarse,

con lo que la distribución a p osteriori puede reescribirse como:

P ( R ed j D atos ) / P ( S ) P ( � j S ) P ( D atos j R ed )

donde P ( S ) es la probabilidad a priori de la estructura grá�ca, P ( � j S ) es la probabilidad

a priori de los parámetros de la red dada su estructura grá�ca, amb os determinados p or el

exp erto.

Un asp ecto crítico de la teoría bayesiana es precisamente éste, el de la elección de las distribu-

ciones a priori basadas en el cono cimiento que se disp one en cada camp o; si no se seleccionan

cuidadosamente se puede llegar a unas distribuciones a p osteriori inadecuadas. Así p or ejem-

plo la distribución a priori de cada red en muchos casos se sup one que es uniforme. El término
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P ( � j S ) sup one una enorme cantidad de información. Para solventar esto, en [GH95] se hacen

una serie de sup osiciones como indep endencia de los casos de la base de datos, uniformidad

de las distribuciones de probabilidad de los parámetros de una red, dada ésta, inexistencia

de casos p erdidos en la base de datos, que p ermiten calcular esta distribución para cualquier

estructura grá�ca S a partir de la distribución a priori de los parámetros de una red com-

pleta, el inconveniente que tiene es que esta distribución es exp onencial con el número de

variables [CGH96].

A partir de la descomp osición analítica de la distribución a p osteriori y de las sup osiciones

de cada autor, se de�nen diferentes métricas, algunas de ellas propuestas en [CH92 , Bun91 ,

CGH94, Bun94 , HGC94, GH95, Chi96 , FG96a , Hec96, FGG97 ], p o demos encontrar algunos

estudios comparativos en [Bou93 , Chi96 , CDS94 , LTS94 ]. Describiremos brevemente el al-

goritmo K2 [CH92 ], uno de los más cono cidos méto dos bayesianos. El funcionamiento es

representativo de muchos algoritmos, cambiando la métrica (que p enaliza o no la compleji-

dad de la red) y el méto do de búsqueda. Supuesto cono cido el orden entre las variables, el

algoritmo va recorriendo las variables según el orden preestablecido, y para cada una de ellas,

partiendo de un conjunto de padres inicialmente vacío (inicialmente la red es inconexa), va

paso a paso incluyendo aquellos padres que más incrementan la probabilidad de la estructura

resultante, hasta que o bien no se incrementa la medida de a juste o bien se llega a la red

completa. Algoritmos que se basan en el anterior son propuestos p or Larrañaga en [LPY

+

96 ],

éstos utilizan la misma métrica p ero utiliza algoritmos genéticos como méto do de búsqueda.

1.4 Clasi�cación

La aproximación clásica a los problemas de clasi�cación se basó en la teoría de la decisión, con

aplicaciones en taxonomía (Sneath P.H. en el Journal of General Microbiology 1957). Desde

entonces, tradicionalmente los pro cedimientos de decisión han sido de naturaleza estadísti-

ca, aunque recientemente el problema de determinar la identidad, p osición, orientación y/o

movimiento en visión arti�cial, la comprensión de la estructura de proteínas en tecnología

biológica, y el recono cimiento del lengua je natural se convirtieron en relevantes p or sus apli-

caciones prácticas, a lo que hay que añadir distintas aplicaciones comerciales, de bancos y

compañías telefónicas... Esto hizo necesario la aparición de nuevos mo delos teóricos y nuevos

algoritmos de clasi�cación. Así �orecieron nuevos algoritmos estadísticos, y nuevos méto dos

en Machine Learning y en otras áreas de Inteligencia Arti�cial. Algunos de los cuales se van

a comentar brevemente.

Los elementos comunes a to dos los problemas de clasi�cación son: se tiene un conjunto de

clases de ob jetos: eventos, situaciones o hechos que son representados p or mo delos apropia-

dos de un sistema. Llamamos a estos mo delos conceptos . Ejemplos de conceptos pueden ser

pacientes, micro organismos, clientes de un banco etc, ob jetos de estudio de una aplicación, de

los cuales nos interesan una serie de características, los atributos . Pongamos p or caso edad,

sexo, síntomas . . . , en el caso de un paciente; tamaño, forma, longitud del p erímetro . . . para
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un micro organismo, etc.

Por otro lado se tienen observaciones de instancias de los conceptos (o elementos de clases)

que son registradas con ayuda de instrumentos apropiados. En términos generales el problema

de la clasi�cación es identi�car el concepto dada la observación.

Entre los problemas centrales de la clasi�cación está la transición de una representación

conceptual a una representación simb ólica de las clases. Esta tarea puede hacerse bien con los

méto dos de aprendiza je sup ervisado o no sup ervisado.

El término de clasi�cación lo emplearemos en esta memoria para hacer referencia al apren-

diza je sup ervisado exclusivamente (donde las clases están determinadas a priori) que es al que

le vamos a dedicar cierta atención. En este caso cada observación de un ob jeto se describ e

con un número �jo de atributos y con la clase a la que p ertenece. El pro ceso básico de cla-

si�cación consiste en tomar como entrada un conjunto de datos (las observaciones), cono cido

como conjunto de entrenamiento, del que se aprenden un conjunto de reglas (entendidas éstas

en sentido amplio) para asignar a cada observación de un conjunto (dados los valores de sus

atributos) una clase de entre las disp onibles. Se suele utilizar un conjunto de observaciones

indep endientes, p ero pro cedente de la misma p oblación, el conjunto de test, para evaluar la

e�cacia del clasi�cador.

Los algoritmos de clasi�cación pueden verse caracterizados p or sus estrategias de apren-

diza je y p or el lengua je de representación que usan. Una clasi�cación de las estrategias de

aprendiza je más general que la propuesta en la sección anterior es: méto dos dirigidos p or los

datos y méto dos dirigidos p or el mo delo. Los distintos lengua jes de representación pueden ser

árb oles de clasi�cación, reglas, redes neuronales, redes de creencia... Los méto dos dirigidos

p or los datos pro ceden de la Estadística mientras que los segundos de Machine Learning y de

la I.A.. Veamos primero algunos méto dos clásicos estadísticos.

En análisis multivariante clásico, p or lo general se representan las muestras p or puntos en

un espacio multidimensional, mediante co ordenadas derivadas o directas de los datos. En este

espacio se pueden de�nir distintas medidas de disimilaridad (distancias) como la distancia

Euclídea, de Mahalanobis ...[Fuk90 ] (de un punto al centro de la clase). El efecto de cualquier

regla de decisión es dividir el espacio en c regiones, R

1

; : : : ; R

c

, corresp ondientes a las c clases

consideradas en el problema de la clasi�cación.

El discriminante lineal de Fisher (1936) es uno de los pro cedimientos más antiguos de

clasi�cación, también el más comúnmente usado en paquetes estadísticos. La idea es dividir el

espacio muestral p or una serie de líneas en dos dimensiones, p or planos en 3D y generalmente

p or hip erplanos para varias dimensiones. La línea que divide las dos clases es una bisectriz de

la línea que une los dos centros de estas clases, la dirección de la línea viene determinada p or

la forma de la nub e de puntos.

Un clasi�cador mediante funciones discriminantes ([DH73]) puede verse como una máquina

a la que se le da una observación (en la entrada) y da como salida una clase a la que es asignada.

El clasi�cador contiene una función p or clase, la observación es evaluada p or cada una de ellas.

Mediante algún criterio determina la clase a la que se le deb e asignar. La clasi�cación mediante
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funciones discriminantes no da ninguna información sobre la estructura predictiva de los datos,

la estructura subyacente, sólo realiza la aplicación entre los dos conjuntos, una muestra de la

p oblación y la clase a la que se le asigna.

Otro tip o de méto dos estadísticos son los denominados KNN[DK82 ], los k vecinos más

próximos. La regla de clasi�cación que emplean consiste en asignar a una observación x ,

la clase más frecuente de los k vecinos que se encuentran en la hip eresfera que envuelve a

x . Para cada clasi�cación, se tiene que examinar cada muestra de entrenamiento. Este tip o

de méto dos tiene los inconvenientes del gran esfuerzo computacional que sup one realizar la

búsqueda de los vecinos más próximos y el efecto negativo de las muestras mal etiquetadas

en el conjunto de entrenamiento. Existen numerosas extensiones del méto do básico para

resolver estos problemas. Alguna de ellas consiste en incorp orar algún tip o de p onderación

para matizar la contribución de cada uno de los vecinos en la aplicación de la regla de decisión,

cuanto más próximo, mayor debiera de ser su contribución. Otros pretenden acelerar el pro ceso

de encontrar los vecinos más próximos, bien particionando el espacio en regiones y examinando

únicamente las regiones donde es más probable que se encuentren los vecinos, bien reduciendo

el conjunto de entrenamiento eliminando aquellas muestras inmersas en agrupamientos de

otras clases y seleccionando aquellas observaciones consideradas representativas...

Veamos a continuación diferentes méto dos orientados al mo delo. Nos detendremos un p o co

más en los árb oles de clasi�cación p or el interés que tendrán para un capítulo p osterior.

Árb oles de clasi�cación

También cono cidos como árb oles de decisión, son clasi�cadores que representan su cono ci-

miento en forma de árb ol, y tienen su origen en el algoritmo ID3 de Quinlan ([Qui86 ]).

Los árb oles han mostrado ser unos clasi�cadores e�cientes, además de ser fáciles de entender,

usar, explicar e interpretar la estructura predictiva de los datos.

Un ejemplo de árb ol de decisión binario se muestra en la �gura 1.3. Cada no do interior de

un árb ol es un test binario sobre un atributo. Si la condición del test se satisface, la observación

a clasi�car toma una rama determinada de este no do, en caso en que se falle tomará la otra

rama. Un árb ol de decisión se usa para clasi�car observaciones comenzando desde el no do raíz

del árb ol y siguiendo el camino dictado p or los tests hasta llegar a un no do terminal. Cada

no do terminal en un árb ol de decisión representa una clasi�cación.

Veamos un problema de decisión donde las muestras corresp onden a pacientes de una consulta

de endo crino. Cada paciente es descrito en términos de atributos tales como sexo, edad, estado

de embarazo, presencia de litio, nivel de TSH. El diagnóstico es una clasi�cación binaria del

paciente; el paciente es hipotiroideo o no lo es. El árb ol tiene no dos interiores que realizan un

test sobre los atributos como embarazada ? , litio ? y es TSH > 200 ?, además de unos no dos

terminales con la etiqueta hipo y : hipo . Una forma equivalente de ver este árb ol es considerar

que el espacio se encuentra dividido en unidades o particiones cuadradas (seleccionadas p or

cada test binario). Desde el punto de vista geométrico, el árb ol realiza un pro cedimiento de

particionamiento recursivo del espacio en rectángulos de forma que las clases de las p oblaciones
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Figura 1.3: Un árbol para el diagnóstico de hipotiroideos

en cada uno de ellos se hacen más y más homogéneas.

Para la construcción de los árb oles de decisión, las tareas que se tienen que ab ordar p or lo

general [BFOS84 , BC91 ] son: 1. Selección de las particiones. 2. Determinar la regla de parada

para declarar un no do terminal o continuar. 3. Asignación de cada no do terminal a una clase.

Algunos algoritmos aplican p osteriormente un pro ceso de re�namiento. 4. La p o da.

Para la selección de las particiones se utiliza un méto do de búsqueda greedy que explora

el espacio de p osibles particiones. Para evaluar la calidad del test (es mejor aquél que efectúe

una mejor separación de las clases) se ha de �jar algún criterio de información teórica: la

entropía, el criterio de Gini,...[BC91 ]. Como criterio de parada se suelen utilizar criterios

ad ho c, como el número de muestras que caen en un no do, la pureza de un no do o bien un

test chi-cuadrado para la indep endencia estadística. La asignación de cada no do terminal a

una clase es una regla de decisión para la que se emplean criterios estadísticos comunes como

el máximo a p osteriori , el mínimo error, etc. Por último, para el pro ceso de p o da se aplica

algún criterio MDL. Algunos de los algoritmos más cono cidos en éste área son CART [BFOS84 ]

donde la p o da se hace p or costo de complejidad, ID3 [Qui86 ] para árb oles generales, no hay

pro ceso de p o da p ero incluye tests chi-cuadrado como criterio de parada, también llamado

prep o da. ASSISTANT [CKB87 ] se puede considerar descendiente de ID3, e incluye mejoras

para manejar casos p erdidos, selección de partición y p o da. Por último C4.5 [Qui88 , Qui93 ],

puede considerarse también descendiente de ID3, que incluye pre-p o da y p o da explícita para

tratar con ruido además de que incluye tratamiento de atributos continuos.

Reglas lógicas

Existen diversos méto dos que utilizan como mo delo de representación las reglas lógicas en

la forma ' Si ... entonces ...'; sin embargo se distinguen en el enfo que que emplean para derivar
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estas reglas. Mientras que la forma más simple de una regla es una conjunción de prop osiciones

(los árb oles de decisión se pueden interpretar así), generalmente se necesita más de una regla

para cubrir una clase. Si se disp one de un conjunto de reglas para clasi�car un ob jeto, se

puede entonces formar con estas reglas un conjunto disyuntivo. Para evitar ambigüedad,

el conjunto de reglas del mo delo suele estar en forma normal conjuntiva, lo que limita la

fórmula a conjunciones de prop osiciones (términos) p ero a disyunciones en el conjunto reglas

(expresiones). El ob jetivo de to dos los méto dos es tratar de pro ducir la expresión más simple

consistente con los datos de entrenamiento. El pro ceso de generar la expresión o descrip ción

se hace mediante op eraciones complementarias de generalización o esp ecialización de�nidas en

[Mic83 ] inicialmente p or Michalski. Los méto dos realizan un aprendiza je incremental mediante

la formación de nuevos términos. La generalización cambia una descrip ción en una descrip ción

más general, una que tautológicamente implica la descrip ción inicial. La esp ecialización hace

lo contrario, dada una descrip ción genera una secuencia lógica que da lugar a una descrip ción

más esp ecí�ca que caracteriza el conjunto original de forma más precisa (algoritmos AQ, AQ15

y CN2 en [MMJL86 ] y [CN88]). El algoritmo ITrule [GS89 ] utiliza ambas formas de pro ceder

para la obtención de la descrip ción.

Los méto dos que aprenden reglas en forma normal disyuntiva de�nen una serie de fronteras

de decisión entre clases paralelas a los ejes, que representan un rectángulo. El lengua je de

descrip ción es más rico que el de los árb oles de decisión.

Redes Neuronales

Históricamente, las Redes Neuronales tienen su origen en el algoritmo de Rosenblatt's

(1957), el Perceptrón. Desde entonces los mo delos y algoritmos neuronales se diseñan de tal

mo do que sean lo más parecido a la realidad �siológica ([CF82 , Win92 ]). De la observación de

las redes neuronales biológicas se constata que los elementos de pro cesamiento son las neuronas,

la transmisión de mensa jes de un lugar a otro del sistema se hace mediante neurotransmisores

y que la lab or de aprendiza je se hacen mediante las conexiones u ordenaciones entre neuronas.

En los sistemas neuronales biológicos una parte de esta ordenación está determinada gené-

ticamente, aunque el desarrollo del organismo implica una optimización de las ordenaciones

establecidas durante el `aprendiza je'. Durante el aprendiza je no hay un cambio espacial de

los elementos de pro ceso sino que se establecen nuevas conexiones mediante mecanismos de

sinapsis entre neuronas vecinas.

El mo delo neuronal consiste en varios elementos simples de pro cesamiento llamados uni-

dades (o neuronas p or analogía), que interactúan usando conexiones sinápticas con p esos a

cada una de las entradas. Cada p eso determina la naturaleza y fuerza de la in�uencia de

un elemento sobre otro. En el sistema cada neurona p osee una p osición en un nivel o capa

y ésta en el conjunto global. Los pro cedimientos de aprendiza je han de ser capaces de mo-

di�car los p esos de las conexiones para una optimización de la red con ob jeto de minimizar

el error de clasi�cación del mo delo. Para ello se han elab orado diferentes pro cedimientos de

gradiente descendente como propagación hacia atrás, propagación hacia adelante y correlación
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en cascada, entre otros.

Las redes de creencia

Vamos a comentar cómo se usa una red de creencia en un problema de clasi�cación. En

cualquier problema de clasi�cación tenemos un conjunto de atributos A = a

1

; a

2

; : : : ; a

n

que

pueden tener in�uencia sobre una variable de clasi�cación c . El problema es, dada una instan-

ciación concreta de esas variables, predecir el valor de c , esto es, asignarle un caso particular de

entre las clases p osibles que tiene c . Para realizar esto se tiene primero que aprender la estruc-

tura grá�ca sobre to das las variables (cualquier algoritmo para la inferencia de redes, de los

comentados anteriormente puede servir) y los parámetros numéricos de la red, habitualmente

mediante el cálculo de las frecuencias relativas de los corresp ondientes sucesos, el estimador

de máxima verosimilitud, o bien cuando se tienen p o cos casos mediante algún estimador ba-

yesiano [Hec96]... A continuación mediante algún mecanismo de propagación, dada una nueva

observación con clasi�cación descono cida se instancian las variables con la información dis-

p onible, asignándole la clase que tiene la probabilidad más alta. La red se puede usar como

clasi�cador aunque no se conozcan los valores de to dos los atributos. Lo más destacable es

que como la red muestra los atributos que afectan directamente a la variable de clasi�cación,

cono cido el valor de cada uno de los padres, de los hijos y de los padres de los hijos de la

variable de clasi�cación

2

, el resto de atributos se vuelven irrelevantes, lo que p osibilitaría la

p o da de las variables irrelevantes a la clase (una vez cono cida la red). Con ello se obtendría

un clasi�cador más simple y e�ciente. Algunos algoritmos que utilizan esta idea son MB-GA

y RMB-GA [SL98 ]. Sin embargo los méto dos de aprendiza je de redes de creencia enunciados

anteriormente no tienen en cuenta el hecho de que sólo se tiene interés en la variable de clasi�-

cación (salvo TAN y TAN-GA resp ectivamente en [FG96a , SL98 ] que son méto dos de métrica

basada entropía), lo que puede in�uir en que sean clasi�cadores menos e�cientes.

Veamos algunos méto dos que si tienen en cuenta esa consideración. El primero de ellos

es uno de los méto dos para la inducción probabilística más sencillos y ampliamente testados,

llamado clasi�cador Ingenuo Bayes (Naive Bayes). Éste es un méto do estadístico descrito p or

Duda y Hart [DH73 ] y p osteriormente en [LIT92 ] como un méto do para redes de creencia.

Según este méto do to das las clases se representan en una única distribución de probabilidad,

esto es, P ( c ) , que representa la distribución a priori de que se observe un miembro de la clase

c . Este clasi�cador aprende de los datos de entrenamiento las distribuciones de probabilidad

condicional de cada atributo a

i

dada la clase c . Por lo general ello sup one contabilizar la

frecuencia de cada atributo discreto dada la clase, así se obtiene P ( a

i

= a

ij

j c ) que representa

la probabilidad del valor a

ij

del atributo a

i

dada una instancia de la clase c , la verosimilitud.

A veces se suelen alterar estas estimaciones, en el caso de que no se presente ninguna instancia

para el caso de una variable, y en lugar de un cero para la probabilidad se sustituye p or

P ( c ) =N , siendo N el número de instancias del conjunto de entrenamiento, consiguiendo así

2

concepto de frontera de Markov [Pea88 ] que se verá en el próximo capítulo



28 Capítulo 1. Redes de Creencia. Aprendizaje y Clasi�cación

una distribución siempre estrictamente p ositiva. La forma de obtener estas probabilidades

a priori puede variar. Ante la ausencia de cono cimiento se puede partir de la distribución

uniforme, o bien de Dirichlet.

Una vez establecidos los valores de los parámetros, para clasi�car una nueva instancia llega-

da i , el clasi�cador Ingenuo Bayes aplica el teorema de Bayes para determinar la probabilidad

de cada descrip ción dada la instancia

P ( c j i ) =

P ( c ) P ( i j c )

P ( i )

Como la instancia i es un conjunto de n valores, la anterior ecuación se puede expandir como

P ( c j a

1

; :::a

n

) =

P ( c ) P ( a

1

; :::a

n

j c )

P

k

P ( a

1

; :::a

n

j c

k

) P ( c

k

)

Lo que caracteriza este méto do es la forma que tiene de calcular el término P ( a

1

; :::a

n

j c )

P ( a

1

; :::a

n

j c ) = �

i

P ( a

i

j c )

donde los valores P ( a

i

j c ) son los valores de verosimilitud. Lo que p ermite un cómputo muy

sencillo de la probabilidad a p osteriori de la clase dada una observación, esto es p osible p or

la imp osición de una fuerte sup osición: que to dos los atributos a

i

son condicionalmente inde-

p endientes dado el valor de la clase c . La descrip ción de la variable clase así como la de los

atributos del Ingenuo Bayes puede verse representada mediante el grafo de la �gura 1.4

c

a a a1 2 i na

Figura 1.4: La estructura del Ingenuo Bayes

Como vemos este méto do no lleva a cab o ninguna búsqueda a través del espacio de p osibles

descrip ciones. El resultado es una descrip ción determinada completamente p or los datos de

entrenamiento y las distribuciones a priori. Como vemos el mo delo se basa en unas sup osicio-

nes p o co realistas de indep endencia entre atributos dada la clase, lo que le con�ere su gran

simplicidad y op eratividad. Existen diversos algoritmos [CKB87 , LIT92 , Hol93, LS94 , FG96a ]

a los que hay que añadir los propuestos en el capítulo 4, que quieren mantener éstas caracte-

rísticas del Ingenuo Bayes, eliminando la sup osición de indep endencia. Veamos p or ejemplo

el algoritmo de construcción de un TAN [FG96a ], Tree Augmenting Naive Bayes. Este es un

algoritmo que se basa en la estructura del Naive Bayes (la variable clase es padre de cualquier

atributo, lo que hace que en la clasi�cación se tengan en cuenta to dos los atributos) p ero
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que trata de representar las dep endencias entre atributos. Esto sup one un costo de compu-

tación adicional para realizar la búsqueda de la mejor estructura que mo delice las relaciones

de dep endencia e indep endencias entre atributos. En este caso, el algoritmo se restringe a

estructuras arb óreas. El constructor de TAN puede considerarse una extensión del algoritmo

básico de Chow y Liu [CL68 ] en el que la búsqueda se reduce a construir el árb ol generador

maximal y la medida utilizada como p eso de las aristas es la información condicional mútua

entre atributos dada la variable clase. Esta medida tiene las mismas propiedades de la medida

original de Chow Liu, lo que le con�ere una complejidad de orden p olinomial. Volveremos a

tratar este tema con mayor detalle en el capítulo 4.

Con el amplio esp ectro de méto dos de aprendiza je sup ervisado recogido y los que no están

(que se nos han quedado en el tintero) que dan lugar a multitud de clasi�cadores, p o demos

plantearnos ` ¾ Qué es imp ortante para elegir un clasi�cador?'

Uno de los ob jetivos del estudio de la clasi�cación es p o der elab orar un clasi�cador lo más

correcto o exacto p osible, esto es, prop orcionar predicciones certeras. En este sentido, de entre

los clasi�cadores que se obtienen p or los diversos méto dos de clasi�cación descritos, los más

simples son los más aplicables, p ero cuando existe cierta complejidad en la estructura de los

datos, el clasi�cador obtenido puede funcionar p eor comparado con algún otro clasi�cador con

mayor p o der de representación de los datos. Por otro lado, los clasi�cadores capaces de abar-

car estructuras muy complejas, aunque teóricamente sup eriores, pueden resultar desastrosos

cuando se usan inapropiadamente, se tienen datos insu�cientes... Luego no se puede decir de

forma absoluta que un méto do sea mejor que otro, p o drá serlo en su caso a la luz de unos

resultados empíricos de cada clasi�cador, que es donde se pueden comparar en pie de igualdad.

Otro ob jetivo que se planteó con p osterioridad, es el de desvelar o mostrar la estructura

predictiva del problema (de los datos), esto es, facilitar su comprensión. Se trata de entender

qué variables o interacción de variables dirigen el fenómeno para dar una caracterización de

las condiciones (en términos de los atributos) que determinan que un ob jeto p ertenezca a

una clase más que a otra. Amb os ob jetivos no son excluyentes. En este sentido, las redes

bayesianas contribuyen con su comp onente grá�ca a este asp ecto cualitativo o descriptivo, a

diferencia de los clasi�cadores obtenidos p or méto dos estadísticos o los méto dos para redes

neuronales. El mo delo de los árb oles tamp o co resulta muy descriptivo, pues la p osición relativa

de las particiones en el árb ol no es indicativa de la imp ortancia que tiene para la clasi�cación.

Puede o currir que una variable imp ortante de cara a la clasi�cación no esté incluida en el

árb ol durante el pro ceso de aprendiza je del árb ol p or escasas diferencias númericas con otras

variables.

Otros criterios para elegir un clasi�cador pueden ser el tiemp o y la memoria consumidos

durante el entrenamiento, o bien cuando utilizan el mismo formalismo, el de la simplicidad

del mo delo. Así p or ejemplo, dadas dos redes consideradas buenas para la clasi�cación de

un conjunto de muestras, se elige la más simple dado que tiene su�ciente complejidad como
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para clasi�car bien el conjunto de muestras y además p orque es de esp erar que clasi�que

correctamente más ob jetos nuevos, que no formaban parte del conjunto de entrenamiento.

El criterio más frecuente para evaluar un clasi�cador es el de las tasas de error para un

conjunto de observaciones. El problema con la evaluación de las tasas de error cuando se hacen

sobre el mismo conjunto de entrenamiento es que muestra unos resultados optimistas sobre el

clasi�cador, parece mejor predictor de lo que es realidad con cualquier observación. Esto se

deb e a que to dos los pro cedimientos de clasi�cación, directa o indirectamente tratan de reducir

el error de la clasi�cación de los datos usados en el entrenamiento. Una forma de evitar esto es,

dividir el conjunto de observaciones disp onible L , de tamaño N , en dos partes L

1

; L

2

, holdout ,

una dedicada al entrenamiento y otra para evaluar el clasi�cador. La razón suele ser 2/3, 1/3

resp ectivamente para entrenamiento y test [BFOS84 ]. Cuando el número de observaciones es

grande la estimación de las tasas es honesta y e�ciente. Sin embargo para tamaños p equeños,

se pre�ere el méto do de la validación cruzada [BFOS84 ]. Las observaciones de L se dividen

en v sub conjuntos de aproximadamente el mismo tamaño, L

1

; : : : ; L

v

. Para cada i , i = 1 :::v ,

se aplica el pro ceso de aprendiza je utilizando como conjunto de entrenamiento L � L

i

, las

observaciones de L que no están en L

i

y se evalúa el clasi�cador con L

i

, que no se ha usado

para el entrenamiento. La estimación de las tasas de error del clasi�cador es la media de las

v tasas obtenidas. Cuando v es grande, se construye cada uno de los clasi�cadores utilizando

un conjunto de entrenamiento de tamaño N (1 � 1 =v ) , que es casi tan grande como L . La

sup osición de la validación cruzada es que el pro cedimiento es `estable', esto es que las tasas

de error estimadas son muy parecidas a la real. Cuando v = N se cono ce como la estimación

de dejar uno fuera, leave-one-out .



Capítulo 2

Una Meto dología para el Aprendiza je

de Redes de Creencia

2.1 Intro ducción

Vamos a describir aquí un méto do nuevo para el aprendiza je de redes de creencia, denominado

BENEDICT [AC96b ], acrónimo compuesto p or las palabras (BElief NEtworks DIscovery using

Cut-set Techniques). Las técnicas de conjuntos de corte a las que hace alusión su nombre

se justi�carán más adelante en este capítulo. Por el momento baste indicar que este méto do

comparte con otros méto do de aprendiza je que: para la construcción de la estructura este

algoritmo determina qué relaciones de dep endencia e indep endencia pueden deducirse de los

datos; y para completar el aprendiza je de la red, estima la fuerza de las dep endencias, mediante

un pro ceso de aprendiza je de los parámetros sobre la estructura a partir de los datos. Sin

embargo presenta bastantes particularidades como iremos apreciando.

Ya se comentaron en el capítulo anterior los dos tip os de méto dos empleados para el apren-

diza je de la estructura, los que hacen uso de tests de indep endencias y los que usan un criterio

de b ondad de a juste mediante una función puntuación. Aunque es fácil encuadrar los diversos

algoritmos cono cidos en la literatura dentro de una u otra categoría, esta clasi�cación no es

excluyente, ya que se pueden combinar ambas técnicas en la elab oración de un algoritmo mix-

to, aprovechando características de uno y otro enfo que. Tenemos p or ejemplo los algoritmos

propuestos en [SV93], y también es el caso de BENEDICT , que describiremos a continuación. Sin

embargo, antes de exp onerlo en to da su complejidad, vamos a formular con cierto detalle el

méto do inicial usado para la construcción de redes sobre el que se p o drán incorp orar sucesivas

mejoras.

El contenido p or secciones de este capítulo es como sigue: a la actual sección dedicada a la

intro ducción le sigue la sección 2 : 2 donde se describ e de forma detallada el algoritmo BENEDICT -

básico , precursor de nuevos algoritmos más re�nados que se exp ondrán en el capítulo siguiente,

y donde se apuntan p osibles mejoras. Se sigue en la sección 2 : 3 con el desarrollo teórico del

31
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empleo de los conjuntos d-separadores de tamaño mínimo como mo delo de indep endencias

aproximado, y donde se revela qué relación tienen los conjuntos separadores mínimos en grafos

no dirigidos con la capacidad máxima en grafos de �ujo. Se incluye un apartado donde se

exp one el algoritmo para determinar los conjuntos mencionados, el algoritmo Mínimo-corte

y algún ejemplo de funcionamiento. Se concluye este capítulo con el desarrollo teórico de

diversas extensiones al planteamiento inicial de los conjuntos mínimos d-separadores.

2.2 Un méto do básico de construcción de la red. BENEDICT

Como hemos apuntado, se van a presentar diferentes versiones del algoritmo BENEDICT , que

tienen incorp oradas ciertas ideas y enfo ques diferentes para el aprendiza je automático de redes;

sin embargo to das ellas comparten los siguientes elementos de entrada

� un conjunto de n variables de estudio U = f x

1

; x

2

; : : : ; x

n

g .

� un orden l sobre las mismas; que la variable x es anterior a y en el orden l se notará

como x <

l

y .

� un conjunto de muestras D con instancias de las variables de U .

Tener un orden l sup one una severa restricción, aunque es frecuente encontrarse algoritmos

que la tienen como hip ótesis de traba jo, así [WL83 , Pea88 , HC90, CH92, LPY

+

96 , CBL97a ].

Con to do, esta restricción es bastante realista cuando se puede interpretar la relación de orden

como precedencia en el tiemp o en la forma descrita p or Shachter [Sha86 ] con las cadenas de

Markov, o el propio J. Pearl con su interpretación markoviana de una red bayesiana [Pea94 ],

también se puede interpretar como relación causal [PV91 , SGS93 ] o como el mo do en que las al-

teraciones se propagan de una variable a otras [KB86 ], aunque to das estas formas presup ongan

un cono cimiento a priori sobre la estructura.

Con estas entradas el algoritmo da como resultado una red bayesiana general, coherente

con la ordenación l , con las probabilidades aso ciadas a los enlaces estimadas a partir de los

datos D . Como se verá en el próximo capítulo, mostraremos otra versión del algoritmo que

prescindirá de la restricción del orden l .

Idea intuitiva de BENEDICT : el algoritmo realiza una búsqueda greedy del mejor grafo

1

según

la función puntuación, entendiendo como mejor grafo aquél que dentro del espacio de búsqueda

discrep e lo menos p osible de los datos, esto es, que la lista de indep endencias representadas

en el grafo se hallan en los datos

2

. La función puntuación es la inversa de una medida de

discrepancia para cada grafo candidato resp ecto a los datos. El mejor grafo es aquél que

minimiza la medida de discrepancia.

La forma de via jar a través del espacio de búsqueda es partir del grafo completamente inconexo

(inicialmente se considera éste como el mejor grafo), e ir insertando arcos, esto es, aumentando

1

esta es la parte de criterio de b ondad de a juste del algoritmo.

2

y esta la parte de criterio de indep endencia del algoritmo.
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la complejidad resp ecto al anterior, en cada paso se elige el mejor grafo. Resumiendo, nuestro

algoritmo es `forward', `greedy', y usa una combinación de los criterios de indep endencia y de

b ondad de a juste para recup erar la top ología de la red.

Para plantear el algoritmo básico vamos a presentar los elementos necesarios para iniciar

la construcción de la red.

1. Un conjunto de arcos candidatos L , determinados p or la ordenación de las variables.

L = f x

j

! x

i

j x

j

2 P r ed

l

( x

i

) g , P r ed

l

( x

i

) = f x

j

2 U j x

j

<

l

x

i

g .

2. Un pro cedimiento que extrae las relaciones de indep endencia grá�cas representadas en un

grafo, llamado extracción�independencias que se describirá con detalle p osteriormente.

3. Un mo delo de indep endencias M ( G ) = fh x

s

; x

t

j S

G

( x

s

; x

t

) i

G

g que ha sido determinado

top ológicamente a partir del grafo G mediante el pro cedimiento anterior. S

G

( x

s

; x

t

) � U ,

es cualquier conjunto separador de x

s

; x

t

.

4. Una medida de discrepancia entre cada aserto de indep endencia condicional del mo delo

M y la base de datos, D ep ( x

s

; x

t

j S

G

( x

s

; x

t

)) .

5. Una medida de discrepancia global g ( G; D ) que evalúa cómo de bien se a justa cada red

candidata a la `verdadera' distribución (a la distribución subyacente). Esta medida

es la suma de las discrepancias de cada indep endencia extraída del mo delo. Se puede

considerar ésta como nuestra función puntuación: se selecciona aquella red que minimice

esta medida, o bien de�niendo f ( G; D ) =

1

g ( G;D )

, se selecciona aquélla que prop orcione

mayor valor para f .

El algoritmo tiene como entradas U = f x

1

; x

2

: : : x

n

g , el orden sobre las variables, l , y D , un

conjunto de muestras sobre las mismas.

Algoritmo BENEDICT -básico

1. Se �ja G

0

� ( U ; E

0

) , donde U = f x

1

; x

2

: : : x

n

g ; E

0

:= ;

2. Se �ja L = f x

j

! x

i

j x

j

<

l

x

i

g

3. g := 0

4. Para cada nodo x

t

2 U hacer

(4.1) Para cada nodo x

s

2 pr ed

l

( x

t

) hacer

4.1.1. g := g + D ep ( x

t

; x

s

j; )

5. min := g

6. i := 1
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7. Mientras no parar hacer

(7.1) Para cada enlace x

j

! x

k

2 L hacer

7.1.1. G

0

i

= ( U ; E

i � 1

[ f x

j

! x

k

g )

7.1.2. g := 0

7.1.3. M := extracción�independencias ( G

0

i

)

7.1.4. Para cada independencia h x

s

; x

t

j S

G

0

i

( x

s

; x

t

) i

G

0

i

2 M hacer

g := g + D ep ( x

t

; x

s

j S

G

0

i

( x

s

; x

t

))

7.1.5. si g < min entonces

min := g

X := x

k

Y := x

j

(7.2) E

i

:= E

i � 1

[ f Y ! X g

(7.3) L := L nf Y ! X g

(7.4) i := i + 1

Explicación del algoritmo : el algoritmo comienza con el grafo totalmente inconexo y to dos los

arcos son candidatos a ser colo cados, éste es inicialmente el mejor grafo. Se prueban uno a

uno to dos los arcos candidatos. Así, para cada arco candidato, se evalúa la con�guración a

que da lugar al ser intro ducido y se obtiene el valor de la discrepancia de esa con�guración

con la distribución de los datos. Tras esto, se selecciona el arco que prop orciona la mejor

con�guración y se intro duce en la estructura, se obtiene así el mejor grafo con ese número

de arcos. Se repite este mismo pro ceso con el resto de los arcos candidatos y las nuevas

con�guraciones mientras no se haya dado el caso de parada.

Vamos a ilustrar el funcionamiento del algoritmo mediante un ejemplo práctico con los

distintos grafos que explora éste al aprender una red. Para este propósito hemos llevado

a cab o un exp erimento simple, que consiste en aprender un grafo a partir de unos datos

que fueron obtenidos p or simulación de un grafo cono cido. De esta manera se elab oró el

grafo de la �gura 2.1 que llamaremos 1263 , nuestro grafo de partida, de 7 variables binarias,

U = f x 1 ; x 2 ; : : : ; x 7 g , y cuyo orden l es el siguiente ( x

1

; x

2

; x

6

; x

3

; x

5

; x

4

; x

7

) . Se le asignaron

unas distribuciones de probabilidad a cada no do, de forma aleatoria, y con esta red bayesiana se

simularon mil muestras para ser usadas p or nuestro algoritmo como conjunto de entrenamiento.

Los grafos que se muestran en la página siguiente son los grafos obtenidos en los sucesivos

pasos del algoritmo. Como hemos comentado, se parte del grafo inconexo, G

0

, y se inserta el

arco que da lugar al mejor grafo de conjunto E de tamaño 1 en el paso primero. Para ello se

han tenido que evaluar to dos los grafos de tamaño 1 de E , probando a conectar x 1 con x 2 y

midiendo cómo la lista de indep endencias marginales que se desprenden del grafo a ) se a justa

a los datos, haciendo lo propio con el grafo b ) , probando el enlace x 1 ; x 6 , siguiente en la lista,

ídem con el grafo c ) , enlace x 1 ; x 3 ; y así sucesivamente probando con cada uno de los enlaces

hasta el x 4 ; x 7 . Con to do, ya p o demos elegir el mejor, en nuestro ejemplo práctico de entre los

21 grafos candidatos, resultó ser el grafo con el enlace x 6 ; x 7 , ya tenemos el grafo G

1

. En la
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X1

X2

X3

X4

X5

X6

X7

Figura 2.1: Grafo original, G , de 8 enlaces, con orden ( x

1

; x

2

; x

6

; x

3

; x

5

; x

4

; x

7

)

siguiente iteración se parte de G

1

y se prueba a insertar de forma alternativa un enlace entre

los enlaces p osibles, de la forma que se muestra en a

0

) con el enlace x 1 ; x 2 , en b

0

) probando el

enlace x 1 ; x 6 , en c

0

) con el enlace x 1 ; x 3 . etc... hasta encontrar el mejor grafo de tamaño 2 en

el número de arcos.

X1

X2

X5

X7 X1

X2

X5

X7X4

X3

X6

X3

X4

X6

X1

X2

X5

X7

X3

X4

X6

. . .

a ) b ) c )

X1

X2

X5

X7 X1

X2

X5

X7

X3

X4

X6

X3

X4

X6

X1

X2

X5

X7

X3

X4

X6

. . .

a

0

) b

0

) c

0

)

De forma general, se inserta el arco que da lugar al mejor grafo de tamaño i en la i -ésima

iteración, entendiendo como mejor, aquel grafo que más disminuye la discrepancia entre el

grafo y los datos. Mostramos a continuación la secuencia de grafos obtenida p or BENEDICT
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para recup erar la red original a partir de las muestras de entrenamiento.

X1

X2

X5

X7X4

X6

X3

X1

X2

X5

X7

X3

X4

X6

X1

X2

X5

X7

X3

X4

X6

G

0

) G

1

) G

2

)

X1

X2

X5

X7

X3

X4

X6

X1

X2

X5

X7

X3

X4

X6

X1

X2

X5

X7

X3

X4

X6

G

3

) G

4

) G

5

)

X1

X2

X5

X7

X3

X6

X4 X1

X2

X5

X7X4

X6

X3

X1

X2

X3

X4

X5

X6

X7

G

6

) G

7

) G

8

)

Secuencia de grafos G

0

; G

1

; G

2

; : : : ; G

8

hasta recup erar la red original.

Ya hemos visto que la idea básica del algoritmo es medir las discrepancias entre las inde-

p endencias condicionales representadas en cualquier red candidata y aquéllas que re�ejan los

datos. Cuantas menos discrepancias haya mejor se a justará la red a los datos. Lo que he-

mos de plantearnos es ` ¾Qué indep endencias representa una red, para ser contrastadas con

los datos?'. En otras palabras, ` ¾Cuáles son las indep endencias que ha de identi�car nuestro

pro cedimiento extracción�independencias ?'. Para resp onder a esta pregunta utilizamos el cri-

terio de indep endencia grá�ca o d-separación [Pea88 ], propiedad de to da red bayesiana para

representar asertos de indep endencia. Sin embargo, el número de sentencias de d-separación
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representado p or un grafo puede ser muy alto y, como veremos, p or razones de e�ciencia y

�abilidad (a la hora de calcular la discrepancia global), nos interesa excluir gran parte de ellas

y quedarnos sólo con un conjunto que p o dríamos denominar `representativo' de to das las

d-separaciones presentes. Veamos mediante el grafo 1263 del exp erimento anterior, �gura 2.1,

de qué volumen de indep endencias estamos hablando.

La lista que se muestra a continuación contiene los asertos de indep endencia grá�ca que

involucran al par de no dos x

7

y x

1

, como no dos indep endientes. De arriba aba jo, aumentando

el tamaño del conjunto separador, esta lista la constituyen un total de 18 indep endencias grá-

�cas aso ciadas a ese par de no dos, en el grafo G . Para abreviar, en la notación prescindiremos

de h�i

G

.

h x

7

; x

1

j x

2

i ; h x

7

; x

1

j x

5

i ;

h x

7

; x

1

j x

2

; x

4

i ; h x

7

; x

1

j x

2

; x

5

i ; h x

7

; x

1

j x

2

; x

6

i ; h x

7

; x

1

j x

4

; x

5

i ; h x

7

; x

1

j x

5

; x

6

i ;

h x

7

; x

1

j x

2

; x

3

; x

6

i ; h x

7

; x

1

j x

2

; x

4

; x

5

i ; h x

7

; x

1

j x

2

; x

4

; x

6

i ;

h x

7

; x

1

j x

2

; x

5

; x

6

i ; h x

7

; x

1

j x

3

; x

5

; x

6

i ; h x

7

; x

1

j x

4

; x

5

; x

6

i ;

h x

7

; x

1

j x

2

; x

3

; x

4

; x

6

i ; h x

7

; x

1

j x

2

; x

3

; x

5

; x

6

i ; h x

7

; x

1

j x

2

; x

4

; x

5

; x

6

i ; h x

7

; x

1

j x

3

; x

4

; x

5

; x

6

i ;

h x

7

; x

1

j x

2

; x

3

; x

4

; x

5

; x

6

i :

A to das luces no es op erativo utilizar to das las d-separaciones representadas en G (de la

forma indicada anteriormente, h x; y j Z i , pares de variables separadas p or un conjunto sepa-

rador), ya que el número crece exp onencialmente con el número de no dos. Pero es que de

forma general, dado un conjunto de variables U = f x

1

; x

2

; : : : ; x

n

g , se puede plantear cual-

quier sentencia de d-separación de la forma h X ; Y j Z i , donde X , Y y Z no son átomos sino

sub conjuntos de cualquier tamaño de U . Necesitamos pues seleccionar, de entre tantos asertos

de indep endencia, un conjunto más reducido.

Lo primero que se nos o curre es usar el concepto que Verma y Pearl de�nen como la lista de

causas, ` causal input list ' en [VP90 ], que ellos utilizan para determinar los ancestros de cada

no do.

Para establecer el concepto empleamos la notación siguiente: dado un conjunto de variables,

U , y un orden l de las variables en U = f x

1

; x

2

; : : : ; x

i

; : : : g , sea U

i

= f x

1

; : : : ; x

i � 1

g el conjunto

de predecesores de x

i

en el orden l y sea además B

i

� U

i

, un conjunto minimal que cumple

la condición de d-separación h x

i

; U

i

n B

i

j B

i

i ; dicho en palabras, dado B

i

, x

i

es indep endiente

de to dos los predecesores que no están en B

i

; entonces la lista de causas es el conjunto de n

sentencias de d-separación fh x

i

; U

i

n B

i

j B

i

i ; i = 1 ; : : : ; n g . La lista de causas tiene la interesante

propiedad de que el grafo formado p or la designación, para cada i , de los elementos de B

i

,

( �

G

( x

i

) = B

i

) , como padres de x

i

, es un I-map minimal [Pea88 ]. Y lo que es más, to das las

sentencias de d-separación representadas en el grafo se pueden deducir de esta lista de causas,

mediante los axiomas de grafoides [Pea88 ].

Así pues, p o demos reducir el conjunto de indep endencias M , de un tamaño considerable,

constituido p or indep endencias del tip o h x

s

; x

t

j S

G

( x

s

; x

t

) i

G

, siendo S

G

( x

s

; x

t

) � U cualquier

conjunto que d-separa x

s

de x

t

en G , a n sentencias del tip o h x

i

; U

i

n B

i

j B

i

i , p or lo que se

reduce el orden de complejidad del algoritmo.
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Sin embargo, no sólo nos interesa el número de indep endencias sino que también imp orta

el número de variables implicadas en esas indep endencias. Recordemos que cada uno de los

asertos de indep endencia extraídos de nuestro mo delo M , que es el que estamos tratando de

determinar, había de ser contrastado con los datos mediante una medida, D ep , sobre las varia-

bles implicadas en la indep endencia. El problema es que cada uno de los asertos de la lista de

causas involucra a to das las variables en U

i

[ f x

i

g , y p or consiguiente el cálculo de la discrepan-

cia de cada aserto de indep endencia y los datos, D ep ( x

i

; U

i

n B

i

j B

i

) , será de orden exp onencial.

Para reducir la complejidad vamos a usar la propiedad de descomp osición (uno de los

axiomas de grafoides). Supuesto el conjunto U

i

n B

i

= f x

i

1

; : : : ; x

i

k

g , en lugar de considerar

la indep endencia h x

i

; U

i

n B

i

j B

i

i

G

, p o demos descomp onerla como h x

i

; x

i

j

j B

i

i

G

, 8 j = 1 ; : : : ; k .

De esta manera reducimos de forma considerable el tamaño de los conjuntos implicados en el

cálculo de la medida de discrepancia y p or ende ganamos en e�ciencia y en �abilidad. Aunque

p or este pro cedimiento en lugar de sólo n asertos de indep endencia, obtenemos un máximo

de n

2

. Ya tenemos que, dada cualquier red candidata, el conjunto de indep endencias que

intervienen en el paso 7.1.4. del algoritmo, nuestro mo delo M , está constituido ahora p or

indep endencias de la forma h x

i

; x

j

j �

G

( x

i

) i

G

. Estas indep endencias son las determinadas para

cada par de variables no-adyacentes x

i

y x

j

condicionado a los padres de x

i

; se asume que

x

j

<

l

x

i

en el orden l ; p or la propiedad de simetría (otro de los axiomas de grafoides), se

puede también escribir como h x

j

; x

i

j �

G

( x

i

) i

G

.

Por ejemplo, para la red de la �gura 2.1, cuyo orden l de las variables en U es ( x

1

; x

2

; x

6

; x

3

; x

5

;

x

4

; x

7

) , obtenemos la lista de indep endencias:

h x

1

; x

6

j;i ; h x

1

; x

5

j x

2

i ; h x

1

; x

4

j x

5

; x

6

i ; h x

1

; x

7

j x

5

; x

6

i ;

h x

2

; x

6

j;i ; h x

2

; x

3

j x

1

; x

6

i ; h x

2

; x

4

j x

5

; x

6

i ; h x

2

; x

7

j x

5

; x

6

i ;

h x

6

; x

5

j x

2

i ; h x

3

; x

5

j x

2

i ; h x

3

; x

4

j x

5

; x

6

i ; h x

3

; x

7

j x

5

; x

6

i ; h x

4

; x

7

j x

5

; x

6

i :

Sin embargo, p o demos tratar de reducir aún más el tamaño del conjunto de d-separación, el

conjunto de corte. La idea es que, dados dos no dos x

i

y x

j

, tal que x

j

<

l

x

i

, en lugar de

utilizar el conjunto de to dos los padres de x

i

, p o dríamos usar el conjunto de tamaño mínimo

que consiga d-separar x

i

de x

j

. Por supuesto que encontrar este conjunto nos sup ondrá un

esfuerzo adicional, p ero nos veremos comp ensados, como veremos de forma notable, con un

decrecimiento en el costo de computación de la medida de discrepancia de cada uno de los

asertos. Y como veníamos diciendo, también conseguiremos tener unos resultados más �ables,

ya que se necesitan menos datos para calcular una medida de orden menor. Esta será nuestra

última reducción. Para el ejemplo de la �gura 2.1, el nuevo conjunto de indep endencias sería:

h x

1

; x

6

j;i ; h x

1

; x

5

j x

2

i ; h x

1

; x

4

j x

5

i ; h x

1

; x

7

j x

5

i ;

h x

2

; x

6

j;i ; h x

2

; x

3

j x

1

i ; h x

2

; x

4

j x

5

i ; h x

2

; x

7

j x

5

i ;

h x

6

; x

5

j;i ; h x

3

; x

5

j x

2

i ; h x

3

; x

4

j x

5

; x

6

i ; h x

3

; x

7

j x

5

; x

6

i ; h x

4

; x

7

j x

5

; x

6

i :

Comparando una y otra lista la reducción ha sido la siguiente: partíamos de 8 indep en-

dencias de segundo orden y pasamos a sólo 3 de segundo orden, pasamos de 3 a 7 de primer
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orden y p or último teníamos 2 de orden cero y ahora tenemos 3. Hemos sustituido algunas

indep endencias en favor de otras de menor orden.

Como ahora veremos, la reducción, que dep ende de la top ología de la red, puede ser notable

y en algunos casos cortando incluso la complejidad exp onencial. Por ejemplo, en la red que

se muestra en la �gura 2.2, si nos quedamos con las indep endencias de cada par de no dos

condicionado al conjunto de padres del no do mayor en l , tendríamos 10 indep endencias de

orden cero, 30 de primer orden y 5 de orden cinco. Mientras que si usamos el conjunto mínimo

separador en lugar de los padres, tenemos 40 indep endencias de orden cero y 5 de primer

orden, salvando entre otras las indep endencias de orden cinco.

m m

m m

m m

m m

m n

n

-

-

-

-

-

J

J

J

J

J

J

J^

Z

Z

Z

Z~

-

�

�

�

�

�3

�

�

�

�

�

�7

x

1

x

2

x

3

x

4

x

5

x

6

x

7

x

8

x

9

x

10

x

11

Figura 2.2: Un dag con 11 nodos

De manera de�nitiva, dado un orden l sobre el conjunto de no dos, y dada una red candidata

G , para cualquier par de no dos no adyacentes x

i

; x

j

en G , tal que x

j

<

l

x

i

, prop onemos

reemplazar las indep endencias h x

i

; x

j

j S

G

( x

i

; x

j

) i

G

, que constituían el mo delo M de BENEDICT -

básico , donde S

G

( x

i

; x

j

) � U p o día ser cualquier conjunto que d-separa x

i

de x

j

en G , p or un

S

G

( x

i

; x

j

) esp ecí�co, el mínimo

3

conjunto d-separador de x

i

; x

j

. Es necesario indicar aquí que,

cuando buscamos el conjunto mínimo d-separador, buscamos el conjunto con el menor número

de variables, sin atender al número de casos de las variables que conforman este conjunto de

corte.

2.3 Conjuntos d-separadores de tamaño mínimo

El méto do que ahora presentamos para encontrar los conjuntos mínimos separadores de los

que hablábamos en la sección anterior está basado en una mo di�cación del bien cono cido

algoritmo de Ford-Fulkerson para problemas de máximo �ujo [FF62 ]. Pero antes de exp oner

el algoritmo, veamos las implicaciones teóricas que nos han llevado a utilizar herramientas no

3

Conjuntos separadores de tamaño mínimo pueden hab er varios, p ero con un criterio de proximidad que se

verá más adelante, nos garantizamos la unicidad.
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directamente relacionadas con los conjuntos d-separadores en dags, tales como un algoritmo

para hallar la máxima capacidad en una red de �ujo, dos cosas a priori no relacionadas.

2.3.1 De d-separación a separación

El problema recién planteado es el de encontrar un conjunto d-separador de tamaño mínimo

para dos no dos x

i

; x

j

en un grafo G . Aunque de forma más general el problema que vamos a

resolver consiste en encontrar un conjunto d-separador de tamaño mínimo para dos conjuntos

de nodos X e Y en un grafo G .

Este es un problema de optimización combinatoria y en principio no parece fácil de resolver,

debido a que el criterio de d-separación es difícil de manejar, amén de sutil. Esto último se deb e

a que, como sab emos, en algunos casos la instanciación de algunos no dos (no dos cab eza-cab eza

o descendientes) activa caminos mientras que en otros casos la instanciación de otros (no dos

no cab eza-cab eza ni descendientes) los blo quea. Hemos considerado la op ción de transformar

el problema en uno equivalente para evitar el uso del criterio de d-separación, cambiando éste

p or un criterio más `uniforme'. El criterio de separación, para grafos no dirigidos, se presenta

como una buena alternativa. Es p or ello p or lo que la primera parte de la meto dología que

vamos a seguir consiste en transformar nuestro problema en un problema equivalente de sepa-

ración.

En [LDLL90 ] se establece la equivalencia entre el criterio de d-separación y el de separa-

ción, algo que nos será de gran utilidad. Sin embargo, como veremos, los resultados de esta

equivalencia no son directamente aplicables para nuestro prop ósito. Vamos a intro ducir aquí

unos conceptos previos para plantear la equivalencia.

Sea G un dag y � un no do de G . Los no dos � tal que existe un camino dirigido en G de �

a � se denominan descendientes de � y se notan des ( � ) . De forma parecida, los no dos � tal

que existe un camino dirigido en G de � a � se denominan ancestros de � , y se notan an ( � ) .

Un sub conjunto de no dos X es un conjunto ancestral si contiene sus propios ancestros, esto es,

si an ( � ) � X 8 � 2 X . Notamos An ( X ) como el conjunto ancestral más p equeño que contiene

a X , An ( X ) = X [ ( [

� 2 X

an ( � ) ). El grafo moral G

m

del dag G es el grafo no dirigido con

el mismo conjunto de no dos aunque con � y � adyacentes en G

m

si y sólo si son adyacentes

en G o bien si hay un no do  tal que � !  y � !  son arcos en G . En otras palabras,

se obtiene el grafo moral a partir del dag original `casando' los padres con hijos comunes y

eliminando las direcciones de los arcos. Por otro lado, dado un sub conjunto S de no dos en

un grafo G , notamos G

S

al subgrafo G inducido p or S , esto es, un grafo que contiene sólo al

sub conjunto S del conjunto de no dos del grafo original, p ero que contiene to dos los enlaces de

G cuyos no dos terminales están contenidos en S.

En el mencionado artículo, se prob ó el siguiente resultado imp ortante:
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Sean X ; Y y Z tres sub conjuntos disjuntos de no dos de G . Entonces, Z d-separa X de Y sií

Z separa X de Y en ( G

An ( X [ Y [ Z )

)

m

, donde ( G

An ( X [ Y [ Z )

)

m

es el grafo moral del subgrafo de

G inducido p or el conjunto ancestral más p equeño que contiene X [ Y [ Z . Simbólicamente:

h X ; Y j Z i

d

G

() h X ; Y j Z i

s

( G

An ( X [ Y [ Z )

)

m

(2.1)

Como indicábamos, este resultado no es directamente aplicable p orque el grafo transformado

(el no dirigido), donde hemos de hallar el conjunto de corte de X y de Y depende de X, de

Y y también del conjunto d-separador Z, que es precisamente el que estamos buscando. Así,

habríamos de considerar el conjunto separador Z de X ; Y en to dos los grafos no dirigidos que

se obtienen variando Z y seleccionar el de cardinalidad más p equeña, lo cual es una tarea

inútil.

Sin embargo vamos a probar que es p osible transformar nuestro problema en un problema de

separación, donde el grafo no dirigido, en el que hemos de buscar el conjunto mínimo separador

de X e Y , sólo dep ende de los conjuntos X e Y . La prop osición que sigue a continuación

muestra que si se veri�ca la relación de d-separación entre dos conjuntos de no dos X e Y en

un dag, donde el conjunto d-separador está contenido en el más p equeño conjunto ancestral

de X [ Y , entonces esta misma relación se veri�ca en un dag más p equeño, aquel dag inducido

p or los ancestros de X ; Y .

Prop osición 2.1 Dado un dag G = ( U ; E ) , X ; Y � U , y Z � An ( X [ Y ) , sea H = G

An ( X [ Y )

el subgrafo de G inducido por An ( X [ Y ) . Entonces

h X ; Y j Z i

d

G

() h X ; Y j Z i

d

H

Demostración: La condición necesaria es evidente, ya que H es un subgrafo de G . Prob emos

la condición su�ciente: sup ongamos que h X ; Y j Z i

d

H

y :h X ; Y j Z i

d

G

. Entonces, existe al menos

un camino C , en G , que conecta un no do x de X y un no do y de Y , tal que para to do  2 C ,

si  no es un no do cab eza-cab eza entonces  62 Z , y si  es un cab eza-cab eza, entonces o

bien  2 Z o bien des (  ) \ Z 6= ; . Si el camino C estuviera formado únicamente p or no dos

pro cedentes de An ( X [ Y ) , entonces existiría un camino C , en H , no blo queado p or Z , p or

tanto :h X ; Y j Z i

d

H

, lo que sería una contradicción con nuestra hipótesis. Por consiguiente,

existen no dos en C que no p ertenecen a An ( X [ Y ) . Sea 

0

uno de estos no dos, esto es,



0

2 C , 

0

62 An ( X [ Y ) . Como 

0

p ertenece al camino que conecta x e y , y además 

0

no

es ancestro de x ni de y , entonces 

0

ha de ser un no do cab eza-cab eza de C o bien ancestro

de un no do cab eza-cab eza de C . Como to dos los no dos cab eza-cab eza de C p ertenecen a Z o

son ancestros de los no dos que p ertenecen a Z , y ya que Z � An ( X [ Y ) , en cualquiera de los

casos 

0

también p ertenece a An ( X [ Y ) , lo que constituye de nuevo una contradicción. Por

lo tanto tenemos que h X ; Y j Z i

d

G

.

La siguiente prop osición establece el resultado de base necesario para resolver nuestro pro-

blema de optimización y dice que cualquier conjunto que d-separe los conjuntos de no dos X
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e Y , que no contenga no dos sup er�uos, deb e estar contenido en el conjunto ancestral más

p equeño, An ( X [ Y ) . Dicho de otra manera, to dos los conjuntos minimales d-separadores

están formados exclusivamente p or no dos ancestros de X o de Y .

Prop osición 2.2 Dado un dag G = ( U ; E ) , X ; Y � U , sea Z � U un conjunto de nodos tal

que h X ; Y j Z i

d

G

y :h X ; Y j Z

0

i

d

G

, 8 Z

0

� Z . Entonces Z � An ( X [ Y ) .

Demostración: Sup ongamos que Z 6� An ( X [ Y ) . Vamos a de�nir Z

0

= Z \ An ( X [ Y ) � Z .

Entonces, partiendo de nuestra hipótesis, tenemos que :h X ; Y j Z

0

i

d

G

. Como Z

0

� An ( X [ Y ) ,

resulta evidente que An ( X [ Y [ Z

0

) = An ( X [ Y ) . Por lo tanto, mediante la equivalencia (2.1),

se obtiene

:h X ; Y j Z

0

i

s

( G

An ( X [ Y [ Z

0

)

)

m

� :h X ; Y j Z

0

i

s

( G

An ( X [ Y )

)

m

Luego X e Y no están separados p or Z

0

en ( G

An ( X [ Y )

)

m

, p or tanto existe un camino C

entre X e Y en ( G

An ( X [ Y )

)

m

que no atraviesa Z

0

; sea C el camino formado p or los no dos

en An ( X [ Y ) que están fuera de Z . Por otro lado, ya que An ( X [ Y ) � An ( X [ Y [ Z ) ,

entonces ( G

An ( X [ Y )

)

m

� ( G

An ( X [ Y [ Z )

)

m

. Luego el camino encontrado anteriormente, C ,

también es un camino en ( G

An ( X [ Y [ Z )

)

m

que no atraviesa Z , lo que signi�ca que X e Y

no están separados p or Z en ( G

An ( X [ Y [ Z )

)

m

y, de nuevo mediante la equivalencia (2.1), se

obtiene que X e Y no están d-separados p or Z en G , en contradicción con nuestra hipótesis.

Por consiguiente ha de ser Z � An ( X [ Y ) .

La siguiente prop osición muestra que, mediante la combinación de los resultados de las

prop osiciones 2.1 y 2.2, p o demos reducir nuestro problema original a uno más simple, que

involucra a un grafo más p equeño.

Prop osición 2.3 Sea G = ( U ; E ) un dag, y X ; Y � U . Entonces el problema de encontrar

el conjunto mínimo d-separador de X e Y en G es equivalente al problema de encontrar el

conjunto mínimo d-separador de X e Y en el subgrafo inducido G

An ( X [ Y )

.

Demostración: Sea H = G

An ( X [ Y )

, además, vamos a de�nir los conjuntos S

G

= f Z � U j

h X ; Y j Z i

d

G

g y S

H

= f Z � An ( X [ Y ) j h X ; Y j Z i

d

H

g . Entonces vamos a probar que

j S j = min

Z 2S

G

j Z j , j S j = min

Z 2S

H

j Z j :

Mediante la prop osición 2.1, se deduce que S

H

� S

G

, y p or lo tanto es cierto que min

Z 2S

H

j Z j �

min

Z 2S

G

j Z j .

-Condición necesaria: Si j S j = min

Z 2S

G

j Z j , entonces 8 S

0

� S tenemos que S

0

62 S

G

, y

de la prop osición 2.2 se obtiene que S � An ( X [ Y ) , y ahora mediante la prop osición 2.1

obtenemos S 2 S

H

. Luego ya tenemos que j S j � min

Z 2S

H

j Z j � min

Z 2S

G

j Z j = j S j , p or tanto

j S j = min

Z 2S

H

j Z j .

-Condición su�ciente: Si j S j = min

Z 2S

H

j Z j > min

Z 2S

G

j Z j = j Z

0

j , tenemos 8 Z

0

� Z

0

, Z

0

62 S

G

, y, de nuevo mediante las prop osiciones 2.2 y 2.1, es cierto Z

0

2 S

H

, así como j Z

0

j �

min

Z 2S

H

j Z j = j S j , lo cual es una contradicción. Por tanto, j S j = min

Z 2S

G

j Z j .
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Lo único que nos resta es transformar nuestro problema en un problema equivalente que

implique separación en lugar del criterio de d-separación:

Teorema 2.1 El problema de encontrar un conjunto mínimo d-separador para X e Y en un

dag G es equivalente al problema de encontrar un conjunto mínimo separador para X e Y en

el grafo no dirigido ( G

An ( X [ Y )

)

m

.

Demostración: Usando la notación de la prop osición 2.3, sea H

m

el grafo moral de H =

G

An ( X [ Y )

, y S

m

H

= f Z � An ( X [ Y ) j h X ; Y j Z i

s

H

m

g .

Sea Z cualquier sub conjunto de An ( X [ Y ) . Entonces, teniendo en cuenta las características

de los conjuntos ancestrales, es evidente que H

An ( X [ Y [ Z )

= H . Luego, mediante la aplicación

de la equivalencia (2.1) al grafo H , tenemos

h X ; Y j Z i

d

H

, h X ; Y j Z i

s

( H

An ( X [ Y [ Z )

)

m

� h X ; Y j Z i

s

H

m

Ya tenemos que S

H

= S

m

H

. Ahora, mediante la prop osición 2.3, se obtiene

j S j = min

Z 2S

G

j Z j , j S j = min

Z 2S

H

m

j Z j :

Antes de mostrar el algoritmo que va a resolver el problema presentado al comienzo de

la sección 2.3.1, vamos a ver sobre un ejemplo el signi�cado práctico de los resultados recién

obtenidos. Vamos a considerar el grafo de la �gura 2.3, donde los no dos están numerados en

un orden compatible con la estructura del grafo (los padres de cualquier no do aparecen antes

que sus hijos en el orden). Nos vamos a �jar en los no dos x

3

y x

15

, para los que queremos

encontrar el conjunto mínimo que los d-separa. De entre to dos los p osibles conjuntos p o dríamos

seleccionar de forma sistemática, el conjunto formado p or los padres, los hijos y los padres de

los hijos de cualquiera de los dos, la llamada frontera de Markov [Pea88 ] que aisla a cualquier

no do de to dos los demás que no estén en su frontera. En nuestro ejemplo los dos conjuntos

f x

1

; x

2

; x

4

; x

5

; x

6

g y f x

8

; x

9

; x

10

; x

16

; x

17

; x

18

g d-separan x

3

de x

15

. Para d-separar un no do

de to dos sus no descendientes nos bastarían los padres del no do, en este caso como x

3

es un

no descendiente de x

15

, p o demos asegurar que x

3

y x

15

están d-separados p or el conjunto

f x

8

; x

9

; x

10

g .

Sin embargo, ¾Po demos encontrar un conjunto más p equeño que también d-separe los dos

no dos? Para contestar a esta pregunta debiéramos examinar cualquier p osible camino que

conecta x

3

con x

15

, teniendo en cuenta la gran cantidad de conjuntos d-separadores que se

pueden obtener del grafo G , y entonces seleccionar el de menor tamaño.

El resultado de la prop osición 2.3 nos p ermite reducir de forma considerable el espacio de

búsqueda dónde buscar el conjunto d-separador, gracias a la eliminación de los no dos que no

p ertenecen al conjunto An ( x

3

; x

15

) . Se muestra en la �gura 2.4 el subgrafo inducido G

An ( x

3

;x

15

)

,

que tiene 11 no dos, de los 18 de partida. Con ello, se ha reducido la complejidad del grafo al

mismo tiemp o que el número de caminos a explorar. Por último, se puede ver en la �gura 2.5,

el grafo moralizado ( G

An ( x

3

;x

15

)

)

m

donde, gracias al teorema 2.1, hemos de buscar el conjunto
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x3

x5x1

x14

x8

x16

x17

x18

x13x12

x2

x15

x6

x4

x7 x9

x11

x10

Figura 2.3: Un dag G de 18 nodos

x3

x5

x2 x8

x15

x1

x4

x6

x7 x9

x10

Figura 2.4: Dag G

An ( x

3

;x

15

)

mínimo separador de x

3

y x

15

. Con este grafo resulta más fácil determinar que el mínimo

conjunto separador de x

3

y x

15

es f x

9

g , y en virtud de la equivalencia demostrada, también

es el mínimo conjunto d-separador.

En esta sección hemos planteado de forma teórica el problema de encontrar el conjunto

mínimo d-separador de dos conjuntos X e Y en un dag G . Como caso particular de éste, es el

encontrar el conjunto mínimo que d-separa un par de no dos x e y , en lugar de dos conjuntos.

De este problema se puede plantear la siguiente extensión: dados dos conjuntos de no dos, X

e Y y un tercer conjunto S , encontrar el mínimo conjunto, que llamaremos Z que junto con S

d-separa X de Y . Merece la p ena apuntar que un algoritmo que resuelva este último problema

puede utilizarse para comprobar la d-separación mediante S , si el conjunto Z es vacío entonces

S d-separa X de Y , en otro caso no los d-separa.

Cab e indicar aquí que estos planteamientos teóricos tienen una interpretación muy útil

en la práctica, a sab er, la solución de este problema representa la mínima información que

es necesario cono cer para evitar que dos conjuntos de no dos tengan mutua in�uencia, bien

en ausencia de cualquier otra información (problema original) o bien en presencia de algún

cono cimiento previo, que estaría contenido en S (extensión de nuestro problema). Es preciso
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x5

x2 x8

x15x3

x1

x4

x6

x7 x9

x10

Figura 2.5: Grafo moral ( G

An ( x

3

;x

15

)

)

m

indicar que al hablar de información lo hacíamos en sentido amplio, no con el signi�cado

aso ciado al término en la Teoría de la Información. Hacemos referencia al mínimo número de

variables, cuyos valores hemos de cono cer para romp er to da in�uencia mutua entre los dos

conjuntos.

Existen algunas aplicaciones para las que encontrar el mínimo número de variables para evitar

to da in�uencia entre dos conjuntos resulta interesante.

Sup ongamos que partimos de una red construida

� Vamos a sup oner que estamos interesados en obtener información acerca de una variable

(p.ej. la variable de clasi�cación) y que hemos de decidir qué variables hemos de cono cer

para mejorar nuestro cono cimiento sobre la variable de interés. Si cono cer el valor de

cada variable sup one distinto costo, buscaremos el conjunto mínimo d-separador de la

variable de interés y del conjunto de variables más costosas. Mediante la observación de

las variables del conjunto separador se evita tener que observar las variables consideradas

de costo alto.

� Dadas dos variables que representan enfermedades, puede ser de interés en un pro ceso

de toma de decisión, encontrar el número mínimo de variables, p.ej. los síntomas, que

las d-separa.

Además de éstas y otras p osibles aplicaciones, recordemos la principal aplicación a la que se

iba a destinar la solución desarrollada: se trata de evaluar cómo se a justa un dag candidato a

los datos. Se tendrá un buen a juste cuando to dos los asertos de d-separación representados en

el dag se corresp ondan con verdaderos asertos de indep endencia presentes en los datos. Según

se deduce del desarrollo anterior, para cada par de no dos no adyacentes se busca el conjunto

mínimo

4

separador en el grafo moral inducido, y se mide la discrepancia de cada aserto de

indep endencia condicional con los datos, o con la distribución conjunta, para la evaluación del

dag.

4

En aras de la e�ciencia y de la �abilidad, el tamaño del conjunto separador ha de ser lo más p equeño

p osible.
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2.3.2 El algoritmo para el conjunto d-separador de tamaño mínimo

Queremos desarrollar un algoritmo para encontrar el conjunto d-separador de tamaño mínimo

para dos no dos x e y en un dag G . Sin embargo el conjunto d-separador mínimo de x e y

no tiene p or que ser único, razón p or la cual hemos de prop oner un criterio adicional para

seleccionar uno de ellos.

Veamos las siguientes consideraciones: como G es un grafo acíclico, uno de los dos no dos

no es descendiente del otro, sup ongamos que x no es descendiente de y . Una forma natural

de d-separar x de y en G sería usar los padres de y , � ( y ) ; sin embargo, nuestro ob jetivo es

seleccionar el conjunto de tamaño mínimo. Si el conjunto � ( y ) tuviese el tamaño mínimo nos

quedaríamos con él; sólo nos planteamos el reemplazar alguno de los padres (o to dos) cuando

el cambio prop orciona una disminución en el conjunto d-separador. Y para ser coherentes

con esta idea, parece lógico usar los no dos lo más cercanos p osible de y . Veamos el ejemplo

de la �gura 2.6: para d-separar x de y mediante el conjunto de tamaño mínimo tenemos dos

candidatos, el conjunto f t g y el conjunto f z g . En este caso nosotros elegiremos el conjunto

f t g .

��

��

��

��

��

��

��

��

��

��

��

� �

-

-

�

�

�>

Z

Z

Z~

Z

Z

Z~

�

�

�>

x z

t

u

v

y

Figura 2.6: Dag, donde x e y pueden ser d-separados por los conjuntos f z g y f t g

Por consiguiente, prop onemos como criterio para seleccionar un sólo conjunto d-separador

el siguiente: entre to dos los conjuntos d-separadores de tamaño mínimo de x e y , sup oniendo

que x no es un descendiente de y , escogeremos aquél que sea más cercano a y . Entendiendo

esta proximidad en términos de longitud de los caminos que conectan y con el conjunto se-

parador. De to das formas conviene indicar que éste es sólo uno de los p osibles criterios para

elegir un conjunto d-separador mínimo; cualquier otro criterio p o dría ser también válido. Lo

realmente imp ortante para nuestros prop ósitos es garantizar que el conjunto elegido sea de

tamaño mínimo.

Partiendo de los resultados obtenidos anteriormente, para resolver el problema básico de

encontrar el conjunto mínimo d-separador de x e y , basta con encontrar el conjunto mínimo

separador de x e y en el grafo no dirigido ( G

An ( x [ y )

)

m

. Así que teniendo esto en cuenta, nuestro

ob jetivo ahora es dado un grafo no dirigido H = ( V ; E ) , y dados dos no dos no adyacentes

x; y 2 V , encontrar el conjunto mínimo que separa x de y , en el caso de que exista más de uno

se seleccionará el más próximo a y .

Para el diseño de un algoritmo que resuelva el problema actual nos hemos de dar cuenta de

la estrecha relación que existe entre problemas de conectividad y problemas de �ujo en grafos.

De forma general se plantea un problema de �ujo cuando, dado un grafo dirigido, queremos
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determinar el máximo �ujo que puede ser transmitido desde un cierto no do fuente, s , del grafo,

a un no do esp ecí�co t , sumidero. En este contexto, cada arco del grafo tiene aso ciado un valor,

la capacidad del arco, que representa la máxima cantidad de �ujo que puede ser transmitida

a través del arco.

Para establecer la relación entre el máximo �ujo y el mínimo corte nos hemos de remitir a

[FF62 ], donde se demuestra que el valor del máximo �ujo que va de s a t en un grafo coincide

con el valor del mínimo conjunto de corte que separa s de t . Además, los mismos autores

Ford y Fulkerson desarrollaron un méto do para el problema del máximo �ujo. El algoritmo

[FF62 , Chr75 ] usa una técnica de etiquetado y de árb ol de búsqueda para construir de forma

iterativa el �ujo a través de la red. Por tanto, si le asignamos a cada arco la capacidad de

1, el algoritmo de Ford-Fulkerson nos debiera de identi�car el conjunto de corte de tamaño

mínimo.

Por desgracia, el concepto de conjunto de corte al que hacen alusión los autores e identi�ca el

algoritmo, no hace referencia a un conjunto separador compuesto p or no dos sino a un conjunto

separador compuesto de arcos. Un conjunto de corte que separa s de t es un conjunto de arcos

p or el que pasan to dos los caminos en el grafo que van de s a t ; el valor de un conjunto de corte

es la suma de las capacidades de sus arcos. Además, buscamos conjuntos de no dos separadores

para grafos no dirigidos, mientras que el algoritmo mencionado hace referencia a conjuntos de

arcos separadores, los conjuntos de corte, en grafos dirigidos.

Sin embargo, esto no es problema, ya que resulta fácil transformar conjuntos de arcos

separadores para grafos dirigidos en conjuntos de no dos separadores para grafos no dirigidos,

como se muestra a continuación. Po demos ver un grafo H = ( V ; E ) cualquiera, como uno

dirigido

~

H = ( V ;

~

E ) , considerando simplemente cada arista u � v 2 E como el par de arcos

u ! v , u  v 2

~

E . Por otro lado, p o demos cambiar un problema de conectividad de no dos en

~

H a un problema de conectividad de arcos mediante un grafo auxiliar

~

H

aux

= ( V

0

;

~

E

aux

) , de la

forma siguiente:

� Cada no do u 2 V corresp onde a dos no dos u

+

; u

�

2 V

0

.

� A cada arco u ! v 2

~

E le corresp onde un arco u

�

! v

+

2

~

E

aux

.

� También incluimos los arcos de la forma u

+

! u

�

en

~

E

aux

.

La transformación del grafo H en el grafo

~

H

aux

se muestra en la �gura 2.7.

u vu vu v + +- -

H Haux

Figura 2.7: Transformación de H en ~

H

aux

Así pues, le damos a to dos los arcos en

~

H

aux

la capacidad de 1 y la búsqueda del conjunto

de no dos mínimo separador de s y t en H es equivalente a la búsqueda del mínimo conjunto
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de corte de s

�

y t

+

en

~

H

aux

: ya que el �ujo total que entra en un no do u

+

ha de pasar

necesariamente p or el arco u

+

! u

�

cuya capacidad es 1. Luego el �ujo máximo en el grafo

~

H

aux

deb e corresp onder al mínimo conjunto de corte que contiene sólo arcos del tip o u

+

! u

�

y p or consiguiente, los no dos u en H que corresp onden a los arcos u

+

! u

�

del conjunto de

corte en

~

H

aux

constituyen un conjunto de no dos separadores en H de tamaño igual al valor

del conjunto de corte.

En conclusión, para resolver el problema de encontrar el conjunto mínimo separador de dos

no dos x e y en un grafo no dirigido H , vamos a aplicar el algoritmo de Ford-Fulkerson para

encontrar el máximo �ujo de y

�

a x

+

en un grafo auxiliar dirigido

~

H

aux

. La razón para usar el

máximo �ujo de y

�

a x

+

en lugar del �ujo que va desde x

�

a y

+

es p orque la propia dinámica

del algoritmo de Ford-Fulkerson favorece la presencia de no dos cercanos a la fuente y

�

en el

conjunto separador, conforme a nuestro criterio para la elección de un conjunto mínimo.

Afortunadamente, a p esar de tanta transformación, no es necesario realizarlas explícita-

mente para pasar de nuestro grafo original H al grafo auxiliar

~

H

aux

. Hemos desarrollado un

algoritmo que traba ja directamente sobre H . De hecho, nuestra implementación del algoritmo

usa el dag original G sobre el que queremos comprobar las d-separaciones, y to das las trans-

formaciones de G a H = ( G

An ( x [ y )

)

m

y de éste a

~

H

aux

se realizan de forma implícita. Sin

embargo, para facilitar la exp osición, vamos a describir el algoritmo usando el grafo H .

De forma intuitiva, el algoritmo iterativamente encuentra caminos disjuntos que enlazan y

con x (esto es, caminos que sólo tienen en común sus no dos extremos). El número máximo

de caminos disjuntos será el tamaño mínimo del conjunto de corte. El algoritmo utiliza la

técnica de árb oles de búsqueda para la identi�cación y el etiquetado de los caminos disjuntos.

Concretamente, utiliza una búsqueda primero en anchura para encontrar el más corto de los

caminos disjuntos entre y y x .

El pro ceso de encontrar un camino disjunto puede descomp onerse en un pro cedimiento

adelante y otro de retroceso . El pro cedimiento adelante comienza en el no do y . A partir de

y , si el árb ol de búsqueda alcanza x , ya se tiene un nuevo camino. Durante la búsqueda

el algoritmo usa un pro cedimiento de etiquetado para marcar el camino seguido para ir de

y a x ; mientras se está considerando cada camino, se etiqueta cada no do explorado con el

identi�cador del no do p or el que se ha llegado a él (mediante varios tip os de etiquetas), hasta

que ya no se puede seguir explorando, el árb ol está blo queado, o bien hasta que se ha llegado

al no do x de destino.

El pro ceso retroceso se lleva a cab o sólo cuando el pro cedimiento adelante ha acabado con

éxito en x . Este intenta recup erar el camino recién encontrado: cada no do en el camino está

marcado como p erteneciente al camino que se está montando, y los arcos implicados están

etiquetados con la dirección con la que fueron recorridos. Durante el pro ceso, algunos de los

caminos encontrados previamente pueden ser alterados (para p ermanecer disjuntos); p or últi-

mo to das las etiquetas de exploración son eliminadas. Los dos pro cedimientos se repiten hasta

que to dos los árb oles de búsqueda quedan blo queados antes de alcanzar x . Sólo entonces, par-

tiendo del no do y , el algoritmo determina el conjunto de no dos separador mínimo mediante
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los enlaces marcados.

Después de esta breve explicación del algoritmo, vamos a exp onerlo de forma detallada.

Es necesario indicar que el algoritmo utiliza y actualiza la siguiente información acerca de los

no dos:

El estado . Un no do puede estar en uno de estos tres p osibles estados:

� etiquetado y explorado , esto es, tiene alguna etiqueta y to dos los adyacentes han sido

`pro cesados',

� etiquetado y no explorado , esto es, tiene alguna etiqueta p ero no to dos los adyacentes

han sido `pro cesados',

� no etiquetado , no tiene ninguna etiqueta.

Las etiquetas . Un no do v puede tener simultáneamente dos etiquetas, etiqueta-p (p ositiva) y

etiqueta-n (negativa), para implementar la conectividad del mo delo presentado en la �gura 2.7:

implícitamente, v representa dos no dos v

+

y v

�

. En el pro ceso de etiquetado, se etiqueta un

no do con el identi�cador del no do p or el que se ha llegado a él, así, cuando el no do v ha sido

alcanzado hacia adelante p or medio del no do u a través del arco u

�

! v

+

, se �ja u como

etiqueta p ositiva de v , etiqueta-p( v ), mientras que cuando se alcanza v hacia atrás desde u

a través de v

�

! u

+

, se �ja u como etiqueta negativa de v , etiqueta-n( v ). Si se tiene la

etiqueta-p ( v ) = u , signi�ca que el enlace u � v es parte de un camino candidato que conecta x

con y ; si se tiene la etiqueta-n ( v ) = u , en ese caso el enlace u � v forma parte de un camino ya

existente que va desde x a y , que es susceptible de ser mo di�cado eliminando precisamente el

enlace u � v . Cada no do v tiene también un atributo lógico, in : in ( v ) = verdad signi�ca que v

p ertenece a uno de los caminos disjuntos presentes que conectan x e y .

Por otro lado, cada enlace u � v tiene además dos atributos, marcado y dir : marcado

( u � v ) = verdad signi�ca que ese arco forma parte de un camino que conecta x e y ; en es-

te caso dir ( u � v ) = ( u; v ) indica que este camino pasa primero p or u y a continuación p or v .

Por último, el algoritmo también usa una cola Q para guardar los no dos etiquetados y no

explorados, empleados en la construcción del árb ol de búsqueda.

El algoritmo funciona como sigue: inicialmente, to dos los no dos están sin etiquetar y su

atributo in (.) a falso, y partimos de y para tratar de alcanzar x .

El algoritmo tiene como entradas: un dag G = ( U ; E ) y dos no dos distintos x; y 2 U no adya-

centes en G .

Algoritmo Mínimo-corte

1. Se pone etiqueta-p ( y ) = y . Se encola y , ( y está ya etiquetado e inexplorado y

el resto de los nodos sin etiquetar).
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2. Extraer de la cola el primer nodo u etiquetado y no explorado (se elimina de

Q ).

(2.1) Si in ( u ) = falso entonces se hace una búsqueda adelante f-busca ( u ) .

(2.2) Si in ( u ) = verdad y etiqueta-n ( u ) vacía (p.ej. u sólo tiene etiqueta posi-

tiva) entonces hacer búsqueda hacia atrás b-busca ( u ) .

(2.3) Si in ( u ) = verdad y etiqueta-n ( u ) no vacía ( u tiene sólo etiqueta nega-

tiva o bien ambas etiquetas positiva y negativa) entonces hacer las dos

búsquedas f-busca ( u ) y b-busca ( u ) .

(2.4) Poner u como etiquetado y explorado.

f-busca ( u ) explora todos los nodos adyacentes v de u y les pone etiqueta po-

sitiva (etiqueta-p ( v ) = u ) a todos aquel los nodos que son no etiquetados y

además marcado ( u � v ) = falso.

b-busca ( u ) identi�ca un nodo, t , adyacente a u , que cumple marcado( u �

t )=verdad y dir ( u � t ) = ( t; u ) . Si t aún no ha sido explorado entonces se

�ja a u etiqueta-n ( t ) y se exploran sus vecinos. Si t ha sido ya explorado y

sólo tiene etiqueta positiva, es marcado como no explorado y se mete de nuevo

en la cola.

3. Rep etir paso 2 hasta que o bien se etiqueta x en cuyo caso ir al 4 o bien

x no es etiquetado y no se pueden poner más etiquetas (la cola Q está vacía)

en cuyo caso ir al paso 7.

Los tres pasos que acabamos de exponer constituyen lo que hemos l lamado

pro cedimiento adelante .

4. Poner u = x .

5. Hacer lo siguiente:

(5.1) Si u tiene sólo etiqueta positiva, z = etiqueta-p( u ) entonces poner marcado( u �

z )=verdad y dir( u � z ) = ( z ; u ) . Si z 6= y entonces poner in( z )=verdad.

(5.2) Si u no tiene sólo etiqueta positiva y se acaba de marcar un enlace enton-

ces z = etiqueta-n( u ), poner marcado( u � z )=falso. Si z sólo tiene etiqueta

negativa entonces poner in( z )=falso.

(5.3) Si u tiene ambas etiquetas positiva y negativa y se acaba de desmarcar

un enlace entonces z = etiqueta-p ( u ) , poner marcado( u � z )=verdad y

dir( u � z ) = ( z ; u ) . Si z 6= y entonces poner in( z )=verdad.

6. Si z 6= y entonces poner y u = z y volver al paso 5. En caso contrario ,

eliminar todas las etiquetas, vaciar la cola Q , y volver al paso 1.

Los tres pasos anteriores es lo que hemos denominado pro cedimiento retro-

ceso . Son los que construyen el nuevo camino disjunto que conecta x e y

encontrado al �nal del paso 3, y modi�can, si es preciso, algunos de los cami-

nos previamente encontrados.
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7. Añadir al conjunto separador todo nodo u adyacente a y tal que marcado( y �

u )=verdad y las dos etiquetas de u estén vacías. Para cada nodo u adyacente

a y que tenga marcado( y � u )=verdad, alguna de las etiquetas de u no es vacía

proceder como sigue: empezar en u y continuar el camino a través de enlaces

marcados hasta encontrar un nodo sin ninguna etiqueta, entonces añadir es-

te nodo al conjunto separador.

Vamos a ilustrar el empleo de este algoritmo en la red de la �gura 2.5 ya que partíamos

del grafo moral ancestral de x

15

[ x

3

. El primer camino encontrado que conecta x

15

con x

3

es x

15

� x

9

� x

7

� x

5

� x

3

, los valores in ( � ) de los no dos implicados se �jaron a verdad, y los enla-

ces aso ciados son marcados. El procedimiento adelante (sólo llama a f-busca ) encuentra éste

camino, que no se interseca con ningún camino previo, p or lo que el camino es fácilmente

recup erado p or el pro cedimiento retroceso . Tras esto, ningún árb ol de búsqueda alcanza ya

x

3

desde x

15

, con lo cual los pro cedimientos adelante y retroceso cesan. Por último, el único

enlace marcado encontrado partiendo x

15

es x

15

� x

9

, y x

9

es el último no do etiquetado en el

camino que conecta x

15

con x

3

que contiene un enlace marcado. Luego, el algoritmo da f x

9

g

como conjunto separador.

A continuación vamos a ilustrar el comp ortamiento del algoritmo en una situación más

compleja, como es el caso de que el nuevo camino encontrado al �nal del paso 2.2 interseque

con algún camino previo, p or lo que b-busca se o cupa de gestionar las etiquetas negativas para

rede�nir el camino anterior. Consideramos el grafo G de la �gura 2.8.

x2

x3 x4

x5

x6x1

1

1

1
2

2

2

2

2

Figura 2.8: Grafo G , seleccionados los nodos x

1

y x

6

Vamos a sup oner que el primer camino que el algoritmo encuentra en G es aquél cuyos

enlaces están marcados con 1, que conecta x

1

con x

6

. Se marcan los enlaces x

1

� x

2

, x

2

� x

4

y

x

4

� x

6

y los valores in(.) de los no dos implicados se p onen a verdad. A continuación, se parte

de nuevo de x

6

para alcanzar x

1

y se aplica f-busca para ir de x

6

a x

5

y de x

5

a x

2

, cuyo valor

in( x

2

) está a verdad, caso 2.2 del algoritmo. Como este camino corta al anterior, b-busca ( x

2

)

vuelve atrás hacia x

4

y le p one la etiqueta negativa x

2

al no do x

4

. Desde ahí el camino puede

continuar a través de los enlaces x

4

� x

3

y x

3

� x

1

mediante el pro cedimiento f-busca desde x

4

.

Este nuevo camino puede identi�carse en la �gura 2.8 p or sus enlaces marcados con 2. Se puede

apreciar que los dos caminos no son disjuntos, comparten el enlace x

2

� x

4

. El pro cedimiento
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retroceso que recup era el camino, después de marcar los enlaces x

1

� x

3

y x

3

� x

4

, lo detectará

cuando encuentre la etiqueta-n ( x

4

) = x

2

, paso 5.2 del algoritmo, eliminará la marca del enlace

x

2

� x

4

que pro cedía del camino anterior y continuará marcando x

2

� x

5

y x

5

� x

6

, se obtiene como

resultado dos caminos disjuntos x

6

� x

5

� x

2

� x

1

y x

6

� x

4

� x

3

� x

1

. Ya, ningún árb ol de búsqueda

más alcanzará x

1

desde x

6

, y �nalmente el algoritmo da como conjunto de corte el conjunto

f x

4

; x

5

g .

El paso 5.3 se aplica en situaciones en las que se intersecan varias aristas de diferentes caminos.

Lo último a indicar sobre el algoritmo Mínimo-corte es que es de orden de complejidad

comparable al original de Ford-Fulkerson, O ( jU jjE j ) .

2.3.3 Extensiones del problema inicial

Ya que consideramos que las extensiones al problema de encontrar un conjunto d-separador

de tamaño mínimo para dos no dos x

i

; x

j

en un grafo G , son de evidente interés y pueden

trascender las aplicaciones expuestas en esta memoria, vamos a tratarlas con el mismo rigor

teórico con que fue expuesto este problema básico, además de mostrar las mo di�caciones

necesarias del algoritmo para p o der ser contempladas.

2.3.3.1 Primera extensión

Para la primera extensión natural, encontrar el conjunto mínimo d-separador para dos con-

juntos de nodos X e Y (en lugar de dos simples no dos) en el dag G = ( U ; E ) , es necesario

probar los siguientes resultados previos:

Prop osición 2.4 Sea ( G

An ( X [ Y )

)

m

= ( An ( X [ Y ) ; E

m

An ( X [ Y )

) , el grafo moral inducido de G

cuyo conjunto de nodos es el más pequeño ancestral que contiene X [ Y y vamos a de�nir

G

X Y

= ( V ; F ) como sigue:

� V = An ( X [ Y ) [ f �

X

; �

Y

g ,

� F = E

m

An ( X [ Y )

[ f �

X

� z j 9 x 2 X t.q. z � x 2 E

m

An ( X [ Y )

g [ f �

Y

� z j 9 y 2 Y t.q. z � y 2

E

m

An ( X [ Y )

g .

Dicho en palabras, G

X Y

contiene dos nodos imaginarios �

X

y �

Y

que se han conectado res-

pectivamente a todos los nodos adyacentes a los nodos pertenecientes a X y a Y .

Entonces, si Z \ ( X [ Y ) = ; ,

h �

X

; �

Y

j Z i

s

G

X Y

() h X ; Y j Z i

s

( G

An ( X [ Y )

)

m

Demostración: Prob emos la condición su�ciente. Sup ongamos que :h �

X

; �

Y

j Z i

s

G

X Y

; enton-

ces deb e existir al menos un camino en G

X Y

que no pasa p or Z , que conecta �

X

y �

Y

de la

forma �

X

� t

1

� : : : � t

n

� �

Y

, t

i

62 Z 8 i . El no do t

1

es adyacente a x , siendo x 2 X y el no do t

n
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es adyacente a y , y 2 Y . Por tanto el camino de ( G

An ( X [ Y )

)

m

, x � t

1

� : : : � t

n

� y no pasa p or

Z , luego :h X ; Y j Z i

s

( G

An ( X [ Y )

)

m

en contra de nuestra hip ótesis. Por tanto h �

X

; �

Y

j Z i

s

G

X Y

. La

condición necesaria se prueba de forma similar.

El resultado anterior nos p ermite reducir un problema de separación de conjuntos de no dos

a uno de separación de no dos individuales (en un grafo ampliado).

La siguiente prop osición establece el resultado adicional necesario para resolver el problema:

el conjunto mínimo separador de �

X

y �

Y

no puede contener no dos de ( X [ Y ) .

Prop osición 2.5 Supongamos que tenemos el grafo auxiliar G

X Y

de�nido en la proposición

anterior. Si h �

X

; �

Y

j W i

s

G

X Y

y W \ ( X [ Y ) 6= ; , entonces h �

X

; �

Y

j W n ( X [ Y ) i

s

G

X Y

.

Demostración: Sup ongamos que :h �

X

; �

Y

j W n ( X [ Y ) i

s

G

X Y

, esto signi�ca que existirá al

menos un camino �

X

� t

1

: : : t

n

� �

Y

tal que t

i

62 W n ( X [ Y ) 8 t

i

. Pero de h �

X

; �

Y

j W i

s

G

X Y

p o demos deducir que existen no dos de ese camino que están en W , y p or tanto deb en estar

en W \ ( X [ Y ) . Sup ongamos que algunos de esos no dos están en W \ Y (si no es el caso,

aplicaríamos el mismo razonamiento para W \ X ) . Sea t

k

el no do de W \ Y que está más

próximo de �

X

en el camino anterior. Esto signi�ca que 8 i < k t

i

62 W \ Y . Como t

k

2 Y

entonces t

k � 1

es adyacente a Y , y p or tanto existe en G

X Y

la arista t

k � 1

� �

Y

. Tenemos

p or tanto un nuevo camino �

X

� t

1

� : : : � t

k � 1

� �

Y

, de mo do que 8 i � k � 1 t

i

62 W \ Y ,

p ero sigue habiendo algunos no dos que están en W . En consecuencia, esos no dos deb en

estar en W \ X . Sea ahora t

h

el no do de W \ X que está más próximo a �

Y

en el nuevo

camino ( t

h

no puede ser igual a t

k � 1

p orque entonces X e Y serían adyacentes). Por tanto,

8 i; h < i � k � 1 t

i

62 W \ X . Al ser t

h +1

adyacente a un no do de X , también existirá la

arista �

X

� t

h +1

en G

X Y

. Así pues, tenemos un camino �

X

� t

h +1

: : : t

k � 1

� �

Y

que no contiene

no dos de W , lo que implica :h �

X

; �

Y

j W i

s

G

X Y

, en contradicción con la hipótesis.

Por tanto la separación de X e Y en ( G

An ( X [ Y )

)

m

es equivalente a la separación de �

X

y

�

Y

en G

X Y

. Y lo que es más, el mínimo conjunto que separa �

X

de �

Y

en G

X Y

sólo tiene que

contener elementos de V n ( X [ Y [ f �

X

; �

Y

g ) . Por consiguiente, mediante la aplicación de

estos resultados y el teorema 2.1, para encontrar el mínimo conjunto d-separador de X e Y en

G , basta con encontrar el conjunto mínimo separador de �

X

y �

Y

en el grafo auxiliar G

X Y

.

De cara a la implementación, para resolver el problema de separar dos conjuntos, basta con

transformar el grafo en la forma descrita en la prop osición 2.4 y aplicar el algoritmo original,

Mínimo-corte . Po demos observar que el grafo G

X Y

es tal que si obtenemos un grafo inducido de

éste al eliminar los no dos de X e Y , hemos reducido nuestro problema actual al problema básico

de separar dos no dos �

X

y �

Y

, en un grafo más p equeño, ganando p or tanto en e�ciencia.

Las �guras 2.9, 2.10 y 2.11, donde X = f s; x g ; Y = f u; y g representan resp ectivamente,

el dag original, G , el grafo G

X Y

, transformación de ( G

An ( X [ Y )

)

m

, y el subgrafo inducido

( G

X Y

)

V n ( X [ Y )

, sobre un ejemplo concreto.
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s

z

t

y

u

v

w

x

X

Y

Figura 2.9: Tratando de d-separar los conjuntos de nodos X e Y

s

z

t

y

u

v

w

x

X

Y

a 

b

Figura 2.10: Grafo G

X Y , transformación del grafo ( G

An ( X [ Y )

)

m

2.3.3.2 Segunda extensión

La segunda extensión del problema básico consiste en: dados dos conjuntos de nodos X e Y

en un dag G , y dado un tercer conjunto de nodos que denominaremos S , encontrar el conjunto

mínimo, Z , tal que h X ; Y j S [ Z i

d

G

. En este caso tratamos de encontrar el conjunto mínimo

d-separador de X e Y con la restricción de que algunos no dos del conjunto d-separador están

�jados de antemano (cono cimiento a priori). De forma similar a como se pro cedió en la

prop osición 2.1, vamos a probar que esta misma prop osición se puede extender con la nueva

restricción.

El conjunto Z que se está buscando ha de encontrarse en el conjunto ancestral más p equeño

que contiene a X [ Y [ S ; los elementos de Z \ An ( X [ Y ) presentes en los casos anteriores

interceptan los caminos que conectan X con Y , p ero además los de Z \ An ( S ) interceptarán

los p osibles caminos abiertos p or S .

Prop osición 2.6 Dado un dag G = ( U ; E ) , X ; Y ; S � U , y Z � An ( X [ Y [ S ) , sea H =

G

An ( X [ Y [ S )

el subgrafo G inducido por An ( X [ Y [ S ) . Entonces

h X ; Y j S [ Z i

d

G

() h X ; Y j S [ Z i

d

H

:
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Xa 

Yb

z

t

v

w

Figura 2.11: Grafo ( G

X Y

)

V n ( X [ Y )

, grafo inducido del grafo anterior

La demostración es similar a la empleada para la prop osición 2.1, sólo que ahora el conjunto

d-separador es S [ Z . Y de la misma forma se demuestra también la extensión de la prop osi-

ción 2.2, el conjunto de corte Z , si es minimal, estará compuesto únicamente p or no dos que

son ancestros de X [ Y [ S :

Prop osición 2.7 Dado un dag G = ( U ; E ) , X ; Y ; S � U , sea Z � U un conjunto de nodos tal

que h X ; Y j S [ Z i

d

G

y :h X ; Y j S [ Z

0

i

d

G

, 8 Z

0

� Z . Entonces Z � An ( X [ Y [ S ) .

Por tanto, el problema de encontrar en un dag G el conjunto d-separador mínimo para X

e Y que contenga al conjunto S , de nuevo en virtud de la equivalencia 2.1, es equivalente al

problema de encontrar el mínimo conjunto separador de X e Y que contiene a S , en el grafo

no dirigido ( G

An ( X [ Y [ S )

)

m

.

Nos queda p or demostrar que, para la implementación, basta con eliminar del último grafo

el conjunto S y realizar la búsqueda del conjunto mínimo separador de X e Y en el grafo

(( G

An ( X [ Y [ S )

)

m

)

An ( X [ Y [ S ) n S

, que para abreviar denominaremos G

X Y S

. De nuevo la solución

resulta de aplicar el algoritmo original, Mínimo-corte , sin ningún cambio.

Prop osición 2.8 Sea ( G

An ( X [ Y [ S )

)

m

el grafo moral inducido de G cuyo conjunto de nodos

es el más pequeño ancestral que contiene X [ Y [ S y vamos a de�nir G

X Y S

como el subgrafo

(( G

An ( X [ Y [ S )

)

m

)

An ( X [ Y [ S ) n S

inducido por eliminación del conjunto S .

Entonces,

h X ; Y j Z i

s

G

X Y S

() h X ; Y j S [ Z i

s

( G

An ( X [ Y [ S )

)

m

Demostración: Condición su�ciente. Sup ongamos h X ; Y j S [ Z i

s

( G

An ( X [ Y [ S )

)

m

. Por la hip ó-

tesis to dos los caminos de X a Y están cortados p or los conjuntos Z ó S en ( G

An ( X [ Y [ S )

)

m

.

Los caminos cortados p or Z seguirán cortados en G

X Y S

y to do camino cortado p or s 2 S ,

p or de�nición de separación, si se elimina s del camino se corta el camino, luego también deb e

estar cortado en G

X Y S

, y p or tanto h X ; Y j Z i

s

G

X Y S

.

Condición necesaria. Sup ongamos :h X ; Y j S [ Z i

s

( G

An ( X [ Y [ S )

)

m

y h X ; Y j Z i

s

G

X Y S

. Tenemos

pues que existe al menos un camino en ( G

An ( X [ Y [ S )

)

m

de la forma x � t

1

: : : t

n

� y , x 2 X ; y 2 Y
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y t

i

62 S [ Z 8 i . Entonces ese camino seguirá existiendo en el subgrafo inducido G

X Y S

, y

obviamente t

i

62 Z 8 i , luego tendríamos que :h X ; Y j Z i

s

G

X Y S

, en contra de la hipótesis.

Veamos un ejemplo sobre el grafo de la siguiente �gura 2.12 donde X = f x

3

g ; Y = f x

15

g y

S = f x

12

g . La búsqueda del conjunto mínimo d-separador se realiza en G

X Y S

, �gura 2.13.

x3

x5x1

x14

x8

x16

x17

x18

x13x12

x2

x15

x6

x4

x7 x9

x10

x11

Figura 2.12: Grafo donde separar x

3

de x

15

conocido x

12

x7

x5

x2 x8

x15x3

x1

x4

x6

x9

x10

x11 x12

Figura 2.13: G

X Y S , Grafo transformado del anterior

Por último, otra p osible extensión del problema es la de no considerar el conjunto míni-

mo separador como mínimo en su cardinalidad; sino mínimo en la cantidad de parámetros

a considerar en el conjunto, esto es, el pro ducto de los casos de las variables que comp onen

el conjunto separador. Hay una diferencia, y es que no es lo mismo un conjunto separador

formado p or dos variables con tres y cuatro casos resp ectivamente, que p or tres variables de

dos casos cada una. El número de parámetros para amb os conjuntos resp ectivamente es 12

y 8, con nuestro criterio actual de cardinalidad del conjunto d-separador, nos quedamos con

el conjunto de tamaño dos. Las mismas razones que nos han llevado a elegir el mínimo, la

e�ciencia y �abilidad en diferentes aplicaciones, nos llevarían a re�nar este conjunto separa-

dor minimal con el nuevo criterio. Esta nueva extensión, que aquí no vamos a desarrollar, sí

conlleva una mo di�cación del algoritmo, pues las capacidades aso ciadas a los enlaces del tip o

u

+

! u

�

(que son los que se identi�can con el no do u ), ya no debieran ser de 1, capacitando

a to das las variables p or igual, sino que debieran de corresp onder al número de casos de cada

variable. Este y otros cambios que afectan al algoritmo no serán tratados aquí.
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Po demos concluir este capítulo con una cuestión teórica que dejaremos abierta. Ya que

nuestro algoritmo se puede ver como un méto do para encontrar, dada una red, las relaciones

de indep endencia condicional que implican un menor número de variables, p o dría plantearse

el pro ceso inverso. Dicho de otra manera, dado un mo delo de dep endencias subyacente (que

puede o no ser dag-isomorfo), y dado el conjunto de indep endencias entre pares de variables

expresado mediante conjuntos condicionantes de tamaño mínimo, ` ¾ se p o dría construir una

representación grá�ca de este mo delo tal que to das las d-separaciones en el dag se corresp ondan

con indep endencias condicionales en el mo delo? Esto es, un I-map minimal? Esto conduciría

a la de�nición de un nuevo concepto, similar al de lista de causas, p ero con un carácter más

`lo cal'. Resulta pues interesante el estudio de las propiedades, adicionales a las de grafoide,

que deb ería satisfacer un mo delo de dep endencias para p osibilitar este pro ceso inverso.
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Capítulo 3

Algoritmos de Aprendiza je de Redes

de Creencia

3.1 Intro ducción

Ya se ha expuesto la meto dología para el aprendiza je de redes de creencia, un méto do híbrido

que combina el empleo de una función de a juste y tests de indep endencia, materializado en el

algoritmo BENEDICT - básico . Adicionalmente se ha detallado el algoritmo p or el que estos tests

se pueden aplicar con mayor e�ciencia y �abilidad. El prop ósito de este capítulo es concretar

algunos de sus comp onentes considerados anteriormente de forma genérica, como la forma de

integrar amb os algoritmos, el caso de parada o la forma de medir discrepancias determinadas

p or la red y los valores de dep endencia hallados sobre los datos, etc. También vamos a discutir

aquí las limitaciones (o problemas) de la solución inicial y las ideas que se le han ido incorp o-

rando hasta conseguir el algoritmo de�nitivo de BENEDICT y otras soluciones más avanzadas.

Para acabar con una batería de exp erimentos para ilustrar las diversas alternativas propuestas.

El contenido p or secciones de este capítulo es como sigue: la sección 3 : 2 presenta dos

algoritmos cuyo origen es BENEDICT - básico . El primero de ellos es BENEDICT - dsepa , que integra

la teoría de los conjuntos mínimos d-separadores en el esqueleto de BENEDICT - básico ; le sigue

BENEDICT - creciente , con un enfo que diferente que aumenta la e�ciencia resp ecto del anterior.

En la sección 3 : 3 se describ e el algoritmo BENEDICT - sin-orden junto con unos mecanismos

propios de exploración del nuevo espacio de búsqueda al eliminar la restricción del orden de

las variables de los anteriores algoritmos.

Tras disp oner de diversos algoritmos de aprendiza je, la sección 3 : 4 plantea un nuevo asp ecto

del aprendiza je, sab er determinar de forma sistemática cuándo se ha alcanzado el tamaño

óptimo de la red, para lo cual se presentan diferentes enfo ques: disp oner de una regla de

parada, aplicar una técnica de p o da o bien cambiar la función de a juste. La última parte

del capítulo, sección 3 : 5 , está dedicada a mostrar resultados exp erimentales de los distintos

algoritmos sobre bases de datos propias y de libre distribución; se muestran además tablas

59
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comparativas de la aplicación de las distintas técnicas descritas en la sección 3 : 4 . Se concluye

con la sección 3 : 6 , donde se abre la p osibilidad de �jar cono cimiento a priori en la estructura.

3.2 Re�nando BENEDICT

Como adelantábamos en la intro ducción del capítulo, el algoritmo BENEDICT - básico es el al-

goritmo origen al que se le van a incorp orar ideas y mejoras dando lugar a una serie de

algoritmos con entidad propia. El primero de ellos es BENEDICT - dsepa , que incorp ora la teoría

de los conjuntos de corte mínimo que acabamos de desarrollar.

3.2.1 BENEDICT con conjuntos de corte

Vamos a presentar una nueva versión de BENEDICT , donde se incorp ora la optimización compu-

tacional del cálculo de la discrepancia del grafo con los datos, mediante el uso de los conjuntos

d-separadores mínimos. En el diseño del nuevo algoritmo ya no existe un pro cedimiento de

extracción�independencias como tal, que determina to dos los asertos de indep endencia del

mo delo M , conjuntamente, para determinar el valor de la función de discrepancia del grafo

así con�gurado y los datos; sino que este pro ceso se descomp one en: para cada par de no dos

no adyacentes hallar el conjunto mínimo d-separador, mediante el algoritmo Mínimo-corte ,

expuesto en la sección 2.3.2, y con este conjunto calcular el valor de discrepancia entre el

corresp ondiente aserto de indep endencia condicional y los datos.

El algoritmo tiene como entradas: U = f x

1

; x

2

: : : x

n

g , el orden sobre las variables, l , y D , un

conjunto de muestras sobre las mismas.

Algoritmo BENEDICT -dsepa

1. Se �ja G

0

� ( U ; E

0

) , donde U = f x

1

; x

2

: : : x

n

g ; E

0

:= ;

2. Se �ja L = f x

j

! x

i

j x

j

<

l

x

i

g

3. g := 0

4. Para cada nodo x

t

2 U hacer

(4.1) Para cada nodo x

s

2 pr ed

l

( x

t

) hacer

4.1.1. g := g + D ep ( x

t

; x

s

j; )

5. min := g {discrepancia inicial}

6. i := 1

7. Mientras no parar hacer

(7.1) Para cada enlace x

j

! x

k

2 L hacer {probando cada enlace candidato}

7.1.1. G

0

i

= ( U ; E

i � 1

[ f x

j

! x

k

g )

7.1.2. g := 0

7.1.3. Para cada nodo x

t

2 U hacer
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Para cada nodo x

s

2 P r ed

l

( x

t

) n �

G

0

i

( x

t

) hacer

S

G

0

i

( x

s

; x

t

) := Mínimo-corte ( x

s

; x

t

)

g := g + D ep ( x

t

; x

s

j S

G

0

i

( x

s

; x

t

))

7.1.4. si g < min entonces {recuerda el mejor enlace}

min := g

X := x

k

Y := x

j

(7.2) E

i

:= E

i � 1

[ f Y ! X g

(7.3) L := L nf Y ! X g

(7.4) i := i + 1

Para entender un p o co más cómo se elige el mejor grafo tras una iteración completa, paso

7 : 1 , veamos cómo afecta la inserción de un nuevo arco a las indep endencias representadas p or el

mo delo. Para elegir entre los arcos alternativos a insertar, se elige en cada caso aquel arco can-

didato que reduce más la discrepancia global entre el nuevo grafo y la distribución, g ( G

i

; D ) ; en

casos sencillos es aquel arco cuyos no dos extremos se muestran más fuertemente dep endientes.

Intuitivamente: antes de colo car el arco había una indep endencia que se sop ortaba mal p or la

distribución de los datos, lo que implica que ap ortaba un valor D ep ( x

s

; x

t

j S

G

0

i

( x

s

; x

t

)) alto a

la discrepancia global, g ( G

i � 1

; D ) .

Esto no siempre es así, lo cierto es que al insertar un nuevo arco, desaparece una indep en-

dencia, p ero otras se reconvierten, esto se deb e a que puede cambiar el conjunto d-separador.

Veámoslo en el siguiente ejemplo, sobre el grafo mostrado en la �gura 3.1.

X3X2

X4

X1

X5

Figura 3.1: G

4

, un grafo de 4 arcos al que se le añade f x

3

! x

5

g

A continuación se contrastan las listas de indep endencias presentes en el mo delo antes y

después de insertar el arco x

3

! x

5

. Con ! enmedio de las listas, se indica el cambio que

mani�esta una indep endencia en un mo delo y en otro, el resto p ermanece igual.
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sin el arco f x

3

! x

5

g con el arco f x

3

! x

5

g

h x

1

; x

2

j;i

G

4

: h x

1

; x

2

j;i

G

4

[f x

3

! x

5

g

h x

1

; x

5

j x

4

i

G

4

! h x

1

; x

5

j x

3

; x

4

i

G

4

[f x

3

! x

5

g

h x

2

; x

3

j;i

G

4

: h x

2

; x

3

j;i

G

4

[f x

3

! x

5

g

h x

2

; x

5

j x

4

i

G

4

! h x

2

; x

5

j x

3

; x

4

i

G

4

[f x

3

! x

5

g

h x

3

; x

4

j x

1

i

G

4

: h x

3

; x

4

j x

1

i

G

4

[f x

3

! x

5

g

h x

3

; x

5

j x

4

i

G

4

! :h x

3

; x

5

jU

5

nf x

3

gi

G

4

[f x

3

! x

5

g

Como vemos alguna indep endencia desaparece y otras se transforman, p or ello es necesario

re-evaluar la discrepancia global del grafo completo en cada inserción de un nuevo arco,

7.1.3. Para cada nodo x

t

2 U hacer

Para cada nodo x

s

2 P r ed

l

( x

t

) n �

G

0

i

( x

t

) hacer

S

G

0

i

( x

s

; x

t

) := Mínimo-corte ( x

s

; x

t

)

g := g + D ep ( x

t

; x

s

j S

G

0

i

( x

s

; x

t

))

pues el esfuerzo en determinar los términos de la sumatoria que han sido alterados con esta

inserción, debido a que el mínimo conjunto d-separador ha cambiado, es comparable al cálculo

global de la función. La lista de las indep endencias grá�cas de la columna derecha son las que

van a ser evaluadas p or la medida D ep para la obtención del valor de g en nuestro algoritmo,

para la con�guración G

4

[ f x

3

! x

5

g .

Vamos a hacer ahora un análisis rudimentario de la e�ciencia del algoritmo para identi�car

los cuellos de b otella que pueden ser mejorados y dónde alguna estructura de datos puede

resultar venta josa.

Observemos que con la restricción del orden l , se tienen n � ( n � 1) = 2 arcos candidatos en L ,

susceptibles de ser incorp orados uno a uno en la estructura.

La obtención de la discrepancia global del grafo inconexo, (paso 4 ), es de orden O ( n

2

) . El bucle

Repite Mientras, en el caso p eor de que se p ongan to dos los arcos, puede ejecutarse n � ( n � 1) = 2

veces, y cada ejecución del bucle prueba a p oner uno de los n � ( n � 1) = 2 � jE j arcos candidatos de

L y se han de considerar, los n � ( n � 1) = 2 � jE j � 1 pares de no dos no conectados para obtener

su conjunto mínimo d-separador. Sin considerar el orden de complejidad del subalgoritmo

Mínimo-corte , el algoritmo tiene el orden de complejidad O ( n

6

) . Hay que hacer notar que

el número de veces que se llama al pro cedimiento es inversamente prop orcional al número de

arcos en la con�guración p or lo que el orden de complejidad no es directamente multiplicativo.

El cálculo de la medida de D ep no se ha contemplado p orque el algoritmo parte de unas

medidas calculadas inicialmente, marginales y condicionales de grado uno, y conforme van

haciendo falta nuevas medidas, éstas se calculan y se almacenan en una estructura de árb ol

para p o der ser reutilizadas en sucesivas iteraciones. Esta estructura sufre frecuentes recortes

para no almacenar medidas que han sido ya desechadas.
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Posteriormente a la publicación de nuestro traba jo [AC96a ] (un algoritmo exacto para

encontrar el mínimo conjunto d-separador en redes de creencia) y de [AC96b ] básicamente

BENEDICT -dsepa), apareció un algoritmo para el aprendiza je de redes de creencia que usa tests

de indep endencia, y que requiere un orden, [CBL97a ]. En él, los autores recogen nuestra

preo cupación p or evitar tests de indep endencia con conjuntos grandes como condicionantes y

tratan de encontrar los conjuntos mínimos de corte. Sin embargo ellos prop onen un algoritmo

que usa un méto do de búsqueda greedy, lo que no garantiza encontrar el conjunto mínimo.

Tamp o co se preo cupan de la distancia del conjunto dado p or 'mínimo' a los no dos extremos,

entendida ésta como proximidad a los no dos extremos.

Estos mismos autores, prop onen otro algoritmo similar p ero al que han eliminado la restricción

del orden [CBL97b ]. Con el mismo propósito de reducir esfuerzo de computación al aplicar los

tests, plantean un nuevo pro cedimiento llamado try-to-separate-A que hace una búsqueda

heurística para encontrar el conjunto al que condicionar, sin embargo éste no siempre es

capaz de separar dos no dos que están d-separados en el grafo! Por lo que, para garantizar

que el algoritmo aprende una estructura correcta, han de revisar los enlaces mediante un

pro cedimiento alternativo try-to-separate-B que hace una búsqueda sistemática de to dos los

conjuntos d-separadores candidatos de cualquier tamaño hasta hallar el primer conjunto que los

d-separa o bien hasta agotarlos, en este último caso el algoritmo aplica un número exp onencial

de tests, p or lo que tratan de evitar usarlo mientras sea p osible.

3.2.2 BENEDICT creciente

La segunda versión de BENEDICT que vamos a presentar es BENEDICT - creciente cuya mejora

signi�cativa es que le saca el máximo partido al orden impuesto l (una fuerte restricción), que

en el algoritmo anterior sólo servía para determinar la dirección de los arcos.

Sea U

i

= f x

1

; : : : ; x

i � 1

; x

i

g . El algoritmo inicialmente parte de un grafo sin enlaces y con

un único no do esto es, U

1

= f x

1

g , a diferencia de los anteriores BENEDICT que sólo crecían en el

número de enlaces. El pro ceso que irá siguiendo será el de ir incorp orando uno a uno los no dos

en la estructura, hasta i = n , dando lugar a distintos subgrafos de jU

i

j no dos, p ero antes de

aumentar la estructura con la incorp oración del siguiente no do en el orden, se insertan to dos

los enlaces necesarios en cada subgrafo.

Por ejemplo, cuando i = 3 , U

i

contiene los no dos de f x

1

; x

2

; x

3

g ; partiendo del mejor grafo

de dos no dos, trata de insertar alguno o los dos arcos candidatos, f x

1

! x

3

; x

2

! x

3

g que den

lugar al mejor grafo de tres no dos, antes de incorp orar el no do x

4

.

De forma general, cuando se incluye el i -ésimo no do, el algoritmo tiene sólo i � 1 arcos can-

didatos que considerar (los p osibles enlaces entre el último no do y los anteriores), con los que

obtener el mejor grafo de i no dos. De nuevo, se entiende como mejor grafo, aquel grafo que

minimice la medida de discrepancia entre el mo delo y los datos. La medida de discrepancia

parcial es la misma que la empleada en o casiones anteriores y la medida de discrepancia global

será la sumatoria de un sub conjunto de los términos que se consideraban para la discrepancia

global en BENEDICT .
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Al igual que antes, el algoritmo tiene como entrada U = f x

1

; x

2

: : : x

n

g , el orden sobre las

variables, l , y D , un conjunto de muestras sobre las mismas.

Algoritmo BENEDICT -creciente

1. Se �ja G

0

1

� ( U

1

; E

h

1

) , donde U

1

:= f x

1

g ; E

h

1

:= ; , y h := 0 , el número de

arcos

2. Para i:= 2 hasta n hacer { para incluir los nodos}

(2.1) Se �ja L = f x

j

! x

i

j x

j

<

l

x

i

g { enlaces candidatos }

(2.2) U

i

:= U

i � 1

[ f x

i

g

(2.3) g := 0

(2.4) Para cada enlace x

j

! x

i

2 L hacer

2.4.1. g := g + D ep ( x

i

; x

j

j; )

(2.5) min := g

(2.6) Mientras no parar hacer

2.6.1. Para cada enlace x

j

! x

i

2 L hacer

2.6.1.1. G

h 0

i

= ( U

i

; E

h

i � 1

[ f x

j

! x

i

g )

2.6.1.2. g := 0

2.6.1.3. Para cada nodo x

k

2 P r ed ( x

i

) n �

G

h 0

i

( x

i

) hacer

S

G

h 0

i

( x

k

; x

i

) := Mínimo-corte ( x

k

; x

i

)

g := g + D ep ( x

i

; x

k

j S

G

h 0

i

( x

k

; x

i

))

2.6.1.4. si g < min entonces

min := g

X := x

i

Y := x

k

2.6.2. h := h + 1

2.6.3. E

h

i

:= E

h � 1

i

[ f Y ! X g

2.6.4. L := L nf Y ! X g

Este algoritmo guarda cierto parecido con el algoritmo K2 [CH92 ] (que también precisa de

un orden), en su forma de considerar un no do y to dos sus padres (los que prop orcionan un

incremento en la función puntuación esp ecí�ca de los mismos autores), antes de incorp orar al

no do siguiente en el orden.

Las mejoras de este algoritmo sobre el anterior tienen dos orígenes. La primera es que cada

uno de los arcos candidatos se prueba un menor número de veces. Nuestro algoritmo greedy

va consiguiendo en cada iteración del paso 2.6 , el mejor grafo de i no dos, haciendo la búsqueda

de la mejor con�guración en un espacio más restringido, únicamente entre las con�guraciones

que se originan intro duciendo arcos del tip o x

j

! x

i

, siendo x

i

el último no do intro ducido y x

j

un antecesor en el orden. Es sabido que el espacio de búsqueda de los padres de un no do está
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en el conjunto de predecesores de ese no do, esto lo compartía también el algoritmo anterior,

p ero BENEDICT -creciente tiene en cuenta que la inserción de no dos, determinada por el orden ,

no destruye las indep endencias ya �jadas en los pasos anteriores. De esto se desprende que las

con�guraciones de los subgrafos anteriores p ermanecen invariantes. Lo que a efectos prácticos

signi�ca que no hay que volver a considerar, como arco candidato, un arco que no ha sido

incluido en iteraciones anteriores.

La segunda mejora es que se han de determinar los conjuntos mínimos d-separadores pa-

ra un menor número de pares de variables, para determinar el arco que da lugar a la mejor

con�guración; en otras palabras, el número de términos de la sumatoria para calcular la dis-

crepancia es menor. Esto se deb e a que, como indicábamos, tras la op eración de inserción, los

subgrafos anteriores p ermanecen invariantes, p or tanto la medida de discrepancia aso ciada a

ellos es una constante en la sumatoria global. Por consiguiente, para seleccionar el mejor arco,

basta con considerar únicamente las indep endencias del último no do intro ducido resp ecto de

cada uno de los no dos antecesores con los que no está conectado.

To do esto, ha p ermitido una notable reducción del orden de complejidad como seguidamente

p o dremos comprobar. De forma similar a como se hizo para el algoritmo anterior, vamos a

hacer un análisis de la e�ciencia de BENEDICT -creciente, que nos p ermitirá ver la ganancia

resp ecto al anterior.

Para ello, conviene indicar que como se parte del grafo de un solo no do, quedan p or in-

tro ducirse n � 1 no dos, y cada vez que uno es intro ducido, en el paso i , el número de arcos

candidatos es de i � 1 .

El bucle Repite Mientras, en el caso p eor de que se p ongan to dos los arcos, puede ejecutarse

i � 1 veces. Cada ejecución del bucle prueba a p oner uno a uno to dos los arcos candidatos que

quedan p or p oner en L , que son i � 1 � ( jE

i

j � jE

i � 1

j ) y se consideran i � 1 � ( jE

i

j � jE

i � 1

j ) � 1

pares de no dos no conectados (el número de arcos candidatos menos los arcos que se han puesto

con el no do x

i

y el que se está considerando), para obtener su conjunto mínimo d-separador.

El orden de complejidad del algoritmo es pues, O ( n

4

) .

Como vemos el algoritmo está intrínsecamente relacionado con el orden establecido; esto

hace que BENEDICT - creciente no pueda ser adaptado a la hora de eliminar la restricción de

disp oner de un orden l , que se verá en la sección siguiente. En to do caso, si no se disp one de

un orden l , siempre es p osible aplicar BENEDICT - creciente o BENEDICT - dsepa , utilizando como

paso previo algún pro ceso de búsqueda de un buen orden. Algoritmos de este tip o, que son

capaces de aprender, a partir de una base de datos, un orden apropiado para las variables en

un red bayesiana, pueden encontrarse en [CH98 , CH99 ]

3.3 Eliminando la restricción de orden. BENEDICT sin orden

El algoritmo que vamos a presentar, BENEDICT -sin-orden, ya no trata de mejorar la e�ciencia

de versiones anteriores, sino que se ha eliminado la restricción de cono cer a priori el orden l
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sobre las variables, e incluye un méto do propio de exploración del nuevo espacio de soluciones.

Como indicamos hemos querido eliminar la fuerte restricción que imp one un orden entre las

variables. De esta restricción (que requiere de un cono cimiento a priori del exp erto, no siempre

disp onible), se b ene�cian los algoritmos al tener más restringido el espacio de búsqueda; para

n variables éste es de 2

�

n

2

�

con�guraciones p osibles, ya que la con�guración de la red que

se obtenga como resultado del aprendiza je ha de ser coherente con esta ordenación. Los

algoritmos que requieren de una ordenación, sólo buscan los enlaces a colo car o a eliminar,

ya que de forma implícita dotan a cada enlace con una orientación (los padres de un no do se

encuentran en el conjunto de los predecesores de ese no do determinado p or el orden).

El algoritmo que prop onemos para este nuevo problema, BENEDICT -sin-orden , comparte

con las versiones anteriores el ob jetivo de encontrar mediante una búsqueda greedy el mejor

grafo según la función puntuación. La función puntuación será la misma que anteriormente.

La mejor con�guración, la que alcanza mejor valor, es aquélla que obtiene el menor valor de

discrepancia con los datos hallado durante el pro ceso de búsqueda. To do p ermanece igual,

salvo la forma de explorar el espacio que será distinta debido a que el espacio de búsqueda es

mucho mayor. Concretamente, la cardinalidad de este espacio puede expresarse mediante la

fórmula recursiva de Robinson [Rob77 ] para n no dos:

f ( n ) =

n

X

i =1

( � 1)

i +1

 

n

i

!

2

i ( n � i )

f ( n � i ) donde f (0) = 1 y f (1) = 1

De este total de con�guraciones p osibles, que son dags, no to das ellas son distintas entre sí, si-

no que las hay que son equivalentes [Chi95 ]. Dos con�guraciones son equivalentes (una puede

sustituir a la otra) sií ambas representan el mismo conjunto de indep endencias condiciona-

les [PV91]. Para p oner de mani�esto de qué equivalencias se trata, nos es de gran utilidad el

siguiente teorema [PV90a ]

Dos dags son equivalentes si y sólo sí tienen los mismos enlaces y los mismos nodos

cabeza-cabeza no emparejados.

Un no do cab eza-cab eza b , en la estructura a ! b  c es no emparejado si los no dos a y

c no son adyacentes. Con esto se puede comprobar que los dos grafos de la �gura 3.2 son

equivalentes.

El teorema anterior prop orciona un criterio grá�co para establecer una relación de equiva-

lencia con la que partir el espacio de búsqueda en clases de equivalencia. Esto nos lleva a que

una representación canónica natural de la clase de equivalencia, que representa los invariantes

de to dos los comp onentes de la clase, sea un grafo acíclico parcialmente dirigido

1

. Esto es lo

que denominan en [VP92 ] un pdag , que contiene tanto enlaces orientados como no orientados,

aunque no contiene ciclos dirigidos. La �gura 3.3 es el p dag representante de los grafos de la

�gura 3.2.

1

No es este el único formalismo p osible, los mismos autores en [PV90b] contemplan la presencia de varia-

bles o cultas, utilizan grafos acíclicos híbridos, que contienen enlaces no dirigidos, enlaces unidireccionales y

bidireccionales.
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c

b

a c

b

a

Figura 3.2: Dos con�guraciones equivalentes

c

b

a

Figura 3.3: Dag parcialmente orientado equivalente a los dos dags anteriores

Con estas consideraciones, el méto do de exploración de nuestro algoritmo va a tratar de

via jar en el espacio (sensiblemente menor) a través de las clases de equivalencia en lugar

de visitar cada una de las p osibles con�guraciones del espacio original; esto además nos va

a p ermitir explorar el espacio de forma más sistemática, como seguidamente mostraremos.

Aunque la gran mayoría de los algoritmos de aprendiza je de redes descritos en la literatura

buscan en el espacio de los dags, también se han descrito algunos algoritmos que realizan

la búsqueda en el espacio de las clases de equivalencia como pueden encontrarse en [VP92 ,

SRM95, Chi96 , LKMY96].

Sin la restricción de un orden sobre las variables, cuando se prueba a añadir un nuevo enlace

a la estructura, su dirección no viene predeterminada, sino que se tienen que considerar p or

separado las distintas op ciones existentes.

En principio, al decidir incluir una conexión entre dos no dos x e y , se puede p ensar que sólo

se tienen dos op ciones p osibles: la conexión x ! y o bien la x  y . En caso de que los dos

no dos estuvieran inconexos, ambas alternativas son equivalentes, la función puntuación de

BENEDICT daría el mismo valor a ambas alternativas, luego se p o dría elegir cualquiera de las

dos indistintamente.

Sup ongamos ahora que decidimos añadir una conexión entre x y z , de nuevo se tienen dos

p osibilidades x ! z o bien x  z , sin embargo las con�guraciones ahora p osibles ya no son

equivalentes:

z x ! y z x  y

z ! x ! y z  x ! y z ! x  y z  x  y

Si hubiésemos elegido la op ción de la izquierda, intro ducir primero x ! y , habríamos eli-

minado la p osibilidad de obtener el patrón z ! x  y de forma gratuita, con lo que el pro ceso

de búsqueda habría sido recortado, pues ya no sería capaz de explorar to das las alternativas

p osibles. Aunque hubiésemos elegido x  y , hubiese o currido lo mismo con resp ecto a algún

otro no do t , que se conectase con y .
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Nuestro propósito es intro ducir conexiones de mo do que no eliminemos con�guraciones

innecesariamente, así que en lugar de arcos, se van a intro ducir aristas que sirvan de plantilla

para patrones equivalentes. Volviendo a nuestro ejemplo anterior, primero se intro duciría la

arista x � y en vez del arco x  y o x ! y . A continuación, al añadir una conexión entre x y

z habría que considerar las dos op ciones siguientes: z � x � y y z ! x  y , donde

z � x � y representa a cualquiera z ! x ! y

de los patrones z  x ! y

z  x  y

Para estas dos op ciones la función puntuación sería evaluada de forma diferente, p ermitien-

do así distinguir la mejor con�guración de entre ellas.

Vamos a emplear la convención de que cuando aparezcan aristas, éstas van a representar cual-

quier combinación de arcos excepto patrones cab eza-cab eza; de esta manera exploramos una

sola vez la clase de equivalencia de la con�guración sin orientar, se retrasa así la orientación

al momento de un ap orte p osterior de información, nuevos arcos o aristas que intro duzcan

nuevas dep endencias o indep endencias. Po dría verse este enlace además de como un arco no

dirigido, con las propiedades de conectividad propias de aristas, como una ligadura dinámica

2

,

un recipiente que representa un conjunto de p osibilidades.

A diferencia del algoritmo BENEDICT - básico , donde un movimiento en el espacio de búsqueda

consiste sólo en añadir un arco al grafo actual, con la dirección determinada p or la ordenación,

en esta versión no ordenada, un movimiento en el espacio de búsqueda va a consistir en añadir

un enlace entre dos no dos junto con la dirección (o la falta de ella) a emplear.

Lo que necesitamos ahora es una forma sistemática de ver cuáles son las p osibilidades dis-

tintas que surgen como consecuencia de intro ducir una nueva conexión en el grafo para así

p o der ser evaluadas y comparadas. Dicho de otra manera, una forma de ver cuáles son las

clases de equivalencia `vecinas' a una dada, en el sentido de que se puedan obtener esas clases

vecinas a partir de la inicial, mediante un movimiento lo cal en el espacio de búsqueda: la

inserción de una conexión.

Veamos con un ejemplo las distintas con�guraciones a que puede dar lugar la intro ducción

de una conexión. Sup ongamos que en un paso intermedio del aprendiza je se tiene la situación

mostrada en la �gura 3.4. Entonces la intro ducción de una conexión entre x e y sobre esta

con�guración no implica una única clase de equivalencia, sino que origina un conjunto de clases

de equivalencia distintas que tiene que ser explorado. Para la situación descrita, se obtienen las

cuatro con�guraciones distintas que se muestran en la �gura 3.5. Una con�guración G

i

[ f x !

y g , una con�guración G

i

[ f x  y g sin intro ducir más no dos cab eza-cab eza, donde to dos

los adyacentes no orientados de x se p onen como hijos, y tantas con�guraciones distintas

2

Término extraído del paradigma de la programación orientada a ob jetos, que se emplea para indicar que

un ob jeto, en este caso un enlace se deja sin instanciar hasta más adelante.
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x y

Figura 3.4: x no tiene padres y dos adyacentes que no son hijos e y tiene un padre y un hijo

G

i

[ f x  y g con un no do más cab eza-cab eza como número de enlaces no orientados tenga

x , en este caso dos.

x y x y

x yx y

Figura 3.5: Con�guraciones vecinas por la conexión de x con y

En general, el número y tip o concreto de con�guraciones distintas a las que puede dar lugar

añadir una nueva conexión al grafo dep ende del número y tip o de los enlaces de los no dos que

se van a conectar. Para describir estos tip os de con�guraciones vamos a intro ducir la siguiente

notación: Dado un no do x :

�( x ) = f t j t ! x 2 G g , padres de x

C ( x ) = f t j x ! t 2 G g , hijos de x

A ( x ) = f t j t ! x 2 G; o bien x ! t 2 G o bien x � t 2 G g , adyacentes a x

si j � j representa la cardinalidad de un conjunto, de�nimos

px = j �( x ) j

cx = j C ( x ) j

dx = j A ( x ) j

Estos tres son los parámetros que vamos a considerar para cada uno de los dos no dos que se

quieren conectar, mediante los cuales se p o drá determinar el número y tip os de con�guraciones

vecinas que se originan p or esta conexión.

De la relación entre estos parámetros se cumple lo siguiente:
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px + cx � dx , y

si px 6= 0 ) px + cx = dx

La última sentencia signi�ca que si un no do tiene algún padre, entonces to das las aristas

adyacentes deb en estar orientadas.

Para describir la casuística a que dan lugar estos parámetros sobre x y sobre y (los no dos

que se quieren conectar), vamos a utilizar la siguiente tabla para su mejor comprensión.

Si px=0? No

Si dx � cx = 0 ? No

Si py = 0 ? No Si py = 0 ? No

Si dy � cy = 0 ? No 2 op ciones Si dy � cy = 0 ? No dx � cx + 2

1 op ción

� x � y

A

dy � cy + 1

op ciones

� x � y

� x ! y

uno sólo de los

adyacentes a y

no orientados,

se p one como

padre, el resto

como hijos

C

� x ! y

� x  y

B

dx � cx + 1

op ciones

� x � y

� x  y

uno sólo de

los adyacen-

tes a x no

orientados,

se p one co-

mo padre, el

resto como

hijos

G

dx � cx + dy �

cy + 1 op ciones

� x � y

� x ! y

uno sólo de los

adyacentes a y

no orientados,

se p one como

padre, el resto

como hijos

� x  y

uno sólo de los

adyacentes a x

no orientados,

se p one como

padre, el resto

como hijos

I

op ciones

� x ! y

� x  y

y to dos los

adyacentes a x

no orientados,

se p onen como

hijos

� x  y

uno sólo de los

adyacentes a x

no orientados,

se p one como

padre, el resto

como hijos

H

en

ta-

bla

si-

gui-

en-

te

Esta tabla (que p or razones de espacio ha sido fragmentada en dos) representa un árb ol

de decisión de nueve estados, etiquetados de A a I, éstos indican cómo conseguir las diferen-

tes con�guraciones vecinas que se originan con la adición de la conexión de x con y . Cómo

interpretar esta tabla: se llega a los distintos estados a través de las preguntas sobre alguno

de los parámetros, situadas en la parte alta de la misma, entonces se escoge la parte izquierda

(lo que sería la rama izquierda en el árb ol), caso de que la respuesta sea verdad, se escoge la

parte derecha en caso de que sea falsa.

Se puede observar en la tabla completa 3.1 que de los nueve estados, algunos de ellos son
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simétricos p or intercambio de los no dos x e y . Así, son simétricos los estados B y D, en amb os

estados uno de los no dos tiene un conjunto de padres vacío, y el otro no, y ninguno de ellos

tiene aristas; son simétricos los estados F y H, un no do no tiene el conjunto de padres vacío, el

otro sí y éste último tiene además alguna arista; y también los estados C y G, amb os conjuntos

de padres son vacíos y sólo uno de los no dos tiene aristas.

Si px=0? No

Si py = 0 ? No

Si dy � cy = 0 ? No 2 op ciones

en

ta-

bla

an-

te-

rior

2 op ciones

� x ! y

� x  y

D

dy � cy + 2 op ciones

� x  y

� x ! y

y to dos los ad-

yacentes a y no

orientados, se p o-

nen como hijos

� x ! y

uno sólo de los ad-

yacentes a y no

orientados, se p o-

ne como padre, el

resto como hijos

F

� x ! y

� x  y

E

Tabla 3.1: Tabla de estados que representa un árbol de decisión

De cara al diseño del nuevo algoritmo, ya tenemos, para cada uno de los enlaces candi-

datos, una forma sistemática de explorar to das las con�guraciones que origina establecer esa

conexión, para p o der ser evaluadas p or la función puntuación.

Veamos un ejemplo de cada uno de los estados (excepto simetrías), y las p osibles con�guracio-

nes que se originan, al tratar de conectar el no do x y el no do y en la con�guración de partida,

situada a la izquierda, en la �gura 3.6.

Hay que hacer aquí dos precisiones imp ortantes sobre las con�guraciones, debido a su

característica de ser parcialmente orientadas:

Primera, para que se siga cumpliendo que: si px 6= 0 ) px + cx = dx (cuando un no do

tiene algún padre, entonces to das las aristas adyacentes han de estar orientadas), en algunos de

los estados descritos hay que completar la con�guración, esto es, es el momento de instanciar

algunas de las ligaduras dinámicas de los no dos implicados. Este pro ceso de completar consiste

en desencadenar una orientación en cascada de las aristas hacia afuera a las que a alguno de
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sus no dos terminales le llega un arco.

Indicaremos p osteriormente para qué estados esto es necesario, p ero antes vamos a mostrar

un ejemplo. Consideremos la situación que se muestra en la �gura 3.7, en ella se quiere conectar

el par x; y , en esta situación ninguno tiene padres y sólo y tiene aristas (estado C). De entre

las tres con�guraciones p osibles ( dy � cy = 2 , ver tabla 3.1), al conectar x con y , se elige la

con�guración en la que hay un no do cab eza-cab eza, el no do y , esto es, x y z se convierten en

padres de y . El grafo en cuestión y el pro ceso de instanciación de las ligaduras dinámicas se

muestra en la misma �gura.

La segunda precisión es que es p osible que alguna de las con�guraciones anteriores deba

desecharse, p orque dé lugar a un ciclo dirigido, con lo que el grafo resultante no sería un dag.

Por ejemplo, consideremos la situación que se muestra en la �gura 3.8, en ella sólo el no do x

tiene padres e y tiene adyacentes que no son hijos, con esto queda determinado el estado F.

Sup ongamos además que de las cuatro con�guraciones para conectar x e y ( dy � cy = 2 ), se

prueba aquélla que no intro duce ningún no do cab eza-cab eza. Como p o demos observar, tras

completar la orientación, se obtiene un ciclo dirigido que invalida la con�guración.

No en to das las situaciones hay que completar ni se pro ducen ciclos, en algunas p o demos

sab er a priori que no pueden aparecer ciclos y se ahorra traba jo. Sin embargo hay situaciones

donde es p osible que puedan o currir, p or lo que en este caso estamos obligados a realizar un test

de detección de ciclos dirigidos. En la tabla 3.2 se listan, para cada una de las con�guraciones

de cada estado, el requerimiento o la falta de él (que se representa resp ectivamente con un 1

y un 0), de aplicar test de ciclos y completar, indep endientemente.

Verma y Pearl en [VP92] presentan un algoritmo para la construcción de un dag, en él

una vez establecidas to das las adyacencias y los no dos cab eza-cab eza (con lo que obtienen

un p dag), en la fase siguiente (fase 2) del algoritmo sólo �jan cuatro reglas o patrones (que

involucran a tres y cuatro no dos) para los que tienen restricciones su�cientes para orientar un

enlace. Se relega un mayor esfuerzo de búsqueda al pro ceso de completar, que ha de evitar en

to do momento crear ciclos dirigidos o intro ducir nuevos no dos cab eza-cab eza. En el caso de

que se incumpla alguna de estas dos restricciones durante el pro ceso de completar, se tienen

que deshacer to dos los cambios y restablecer el grafo a su estado anterior. Nuestro algoritmo

BENEDICT - sin-orden con una casuística mayor representada en las tablas 3.1 y 3.2 realiza los

dos pasos al tiemp o: mantener las restricciones y completar, evitando así las vueltas atrás y

velando p or la consistencia de la estructura con los datos. Para la implementación �nal de

BENEDICT - sin-orden cab e indicar que se parte del grafo completamente inconexo, considerado

éste como el mejor grafo. Al igual que en versiones anteriores, se entiende como mejor grafo

aquel grafo que minimice la medida de discrepancia entre el mo delo y los datos. También se

mantienen las medidas de discrepancia global y parcial del mo delo con los datos. Sin embargo

una diferencia notable proviene del hecho de que el algoritmo BENEDICT - sin-orden op era sobre

p dags; esta situación p o dría en principio o casionar problemas p orque el algoritmo Mínimo-

corte , que determina los conjuntos d-separadores mínimos está diseñado para traba jar con

grafos dirigidos acíclicos. Veremos que esto no representa ningún problema, y se puede mo-
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x y x yx y x yB, analogo para D
o

x y x y x y

x y

x y

x y

x y

o

oF,  analogo para H x y

o x y

x y

o

ox y

o x y

I

x y

A x y x y

x y

x yo

o

E, o

C, analogo para G x y x y

Figura 3.6: Ejemplo de con�guraciones para cada estado del á rbol
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x yx yx yx yx y
w w

z z

Figura 3.7: Transformación de una con�guración tras establ ecer una conexión x; y , y completar

x yx yx yx yx yx y

Figura 3.8: Transformación de una con�guración que da lugar a un ciclo dirigido

di�car el algoritmo Mínimo-corte de forma extremadamente simple para que pueda traba jar

con grafos parcialmente orientados. Para ello de�nimos primero el concepto de expansión

3

de

un p dag.

Sea G = ( U ; E [ R ) , un grafo dirigido acíclico parcialmente orientado, donde E representa

el conjunto de arcos y R el conjunto de aristas no orientadas. Diremos que el grafo dirigido

acíclico G

0

= ( U ; E

0

) es una expansión de G si se obtiene mediante una orientación de to das las

aristas compatible con G , es decir una orientación que no genera nuevas conexiones cab eza-

cab eza, y no contiene ciclos dirigidos. Más formalmente, G

0

deb e satisfacer las siguientes

condiciones:

� x ! y 2 E ) x ! y 2 E

0

; to dos los arcos de G están también en G

0

.

� x � y 2 R ) x ! y 2 E

0

o x  y 2 E

0

; to das las aristas de G se transforman en arcos

de G

0

.

� x ! y 2 E

0

) x ! y 2 E o x � y 2 R ; en G

0

no hay más enlaces directos que los que

había en G .

� x ! y 2 E

0

) x  y 62 E

0

; las aristas de G no pueden bidirigirse.

� x ! y 2 E

0

y x ! y 62 E ) 8 t 2 U n f x; y g t ! y 62 E

0

; no se añaden nuevas

conexiones cab eza-cab eza.

3

Traducción libre del término extension acuñado p or Verma y Pearl en [VP92 ] que nosotros formalizamos

aquí.
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Estado con�g1 Test Compl. con�g2 Test Compl. con�g3 Test Compl.

A x � y 0 0

B x ! y 0 0 x  y 1 0

D x ! y 1 0 x  y 0 0

C x � y 0 0 x ! y 0 1

G x � y 0 0 x  y 0 1

E x ! y 1 0 x  y 1 0

F x  y 0 0

x ! y

to dos los

A ( y ) como

hijos

1 1

x ! y

un A ( y )

como padre,

resto hijos

1 1

H x ! y 0 0

x  y

to dos los

A ( x ) como

hijos

1 1

x  y

un A ( x )

como padre,

resto hijos

1 1

I x � y 1 0 x  y 1 1 x ! y 1 1

Tabla 3.2: Proceso de completar y de test de ciclos dirigidos para cada con�guración de cada estado

Teniendo en cuenta el criterio grá�co de [PV90a ] para determinar la equivalencia entre dos

mo delos, se deduce inmediatamente que to das las expansiones de un p dag son equivalentes,

p or lo que p o demos elegir cualquiera de ellas como substituto del p dag. No obstante, vamos

a mostrar que durante dicho pro ceso no es realmente necesario expandir el p dag con ob jeto

de aplicar el algoritmo Mínimo-corte , sino que p o demos traba jar directamente con el grafo

parcialmente orientado, mo di�cando ligeramente dicho algoritmo

4

. La diferencia sustancial

estriba en el grafo ancestral sobre el que realizar la búsqueda del mínimo conjunto d-separador

para un par de no dos. Concretamente hay que rede�nir el concepto de menor conjunto ances-

tral que contiene a un sub conjunto de no dos X , An ( X ) .

Ya se de�nió para un dag el conjunto de ancestros de un no do x; an ( x ) , como el conjunto

de no dos desde los que existe un camino dirigido hasta x . Este mismo concepto se puede

mantener para p dags. Pero hay que hablar de un nuevo concepto, el conjunto de adyacentes

de un no do x , ad ( x ) , que de�nimos como el conjunto de no dos para los que existe una cadena

(formada sólo p or aristas) que los une con x . Entonces de�nimos el conjunto de ancestros

expandido de un no do x , que notamos

�

an ( x ) , mediante

�

an ( x ) = an ( x ) [ ( [

z 2f x g[ an ( x )

ad ( z ))

es decir, aquellos no dos que o bien son ancestros de x o bien están conectados mediante cadenas

con algún ancestro de x o al propio x . Empleando este concepto de�nimos ahora el menor

conjunto ancestral expandido que contiene a un conjunto de no dos X en un p dag G ,

�

An

G

( X ) ,

4

El concepto de d-separación en un p dag se de�ne de forma obvia.
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como:

�

An

G

( X ) = X [ ( [

x 2 X

�

an ( x ) )

Con estas de�niciones se pueden probar los siguientes resultados (análogos a los obtenidos

en la sección 2.3:

Sea G un grafo dirigido acíclico parcialmente orientado y sea G

0

cualquier expan-

sión de G .

Sean X ; Y � U ; H = G �

An

G

( X [ Y )

; H

0

= G

0

An

G

0

( X [ Y )

, entonces

i) An

G

0
( X [ Y ) �

�

An

G

( X [ Y )

ii) si Z � An

G

0
( X [ Y ) entonces h X ; Y j Z i

d

H

, h X ; Y j Z i

d

H

0

iii) h X ; Y j Z i

d

H

y :h X ; Y j Z

0

i

d

H

8 Z

0

� Z ) Z � An

G

0 ( X [ Y )

Empleando estos resultados de forma combinada con los obtenidos en la sección 2 : 3 , p o-

demos deducir que el problema de encontrar un conjunto d-separador de tamaño mínimo

para X e Y en G

0

es equivalente a encontrar un conjunto separador de tamaño mínimo en

H

m

= ( G �

An

G

( X [ Y )

)

m

. Como consecuencia p o demos traba jar directamente con el p dag G ,

en lugar de con alguna de sus expansiones G

0

: únicamente necesitamos mo di�car el algorit-

mo Mínimo-corte para que utilice el concepto de conjunto de ancestros expandido en lugar

del conjunto de ancestros. El resto del pro ceso es idéntico al de la situación de un grafo

completamente dirigido.

Ya tenemos descritos los elementos esenciales para navegar p or el nuevo espacio de búsque-

da, ampliado con la eliminación del orden entre las variables. Vamos a ver cómo se integran en

el diseño del algoritmo BENEDICT -sin-orden , que se exp one a continuación: la parte del pro ceso

de búsqueda que representa el árb ol de decisión de la tabla 3.1 se re�eja en el nuevo algoritmo

mediante la función estado . Esta función tiene como entrada los no dos a conectar x

i

; x

j

(pro-

cedentes de un enlace candidato de L ) de los que extrae el valor de los parámetros necesarios

( px; dx : : : ) para determinar el estado que le corresp onde y el conjunto de las con�guraciones

a considerar, el conjunto C , que constituye la salida de la función.

La función tipo-enlace devuelve el tip o de enlace que conecta x

i

con x

j

en la con�guración

c 2 C .

La decisión de aplicar un test de detección de ciclos dirigidos y/o de aplicar el pro ceso de

completar representado en la tabla 3.2 se encuentran re�ejados en la función pl etar , que toma

como entrada el grafo actual, G

0

i

y c . Si da lugar a una estructura de red válida se pro cede

a su evaluación (y a completarla si pro cede), en caso contrario (no se trata de un dag) no se

considera.

Por último, al �nal del pro ceso de búsqueda se obtiene un grafo en principio parcialmente

orientado, si no se tiene su�ciente información para orientar to dos los enlaces. Por ello para

terminar se aplica un pro cedimiento para la expansión del p dag a un dag mediante el pro cedi-

miento Extender . Este pro cedimiento busca darle una orientación a cada enlace no orientado
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sin crear ciclos dirigidos ni no dos cab eza-cab eza.

Las entradas a nuestro algoritmo son ahora el conjunto U = f x

1

; x

2

: : : x

n

g , y D , un con-

junto de muestras sobre las variables.

Algoritmo BENEDICT -sin-orden

1. Se �ja G

0

� ( U ; E

0

) , donde U = f x

1

; x

2

: : : x

n

g ; E

0

:= ;

2. Se �ja L = f x

k

� x

j

t.q. 8 j 8 k ; j 6= k g

3. g := 0

4. Para cada enlace x

j

� x

k

2 L hacer

(4.1) g := g + D ep ( x

j

; x

k

j; )

5. min := g

6. i := 1

7. Mientras no parar hacer

(7.1) Para cada enlace x

k

� x

j

2 L hacer

7.1.1. Para cada con�guración c 2 C := estado ( x

k

; x

j

) hacer

7.1.1.1. T := tipo-enlace ( c; x

k

; x

j

)

7.1.1.2. G

0

i

= ( U ; E

i � 1

[ T )

7.1.1.3. si pl etar ( c; G

0

i

) entonces {si es un pdag válido}

g := 0 {procede a su evaluación}

Para cada enlace x

t

� x

s

2 L nf x

k

� x

j

g hacer

S

G

0

i

( x

s

; x

t

) := Mínimo-corte ( x

s

; x

t

)

g := g + D ep ( x

t

; x

s

j S

G

0

i

( x

s

; x

t

))

si g < min entonces {mejor con�guración}

min := g

X := x

j

Y := x

k

T E := T

(7.2) E

i

:= E

i � 1

[ T E

(7.3) L := L nf X � Y g

(7.4) i := i + 1

8. Extender( G

i

)

9. Exploración por clases de equivalencia de estructuras
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3.4 Tamaño óptimo de la red

Dado un problema en el que intervienen un número n de variables, si nuestro prop ósito es

representarlo grá�camente mediante una red, necesitamos un conjunto de n no dos y un con-

junto de enlaces; el número y los enlaces presentes pueden ser variables, dep endiendo de la

fuente de construcción de la red (el exp erto), o bien del medio p or el que se haya aprendido la

misma (el algoritmo concreto empleado). Lógicamente, los algoritmos que usan formalismos

menos restrictivos pueden alcanzar redes más densas, como los presentes en [HC90 , CH92 ]

entre otros, sobre grafos generales, los de [GPP93 , CH95, CH97 ] para grafos simples ..., frente

a los algoritmos en [CL68 , RP87, ACG

+

91b , CH93, Cam98 ] cuyos resultados son árb oles y

p oliárb oles. Con este abanico de p osibilidades se pueden obtener desde redes p o co densas,

escasas en el número de arcos, hasta redes densas, que tienen un promedio alto de arcos p or

número de no dos en la red.

Desde el punto de vista computacional, las redes densas resultan muy costosas de gestionar,

debido al gran número de parámetros a almacenar, elicitar

5

, aprender, estimar, propagar . . .

tanto en pro cesos de obtención de la red como en pro cesos de explotación de la misma. A

tenor del asp ecto que más nos interesa de las redes causales en esta memoria, el aprendiza je,

la densidad de la red redunda también en el tamaño del conjunto de entrenamiento, a mayor

densidad mayor tamaño se requiere para obtener estimaciones �ables de los parámetros.

Desde otro punto de vista, también relacionado con el aprendiza je, estudios empíricos mues-

tran que las redes densas tienden al sobre-a juste de los datos, tanto las obtenidas mediante

una función puntuación relativa al éxito de clasi�cación como con otras medidas [SL98 , AC94 ].

Esto se traduce, p or ejemplo, en altas tasas de éxito de clasi�cación sobre las muestras de en-

trenamiento, la red se sobre-esp ecializa en los datos de entrenamiento, aunque p or el contrario

alcanza unas tasas comparativamente mucho más ba jas sobre otras muestras indep endientes,

pro cedentes de la misma p oblación. El sobre-a juste puede deb erse a que se satura la estructura

con más arcos de los que serían necesarios para representar las indep endencias presentes en la

p oblación de la que provienen los datos y p or tanto los parámetros que se estiman a partir de

tal estructura se esp ecializan en los datos usados para el entrenamiento. El resultado del pro-

cedimiento de aprendiza je es una estructura que se ciñe mucho a los datos de entrenamiento,

luego los representa muy bien y bien p o dría ser un I-map no minimal.

Las redes p o co densas, p or el contrario, si son aprendidas, pueden provenir de una infrau-

tilización de los datos; en general necesitan un menor esfuerzo computacional, p ero no son

capaces de representar exclusivamente las indep endencias presentes en los datos. Un buen

ejemplo de ello es el clasi�cador bayesiano, cono cido como ingenuo-bayes, Naive Bayes descri-

to en [DH73], que puede ser mo delizado mediante una red de n variables y n � 1 enlaces, to dos

saliendo de una variable hacia cada una de las variables restantes. Para establecer este grafo

se hace una fuerte sup osición, muy p o co realista, p or la que to das las variables son condicio-

5

Heckerman en [Hec91 ], agradece profusamente al equip o médico que traba jó con él en la construcción de

una red para el diagnóstico de 63 enfermedades de los ganglios linfáticos, en el que se tuvieron que evaluar un

total de 74.854 probabilidades condicionadas.



3.4. Tamaño óptimo de la red 79

nalmente indep endientes dado el valor de la variable de la que emanan to dos los enlaces. Sin

embargo, a p esar de esta restricción este grafo resulta sorprendentemente comp etitivo como

clasi�cador [FG96a , MST94 ], resp ecto a otras herramientas más complejas.

Para ilustrar el problema de la saturación de la estructura o del sobre-a juste de la misma a

los datos que se pro duce en el pro ceso de aprendiza je, reutilizaremos el exp erimento empleado

para describir el funcionamiento del algoritmo básico (página 34) que consistía en aprender

una red a partir de un conjunto de entrenamiento mediante el algoritmo BENEDICT - básico .

En la misma sección mostramos la sucesión de grafos obtenida p or el mencionado algoritmo

hasta obtener el grafo G

8

, que coincide con la red 1263 que se quería recup erar. Pero en el

paso 7 del algoritmo BENEDICT - básico , de la instrucción: Mientras no parar , no se desprende

que el último grafo de la sucesión sea precisamente G

8

. En realidad si continuamos con el

pro ceso de aprendiza je a partir de donde lo dejamos, y seguimos con la inserción del mejor

arco obtendríamos, entre otros, los grafos que se muestran en la �gura 3.9.

X1

X2

X5

X7

X3

X4

X6

X1

X2

X5

X7X4

X6

X3
. . .

G

9

) G

10

)

. . .

X1

X2

X5

X7X4

X6

X3

X1

X2

X5

X7X4

X6

X3

G

20

) G

21

) Grafo completo, 21 enlaces

Figura 3.9: Componentes de la sucesión de grafos del proceso de aprendizaje

Como se inserta en cada iteración el mejor arco de los arcos candidatos, de forma natural el

pro ceso se detiene, esto es, parar = verdad , cuando ya no se puede colo car ningún arco más,
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p orque ya están to dos. De esta forma, si se tiene un conjunto de n variables en U , la sucesión

de grafos obtenida mediante el algoritmo BENEDICT - básico es

G

0

� G

1

� G

2

: : : � G

n ( n � 1) = 2

tal que cada término de la sucesión G

i

es un subgrafo de G

i +1

.

En nuestro exp erimento, el último grafo será el grafo completo, donde están to dos los arcos,

éste es el grafo G

21

, de la �gura 3.9.

Terminar en el grafo completo no es de ninguna utilidad, pues aparte de los inconvenientes

mencionados p or ser la estructura más densa de cuantas son p osibles, este grafo, carente de

to da indep endencia explícita, tiene la capacidad de representar la distribución de los datos de

entrenamiento o cualquier otra.

Otro inconveniente, relacionado con el anterior, de saturar demasiado la estructura en el

pro ceso de aprendiza je, es que a partir de un cierto número de arcos, el aumento de complejidad

de la estructura no se corresp onde con un aumento en la tasa de éxitos de clasi�cación.

En la grá�ca siguiente, �gura 3.10 p o demos seguir la evolución de la tasa de éxito de

clasi�cación para una determinada variable del problema, aso ciada a cada uno de los grafos

de la sucesión G

0

� G

1

� G

2

: : : � G

21

de nuestro exp erimento. Parte de un 70% de éxitos

(de bien clasi�cados) para el grafo inconexo, sub en las tasas de éxito para G

1

, y de nuevo para

G

6

, con un éxito de clasi�cación del 92.1% manteniéndose hasta alcanzar una tasa del 92.6%

con el grafo G

10

. A partir de ahí se mantiene este mismo p orcenta je de éxito de clasi�cación

p or más arcos que se vayan incorp orando a la estructura.
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Figura 3.10: Éxito de clasi�cación sobre la sucesión de graf os

Entre redes densas con gran p o der de representación de los datos, y redes p o co densas

más op erativas, se nos plantea el problema de hallar la complejidad óptima de la red .

Entendiendo esta optimalidad como el mejor balance entre la complejidad de la estructura de

la red y el p o der de representación que tiene ésta de los datos. Lamentablemente aprender

una red bayesiana general a partir de unos datos es un problema NP-duro [CGH94 ], p or lo

que plantearnos el problema de hallar su complejidad óptima de forma sistemática se hace
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inviable, p or ello se imp one emplear un méto do greedy o de aproximación, aunque con ello no

tengamos garantía de alcanzar la mejor red.

Obtener una red de tamaño aceptable, aparte de to das las venta jas que se deducen de

lo expuesto, desde el punto de vista del análisis de datos, simpli�ca principalmente su inter-

pretación, al tener una complejidad más reducida a la vez que aumenta su �abilidad como

representante de los datos. Luego con la �nalidad de alcanzar estos b ene�cios para las redes

obtenidas p or los algoritmos BENEDICT , se van a plantear a continuación diversos enfo ques en-

caminados a obtener una complejidad de la estructura aceptable aunque ésta no sea la óptima.

Estos enfo ques se pueden agrupar en tres diferentes prop ósitos:

Encontrar una regla de parada para el pro ceso de búsqueda.

Para lo cual se prop onen varias alternativas

� méto do ad ho c, mediante el empleo de umbrales

� mediante la utilización de tests de indep endencia

� cuando no se consiga mejorar la función de puntuación

Aplicar un méto do de p o da.

Este méto do deja que se expanda la red hasta cierto nivel de sobre-a juste y luego

pro cede a eliminar los enlaces menos fuertes o más sup er�uos.

Cambiar de medida.

El problema del sobre-a juste se deb e en parte al tip o de medida empleada en la

función de discrepancia de la red con los datos.

To das estas alternativas van a determinar, de forma diferente, el número de veces que se van a

rep etir los pro cesos de inserción de un arco y de evaluación del grafo, comunes amb os a to dos

los algoritmos presentados en este capítulo.

3.4.1 La regla de parada

Como hemos visto sobre el ejemplo anterior, la complejidad de la estructura aumenta en

cada iteración del algoritmo, se trata p or tanto de determinar cuándo se ha alcanzado la

complejidad óptima, o dicho de otra manera, cuándo detener el proceso de aprendizaje . Las

diversas alternativas que vamos a presentar aquí tienen en común que son esp ecí�cas a la

función puntuación empleada en el pro ceso de búsqueda.

Recordemos que nuestra medida de discrepancia global, g ( G; D ) , que es la suma de las

medidas de discrepancia entre cada aserto de indep endencia grá�ca del mo delo h X ; Y ; j Z i

G

y las presentes en los datos (esta discrepancia la notábamos como D ep ( X ; Y j Z ) ), p ermanece

aún sin ser de�nida. Se pueden utilizar numerosas y muy diversas funciones para medir la

discrepancia entre un aserto de indep endencia condicional y los datos, como las que se encuen-

tran catalogadas en [ACG

+

91b , ACG

+

92, Weh96 ], y otras pro cedentes de otros formalismos
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adaptados al formalismo probabilístico [Gui93 ]. En nuestro caso hemos escogido la entropía

cruzada, también cono cida como el indicador de Kullback-Leibler [KL51 ], que mide el grado

de dep endencia entre X e Y dado que se cono ce Z . Esta medida, junto con la entropía de

Shannon (de la que se deriva) y sus p osibles extensiones, son las que tienen el mayor número

de propiedades deseables para una medida de dep endencia. La entropía de Kullback-Leibler

se de�ne de la siguiente forma:

D ep ( X ; Y j Z ) =

X

x;y ;z

P ( x; y ; z ) log

P ( x; y j z )

P ( x j z ) P ( y j z )

(3.1)

donde x; y ; z denotan instancias del conjunto de variables X , Y y Z resp ectivamente y las

probabilidades son las estimadas a partir de los datos. La medida D ep , para el par de no dos

X , Y cono cido Z (que interpretamos como medida de discrepancia de la indep endencia que

se trata de evaluar y el sop orte que tiene ésta en los datos) cumple que a menor valor, cero o

cercano a cero, menor discrepancia, más cierta es la hipótesis de que la indep endencia de X ; Y

dado Z sea sop ortada p or los datos. Por contra, a mayor valor, más dep endientes se muestran

X e Y dado Z . Teniendo esto como referencia, pro cedemos a describir diversos méto dos para

elab orar una regla de parada.

� Empleo de umbrales

La primera alternativa que vamos a presentar, p or ser la más simple, es un méto do ad

ho c, que hace uso de umbrales para detener el pro ceso de aprendiza je.

Una vez intro ducida la técnica de los conjuntos mínimos d-separadores para calcular la

medida de discrepancia global g ( G; D ) , en cualquiera de los algoritmos de la sección 3.2,

ésta queda determinada como la sumatoria de las medidas de discrepancia entre cada

aserto de indep endencia condicional de pares de variables no conexas en el grafo G y

la distribución de los datos (aunque para BENEDICT - creciente se omitan términos p or

e�ciencia). Expresado numéricamente :

g ( G; D ) =

X

i

X

j

D ep ( x

j

; x

i

j S

G

( x

i

; x

j

)) t:q : 8 i 8 j; x

i

� x

j

62 E

G

Siendo D ep la medida de discrepancia recién de�nida, y S

G

el conjunto mínimo d-

separador de x

i

y x

j

, hallado p or el algoritmo Mínimo-corte ya cono cido.

Como en la medida de discrepancia global se suman sólo los valores D ep para los pa-

res que están d-separados en el grafo, términos to dos ellos p ositivos, al grafo inconexo

le corresp onde el valor más alto de g ( G; D ) , pues es cuando se suman mayor número

de términos. A medida que se van insertando arcos se van eliminando términos de la

sumatoria a la vez que se van transformando otros

6

, p or lo que se mo di�ca el valor de

6

esto sucede cuando cambia el conjunto separador, para mayor detalle ver página 61.
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la función al crear nuevas conexiones. Por tanto esta función, aunque no tiene necesa-

riamente que serlo, tiende a ser decreciente hasta alcanzar el valor cero, cuando bien

no quedan más arcos p or p oner, o bien se da el caso de que la distribución estimada es

exacta a la de los datos.

En la grá�ca siguiente, �gura 3.11, p o demos seguir la evolución del valor de la función

de discrepancia global aso ciada a cada uno de los grafos de la sucesión G

0

: : : G

21

de

nuestro exp erimento inicial.

0
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Figura 3.11: Valor de g ( G

i

; D ) para cada término de la sucesión de grafos

Como p o demos observar, al insertar arcos sucesivamente, el valor de discrepancia del

grafo resp ecto de la base de datos, la función g ( G

i

; D ) , tiende a disminuir, aunque pueden

o currir situaciones en las que insertar un nuevo arco incrementa la discrepancia resp ecto

del anterior, éste es el caso de G

12

; G

15

y G

20

que sup eran en valor al grafo anterior

en la sucesión. Como hemos indicado, con la regla de parada p or defecto, se alcanza

inevitablemente el grafo completo. Es conveniente p or tanto detener el pro ceso antes de

que la función alcance el cero absoluto p or máxima saturación de la estructura, esto es,

parar cuando la función alcance un valor � próximo a cero. Si este valor es demasiado

p equeño, muy próximo a cero, nos dará una red demasiado densa o sencillamente la red

completa

Por el contrario, con un valor grande para � , p o dríamos detener el pro ceso antes de que

la red esté saturada, y obtener redes menos densas, con muchas más indep endencias; sin

embargo, p o dría darse el caso de que se haya detenido demasiado pronto el pro ceso, y se

hayan mantenido unas indep endencias que no son ciertas en la distribución de los datos.

Así, variando el valor de � obtenemos redes que van desde la totalmente inconexa a la

red completa como se puede ver en la siguiente tabla, tabla 3.3.

Sobre los datos que �guran en la tabla se puede observar, para valores crecientes de � , la

densidad de la red en número de arcos, las indep endencias explícitas presentes y el valor

de la medida de discrepancia global para tal con�guración. Además, para dar una idea

del esfuerzo empleado en la evaluación de cada con�guración durante to do el pro ceso, se

acompaña con el número de marginales, condicionales de orden uno, dos, tres o mayor de
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tres implicadas en la función D ep . Como vemos, el umbral es crítico para la complejidad

de la red.

De las propiedades de la medida se deduce que el valor de g ( G

i

; D ) está acotado en el

intervalo [0 ; g ( G

0

; D )] , luego deb e hab er un punto en ese intervalo en el que se alcance

en promedio la complejidad óptima de una red. En los exp erimentos realizados hemos

elegido como valor para el umbral � una fracción del valor de la discrepancia inicial

g ( G

0

; D ) .

Otra alternativa para la regla de parada, es utilizar un umbral para la variación de la

discrepancia global sobre grafos sucesivos. Esta alternativa considera la región de la

curva (ver �gura 3.11) en la que se mantiene más o menos estable. Como vemos, se

pro duce un decrecimiento rápido de la discrepancia, debido a que cada enlace que se iba

intro duciendo se corresp ondía con una fuerte medida de dep endencia; le sigue una región

en la que al insertar un nuevo arco la medida de puntuación puede decrecer muy lige-

ramente, mantenerse en el mismo valor o incluso llegar a emp eorar, lo que es indicativo

de que el aumento de complejidad de la estructura no se corresp onde con una mejora en

la puntuación, es el momento de parar. Se plantea pues comprobar, en caso de hab er

decrecimiento en la discrepancia, si este decrecimiento es signi�cativo, en caso contrario

se desestima el aumento de complejidad. De nuevo es necesario dar un valor del umbral

a partir del cual resulta signi�cativa la mejora o es despreciable.

De la misma forma que se hizo para el umbral � para los exp erimentos realizados, hemos

elegido como valor para el umbral � para el decrecimiento de g ( G

i

; D ) � g ( G

i +1

; D ) una

fracción del valor de la discrepancia inicial g ( G

0

; D ) .

De forma similar al caso anterior, la estructura resultante es sensible al valor del umbral.

Con un valor p equeño se siguen insertando arcos siempre que haya mejora, pudiendo

llegar al valor cero para la función de discrepancia en el caso de que la función sea

monótona decreciente, mientras que con un valor elevado de � se detiene antes el pro ceso.

� N. Arc Indeps g ( G; D ) M ar g in: C ondic

1

C ondic

2

C ondic

3

C ondic

> =4

0.00001 21 0 0.000000 21 40 18 11 12

0.00005 21 0 0.000000 21 40 18 11 12

0.00010 21 0 0.000000 21 40 18 11 12

0.00050 16 5 0.000367 21 40 18 11 11

0.00100 16 5 0.000367 21 40 18 11 11

0.00500 13 8 0.003157 21 40 18 10 7

0.01000 11 8 0.009176 21 40 11 5 2

0.05000 6 17 0.039943 21 37 1 0 0

Tabla 3.3: Impacto del umbral para las independencias
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Los dos criterios descritos detienen el pro ceso de búsqueda del mejor grafo en condiciones

diferentes, el primero cuando se ha alcanzado la puntuación ob jetivo, el segundo cuando

la mejora deja de ser signi�cativa o es nula. Por tanto como primera regla de parada se

adoptó una combinación de los dos criterios indicados. En forma algorítmica, se sustituye

la instrucción: Mientras no parar hacer de los diferentes algoritmos BENEDICT p or

Mientras g ( G

i

; D ) > � y ( g ( G

i

; D ) � g ( G

i +1

; D )) > � hacer

Con los valores para � y � pre�jados.

Un enfo que muy distinto para elab orar una regla de parada, en la forma en que fue

utilizado para árb oles de clasi�cación en [BFOS84 ], es considerar los dos elementos a

tener en cuenta en el balance para hallar el tamaño óptimo, la distancia de la estruc-

tura a los datos y la complejidad de la estructura que lo alcanza, lo que más tarde se

dio a cono cer como Principio de mínima longitud de descrip ción [Ris78, Ris86] y fue

empleado en [Bou93 , Suz93 , LB94 , FG96b ]. En el pro ceso de insertar arcos uno a uno,

la complejidad del grafo, medida en términos del número de parámetros necesarios para

representar la distribución, no aumenta linealmente, sino que dep endiendo del número de

casos y del número de padres de las variables implicadas, aumenta de forma escalonada,

aumentando de forma drástica con el número de padres.

Si tomamos como función de complejidad el número de parámetros necesarios para cuan-

ti�car una red, analíticamente :

C ( G ) =

X

x

i

k � ( x

i

) k ( k x

i

k � 1)

donde se suman para cada una de las variables del grafo G , el pro ducto del número de

casos menos uno, de la variable, p or el número de con�guraciones de los padres. k � ( x

i

) k

es el número de combinaciones de los casos de los padres, si la variable no tiene padres este

valor es 1. Si se aplica la función de complejidad a los términos de la sucesión de grafos

que se obtiene durante el pro ceso de aprendiza je se cumple la siguiente desigualdad:

C ( G

0

) < C ( G

1

) < : : : < C ( G

n ( n � 1) = 2

) . Como ejemplo ver la �gura 3.12 para apreciar la

evolución de la complejidad para los distintos grafos de la sucesión.

Tomando de nuevo la sucesión de grafos obtenida del exp erimento inicial hasta llegar al

grafo completo, se muestra en la tabla 3.4 cómo la inclusión de un nuevo arco en cada

paso, incremento lineal, da lugar a diferentes incrementos de la complejidad. D if ( G

i

)

indica el incremento en complejidad resp ecto del grafo anterior, y da idea del tamaño

del conjunto de padres al que se ha incorp orado el arco.

Si analizamos el comp ortamiento de los elementos que contribuyen a la optimalidad del

grafo, tenemos que la medida de complejidad es estrictamente creciente con el número

de arcos y p or otro lado que la medida de discrepancia global tiende a ser decreciente,



86 Capítulo 3. Algoritmos de Aprendizaje de Redes de Creencia

0

50

100

150

200

250

0 5 10 15 20

C
o
m

p
le

ji
d
a
d

N. Arcos

"comple0.dat"

Figura 3.12: Valor de la función de complejidad sobre la sucesión de grafos

G

i

C ( G

i

) D if ( G

i

) G

i

C ( G

i

) D if ( G

i

)

0 7 * 11 34 4

1 8 1 12 38 4

2 9 1 13 39 1

3 10 1 14 41 2

4 12 2 15 57 16

5 14 2 16 65 8

6 16 2 17 97 32

7 17 1 18 113 16

8 18 1 19 115 2

9 22 4 20 119 4

10 30 8 21 127 8

Tabla 3.4: Complejidad y aumento de complejidad

con ambas se puede elab orar un ratio R de la forma:

R ( G

i

) =

g ( G

0

; D ) � g ( G

i

; D )

C ( G

i

) � C ( G

0

)

De forma similar a las anteriores, para utilizar esta medida es necesario dar un umbral

 , para determinar si al aumento de complejidad le corresp onde un b ene�cio su�ciente

en la representación de la aproximación de la estructura. De esta forma, se elab ora

un nuevo criterio de parada que no sólo tiene en cuenta el número de arcos, sino el

aumento de complejidad que pro duce un determinado arco (el mejor), y si éste no es lo

su�cientemente bueno, se desestima. La nueva regla de parada es:

Mientras R ( G

i

) >  hacer ...

De nuevo, el valor promedio para el umbral, que en este caso denominaremos  , que se ha

tomado en los exp erimentos de la sección 3.5 es una fracción del valor de la discrepancia
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inicial g ( G

0

; D ) .

To dos estos criterios adolecen del inconveniente de que la estructura es muy sensible al

valor de los umbrales, variando el valor de �; � y  se puede obtener cualquier dag en

el rango que va del totalmente inconexo hasta el p o co útil grafo completo. Además,

estos valores tan críticos intro ducidos ad ho c, requieren de un cono cimiento a priori para

elegir el valor más adecuado. Para evitar esto vamos a plantear un criterio de parada

más elab orado.

� Regla de parada basada en tests de indep endencia

Vamos a considerar otra forma de ab ordar el problema del sobrea juste de la estructura

a los datos, mediante el uso de tests de indep endencia. Para ello acudimos de nuevo

al criterio de indep endencia que consiste en intentar representar en la estructura las

indep endencias presentes en los datos, al tiemp o que se intenta reducir las discrepancias

de la estructura a los datos.

En lugar de determinar el momento de detener el pro ceso de búsqueda p or degradación

de la estructura, o p or consecución del ob jetivo, p or medio de umbrales, se pretende

restringir el pro ceso de búsqueda al conjunto de estructuras coherentes con las indep en-

dencias sop ortadas p or los datos que se van a extraer en el mismo pro ceso de búsqueda.

Para plantear la nueva regla de parada basada en tests de indep endencia, es necesario

recordar que para el desarrollo de nuestro algoritmo inicialmente to dos los enlaces, L =

f x

i

� x

j

; 8 x

i

; 8 x

j

; x

i

6= x

j

g , o sólo los arcos compatibles con el orden si lo hubiere

L = f x

j

! x

i

j x

j

<

l

x

i

g , son candidatos a ser integrados en la estructura, aunque

muchos de ellos habrán de ser descartados; para ello se obtiene el valor de dep endencia

de cada par de variables implicadas en to do enlace candidato, dada la con�guración

inicial, D ep ( x

i

; x

j

j; ) , y en el caso de que este valor sea considerado cero, se acepta la

hipótesis de indep endencia marginal de x

i

y x

j

, p or lo que el enlace x

i

� x

j

se desestima

en lo sucesivo. Así, en una primera etapa hemos eliminado algunos enlaces del conjunto

L y entre los restantes, que siguen siendo candidatos, se busca el mejor enlace a p oner,

igual a como se pro cedía anteriormente. Tras hab er seleccionado el mejor enlace y hab er

sido intro ducido en la estructura, se revisan los enlaces candidatos restantes a la luz del

nuevo ap orte de información (la con�guración actual), a ver si se puede desechar alguno

p or encontrarse indep endientes los no dos extremos. Para determinar la veracidad o

falsedad de esta sup osición de indep endencia, p o demos realizar un test de indep endencia

condicional empleando el valor de D ep ( x

i

; x

j

j S

G

( x

i

; x

j

)) ya calculado para la selección

del mejor arco, y el estimador �

2

. Por [Kul68 ] se sab e que el estadístico 2 N D ep ( x

i

; x

j

j Z )

se aproxima a una distribución �

2

con k Z k ( k x

i

k � 1) � ( k x

j

k � 1) grados de lib ertad,

donde N es el número de muestras del conjunto de entrenamiento y k Z k representa el

número de valores p osibles para el conjunto de variables Z . En nuestro caso el valor del

estadístico empleado para establecer el test, D ep ( x

i

; x

j

j S

G

( x

i

; x

j

)) , ya calculado, es el
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valor de dep endencia de x

i

y x

j

dado el mínimo conjunto d-separador en la estructura

con el nuevo arco incluido en la misma. De esta forma sobre la nueva estructura (en

la que ha p o dido cambiar el estado de cosas), se pueden hallar indep endientes algunas

variables (p orque hayan sup erado el test) sobre las que no se p o día aseverar nada acerca

de su dep endencia o indep endencia en etapas anteriores; y se eliminan p or tanto los

enlaces corresp ondientes del conjunto L pues ya no hay p or qué considerarlos más como

enlaces candidatos. Para aplicar el test de indep endencia sólo nos queda un parámetro

libre, el nivel de con�anza, 1 � � , para el que hemos empleado un valor de 0 : 99 en

nuestros exp erimentos.

La regla de parada basada en tests de indep endencia consiste en detener el pro ceso cuan-

do el conjunto L esté vacío, en este caso to dos los arcos candidatos han sido evaluados

y seleccionados en alguna o casión, y o bien se desestimaron p or hallarse indep endientes

los no dos implicados o bien fueron incluidos en la estructura como mejor arco en alguna

iteración. La regla de parada, en forma algorítmica, es:

Mientras L 6= ; hacer . . .

En esta o casión si se llega al grafo completo durante el aprendiza je, es p orque no se

encontró indep endencia alguna en los datos, durante to do el pro ceso de evaluación de

los enlaces candidatos para ser intro ducidos en la estructura. Esta regla de parada es

ciega (miop e), pues no observa la evolución de la medida de discrepancia global, no se

detendrá hasta agotar to dos los arcos candidatos, p or lo que vamos a tener en cuenta

una nueva condición en la regla de parada.

� Maximizar la función puntuación

Volvemos al ob jetivo inicial de to do algoritmo greedy basado en una función puntuación,

maximizar la función puntuación, lo que signi�ca en nuestro caso minimizar la discre-

pancia global. Este criterio p or sí sólo nos puede llevar a alcanzar el grafo completo, en

el caso de que la curva de la medida de discrepancia sea estrictamente decreciente para

to dos los grafos de la sucesión. Por tanto la aplicación de este criterio aisladamente no

nos es de gran utilidad; sin embargo utilizado en combinación con los tests de indep en-

dencia que acabamos de ver, pueden detener el pro ceso de aprendiza je bien p or ser L = ;

(la totalidad de los arcos de L han sido evaluados exhaustivamente mientras la función

era estrictamente decreciente), o bien p orque el mejor arco candidato a p oner en alguna

iteración no disminuye la discrepancia resp ecto del anterior, no mejora la puntuación.

Dicho de forma algorítmica:

Mientras L 6= ; y g ( G

i

; D ) < g ( G

i � 1

; D ) hacer

Esto es, se detiene cuando encuentra un mínimo lo cal en la curva de la medida de dis-

crepancia.
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Por contra, el problema con este pro ceder es que, al ser tan greedy el pro ceso, puede

detenerse en un mínimo lo cal y evitar p osteriores incorp oraciones de arcos que en con-

junto pro duzcan una notable mejora de la medida, otro mínimo lo cal mejor. Esto puede

suceder cuando el patrón de enlaces y no dos a recup erar es complejo, y como el pro ceso

de incorp orar arcos es de uno en uno, este patrón no se alcanza sin antes aumentar un

p o co la discrepancia.

El problema de usar un criterio conservador al emplear una regla de parada no tan greedy

como la inmediatamente planteada o bien al escoger unos umbrales muy p equeños, es

que da lugar como ya sab emos a estructuras sobrea justadas a los datos. Pero, en lugar

de arrastrar esa estructura en los sucesivos pro cesos de explotación o de desecharla p or

ser demasiado `compleja', p o demos tratar de re�narla y tratar de eliminar lo que sobra,

hablamos del siguiente pro cedimiento para obtener la red óptima, hablamos del pro ceso

de p o da.

3.4.2 Méto do de p o da

Nuestro ob jetivo desde el inicio de la sección es encontrar el tamaño óptimo de una red en

el pro ceso de aprendiza je. Sin embargo, en lugar de tratar de encontrar la mejor regla de

parada, vamos a pro ceder de forma distinta. El nuevo enfo que consiste en p o dar en lugar

de parar, de forma similar a como se emplea para árb oles de clasi�cación [BFOS84 ]. Así,

se expande de forma natural la red mediante algún algoritmo BENEDICT de los presentados

anteriormente y con un caso de parada no muy restrictivo, como p or ejemplo cuando L = ; .

Una vez �nalizada la fase de intro ducción de arcos, en la que se intro ducen los `buenos' y

algunos arcos de más, se aplica el pro ceso de p o da, para eliminar los enlaces innecesarios de la

estructura. Un enlace se considera innecesario y p or tanto el padre de un no do es innecesario

cuando el valor de dep endencia antes y después de retirar el elemento en el conjunto de padres

no se ve mo di�cado. Para medir la dep endencia entre un elemento y sus padres, p o demos

emplear de nuevo la medida de entropía cruzada D ep , ec. (3.1).

Sean x

i

; x

j

y � ( x

i

) 2 U , disjuntos, y sup ongamos que el valor de D ep de x

i

resp ecto del

conjunto de padres � ( x

i

) con o sin x

j

p ermanece igual, esto es

D ep ( x

i

; � ( x

i

) [ x

j

j; ) = D ep ( x

i

; � ( x

i

) j; )

Por las propiedades de la medida, el primer término de la igualdad puede descomp onerse en

D ep ( x

i

; � ( x

i

) [ x

j

j; ) = D ep ( x

i

; � ( x

i

) j; ) + D ep ( x

i

; x

j

j � ( x

i

)) (3.2)

y p or la hipótesis de igualdad se deduce que el último término de (3.2) deb e ser nulo

D ep ( x

i

; x

j

j � ( x

i

)) = 0

lo que equivale a la indep endencia condicional entre x

i

y x

j

, dado el conjunto de padres de x

i

,

I ( x

i

; x

j

j � ( x

i

)) .
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Sin embargo, volviendo al discurso que hemos venido manteniendo a lo largo del capítulo, en

lugar de hablar de indep endencia condicional entre x

i

y x

j

dado el conjunto de padres � ( x

i

) ,

haremos uso del conjunto d-separador mínimo S

G

( x

i

; x

j

) , para comprobar tal indep endencia,

tal como hiciéramos para los tests de indep endencia en el apartado anterior.

Con to do, el pro ceso de p o da consiste en revisar uno a uno los arcos en el mismo orden

en que fueron intro ducidos en el grafo y aplicar el test de indep endencia condicional sobre los

no dos implicados en cada arco. Este test se aplica de la misma forma a como se empleaba

el test para determinar si las variables se hallaban indep endientes o daban lugar a un arco.

Tratamos aquí de eliminar los padres innecesarios que, dada la naturaleza greedy de BENEDICT ,

han p o dido ser intro ducidos en cualquier momento durante el pro ceso de aprendiza je; o bien

en el caso de usar tests de indep endencia para la regla de parada, han p o dido ser intro ducidos

antes de que se hayan hallado to dos los padres `verdaderos' (los padres innecesarios encontrados

después de to dos los verdaderos sí habrán sido detectados mediante los tests de indep endencia

en la fase de intro ducción).

Tras la fase de intro ducción de arcos que se detiene cuando se veri�ca el caso de parada, se

obtiene el grafo G , éste es el mo delo de partida para la p o da; en él se consideran como verda-

deras to das las indep endencias grá�cas de la estructura. El pro ceso de p o da consiste en una

serie de veri�caciones lo cales de indep endencias grá�cas que en ningún caso afectan al resto

de la estructura. Para la p o da, cada uno de los arcos de G es candidato a ser eliminado (so-

lamente se eliminan aquellos arcos cuyos no dos implicados sup eran el test de indep endencia).

Si x

i

! x

j

es un arco candidato a eliminar, tenemos que G

0

� G n f x

i

! x

j

g es un subgrafo

de G . Por tanto, G es un I-map de G

0

, es decir, to da d-separación cierta en G es también

válida en G

0

. El algoritmo, en su fase de intro ducción de arcos, se detiene cuando to das las

d-separaciones mediante conjuntos minimales, para no dos no conectados en G son verdaderas

indep endencias (es decir, 8 x

h

; x

k

tales que no hay ningún arco en G que una x

h

con x

k

, el valor

D ep ( x

h

; x

k

j S

G

( x

h

; x

k

)) es tan p equeño relativamente para que esos no dos se consideren condi-

cionalmente indep endientes). Entonces, como h x

h

; x

k

j S

G

( x

h

; x

k

) i

G

) h x

h

; x

k

j S

G

( x

h

; x

k

) i

G

0

,

sab emos que en el grafo G

0

to das las indep endencias anteriores siguen siendo ciertas, y no hay

necesidad de testarlas. Por tanto, lo único que necesitamos es ver si x

i

y x

j

son indep endientes

(puesto que están d-separados en G

0

), así que calculamos D ep ( x

i

; x

j

j S

G

0

( x

i

; x

j

)) y realizamos

el test de indep endencia.

Veamos una situación donde es útil el pro ceso de p o da. Sup ongamos que el grafo a recup erar

es el que se muestra en la �gura 3.13.

Sup ongamos el pro ceso de aprendiza je que sigue: se parte del grafo vacío y tras hab er

insertado los arcos x 1 ! x 3 y x 1 ! x 2 en este orden, en una etapa intermedia se tiene la

situación mostrada en la �gura 3.14.

Tras la inclusión del último enlace x 1 ! x 2 se revisan to dos los enlaces candidatos, esto

es, para cada par de no dos conectados se aplica el test de indep endencia separadamente sobre
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Figura 3.13: Grafo original, de cuatro enlaces
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Figura 3.14: Mejor grafo con dos enlaces

D ep ( x 2 ; x 3 j x 1) , D ep ( x 2 ; x 4 j; ) , D ep ( x 3 ; x 4 j; ) y D ep ( x 1 ; x 4 j; ) , y ninguno de los tres últimos

sup era el test puesto que tales indep endencias no son sop ortadas p or los datos. En tal caso

se prueba ahora a intro ducir los arcos candidatos x 1 ! x 4 , x 2 ! x 4 y x 3 ! x 4 . Po dría o currir

que el mejor arco candidato fuese x 1 ! x 4 , en el supuesto de que la medida de discrepancia

g ( G; D ) = D ep ( x 2 ; x 3 j x 1) + D ep ( x 2 ; x 4 j x 1) + D ep ( x 3 ; x 4 j x 1) , sea la más p equeña de las tres

con�guraciones p osibles. Esto sería indicativo de que hay una fuerte dep endencia entre los

no dos x 1 y x 4 ; en ese caso el arco x 1 ! x 4 es intro ducido en la estructura. A continuación,

prosiguiendo con los pro cesos de búsqueda y de tests en sucesivas iteraciones, se p one el arco

x 2 ! x 4 y p or último el arco x 3 ! x 4 , ninguno de los tests que se efectúa es p ositivo. Así pues,

el algoritmo da como resultado el grafo de la �gura 3.15, sobre el que se va efectuar la p o da.
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Figura 3.15: Grafo G , resultado del proceso de inserción de arcos

Al aplicarse el pro ceso de p o da se intentan retirar uno a uno los arcos en el orden en que

fueron intro ducidos, y se aplica el test de indep endencia entre los no dos terminales del arco

sustraído; si sup era el test, es que el arco era innecesario y deb e ser de�nitivamente eliminado

del grafo, en caso contrario se rep one. Si se pro cediese al revés, emp ezando p or el último

arco intro ducido, no se progresaría en ningún sentido, pues el conjunto d-separador usado

para la p o da sería el mismo que se encontrara cuando se pro cediera a su evaluación durante
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la inserción, y el test emitiría la misma conclusión de que no son indep endientes y no habría

ningún cambio.

En nuestro ejemplo el pro ceso de p o da comienza retirando el arco x 1 ! x 3 , el test no dice

que sean indep endientes marginalmente, p or tanto x 1 es un padre necesario para x 3 ; de la

misma forma se pro cede con el arco x 1 ! x 2 y tamp o co son hallados indep endientes x 1 y

x 2 . Sin embargo, al retirar el arco x 1 ! x 4 del grafo G , y aplicar el test de indep endencia,

el conjunto d-separador que se emplea para el test es ahora f x 2 ; x 3 g , distinto al ; , que fue

empleado para determinar si el arco iba a ser colo cado, y en esta o casión el test de indep en-

dencia I ( x 1 ; x 4 j x 2 x 3) halla indep endientes x 1 y x 4 , luego el arco se retira de la estructura.

Se continúa con el pro ceso de p o da con el resto de arcos, aunque éstos p ermanecen en la

estructura de�nitiva. De esta manera se ha recup erado la estructura original, �gura 3.13, lo

que no habría sido p osible con ninguno de los méto dos de parada antes descritos.

Para ilustrar cómo se integran los tests de indep endencia para ser utilizados en el criterio

de parada y en el pro ceso de p o da, en cualquiera de los algoritmos BENEDICT , vamos a elegir

el algoritmo BENEDICT - dsepa .

Algoritmo BENEDICT -dsepa

{con caso de parada basado en tests de independencia, y poda}

1. Se �ja G

0

� ( U ; E

0

) , donde U = f x

1

; x

2

: : : x

n

g ; E

0

:= ;

2. Se �ja L = f x

j

! x

i

j x

j

<

l

x

i

g {enlaces candidatos}

3. g := 0

4. Para cada nodo x

t

2 U hacer

(4.1) Para cada nodo x

s

2 pr ed

l

( x

t

) hacer

4.1.1. g := g + D ep ( x

t

; x

s

j; )

4.1.2. si I ( x

t

; x

s

j; ) entonces L := L n f x

s

! x

t

g {test de independencia}

5. min := g

6. i := 1

7. Mientras L 6= ; hacer {caso de parada}

(7.1) Para cada enlace x

j

! x

k

2 L hacer

7.1.1. G

0

i

= ( U ; E

i � 1

[ f x

j

! x

k

g )

7.1.2. g := 0

7.1.3. Para cada nodo x

t

2 U hacer

Para cada nodo x

s

2 P r ed

l

( x

t

) n �

G

0

i

( x

t

) hacer

S

G

0

i

( x

s

; x

t

) := Mínimo-corte ( x

s

; x

t

)

g := g + D ep ( x

t

; x

s

j S

G

0

i

( x

s

; x

t

))
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7.1.4. si g < min entonces

min := g

X := x

k

Y := x

j

(7.2) E

i

:= E

i � 1

[ f Y ! X g

(7.3) L := L nf Y ! X g

(7.4) P := P + f Y ! X g {Se añade en la lista P }

(7.5) Para cada enlace x

s

! x

t

2 L

S

G

i

( x

s

; x

t

) := Mínimo-corte ( x

s

; x

t

)

(7.6) si I ( x

t

; x

s

j S

G

i

( x

s

; x

t

)) entonces L := L n f x

s

! x

t

g {test de indepen-

dencia}

(7.7) i := i + 1

8. Poda ( G; P )

Dos precisiones sobre el algoritmo: primera, para hacer los tests de indep endencia condicio-

nal en el pro ceso de búsqueda no es necesario volver a hacer los cálculos del estadístico D ep ,

que fue calculado cuando se buscaba el mejor arco.

Segunda, como hemos indicado en el apartado sobre la p o da, ésta pro cede en el mismo

orden en que fueron intro ducidos los enlaces en la estructura; p or ello se tiene una estructura

de datos adicional, la lista P , que se rellena durante el pro ceso de búsqueda, paso (7.4) , y que

se utiliza en el pro ceso de p o da.

Algoritmo Po da(G,P)

1. Para cada enlace f Y ! X g de P hacer {Se revisan los enlaces}

(1.1) E := E n f Y ! X g

(1.2) S

G

( Y ; X ) := Mínimo-corte ( Y ; X )

(1.3) si : I ( Y ; X j S

G

( Y ; X )) entonces {No supera el test}

E := E [ f Y ! X g {Se repone}

3.4.3 Cambiar de medida

Después de lo expuesto en las secciones anteriores sobre diferentes formas de conseguir el

tamaño óptimo aproximado con la métrica pre�jada, vamos a ver una característica propia de

la medida empleada, común también a otras medidas, que puede resultar inconveniente.

El inconveniente que se mani�esta con este tip o de medidas es el sesgo que tiene resp ecto

a variables con un gran número de casos, lo que trastorna el pro ceso de búsqueda, pues afecta

a nuestra función heurística; así indirectamente favorece la creación de enlaces entre no dos de

estas características. Esto se deb e a que las variables implicadas son las que exhib en un valor

más alto de entropía cruzada y p or tanto se tenderá a sustraer esos términos de la sumatoria
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(para la discrepancia global) mediante la creación de un enlace. Dicho de otra manera, p or

este fenómeno, es p osible que se creen enlaces espúreos, sop ortados p or los datos p ero que en

mo do alguno están presentes en la estructura `real' o subyacente.

Para p oner de relieve lo que acabamos de comentar, se generaron varias bases de datos

a partir de la estructura de la red 1263 , p ero en el que los casos p or variable p o dían llegar

hasta 15. Se emplearon redes con 1, 2, 3, 4 y hasta 5 variables con muchos casos; en una gran

prop orción de exp erimentos donde se emplearon umbrales, la naturaleza greedy de BENEDICT

en cualquiera de sus versiones (siempre que no usaran tests de indep endencia) hacía que se

incorp orasen enlaces espúreos, en el que alguno o amb os extremos eran variables con un gran

número de casos.

El problema que subyace en esta tendencia a favorecer enlaces entre variables con muchos

casos ha sido analizado p or Wehenkel [Weh96 ] en el contexto de los árb oles de clasi�cación.

Se deb e a que la entropía de Shannon H , sus derivadas como la medida de Kullback-Leibler,

o sus generalizaciones como las funciones de informacion tip o � , H

�

(así como la medida

de Kolmogorov-Smirnov o el índice de Gini) tienen la propiedad de convexidad [Weh90 ]. La

alternativa es entonces emplear medidas no convexas, p or normalizacion o deconvexi�cacion

de medidas convexas cono cidas. Para la de�nicion de nuevas medidas tomaremos como base

la entropía cruzada de Kullback-Leibler.

� Normalización p or la entropía de una variable del par, o Razón de Ganancia

La primera medida que vamos a considerar está basada en la medida propuesta p or

Quinlan [Qui86 ] cono cida como gain ratio , que trata de normalizar la cantidad de infor-

mación mútua del par de variables, clase y un atributo, p or la entropía del atributo. La

similitud de la medida que prop onemos con la de Quinlan es que es un co ciente entre la

mencionada entropía cruzada de dos variables dado un conjunto y la entropía de una de

las variables del par.

A

X Y j Z

=

D ep ( X Y j Z )

H

X j Z

Sin embargo, en nuestra formulación, las dos variables son equiparables, pues no hay

una variable de clasi�cación y atributo, sino que se trata de dos variables del problema.

Además, esta razón, así como la original propuesta p or Quinlan tiene las siguientes

limitaciones: no siempre está de�nida, la entropía del denominador puede ser cero, o bien

p o dría tender a favorecer a variables con una entropía muy p equeña en el denominador.

Para evitar esto, se prop onía sólo considerar la medida normalizada cuando el numerador

estuviera en los valores medios de to dos los atributos, en otro caso se empleaba la simple

ganancia de información. Para la presente medida prop onemos normalizar p or la mayor

entropía de las dos variables que intervienen en el numerador; si ambas son cero o muy

p equeñas le asignamos el máximo valor p osible para forzar a ser intro ducido el enlace

entre las dos variables. Por tanto, A

X Y j Z

quedaría de�nida como sigue:
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Sea H

W j Z

= max ( H

X j Z

; H

Y j Z

)

A

X Y j Z

=

8

<

:

D ep ( X Y j Z )

H

W j Z

; si H

W j Z

6= 0

1 en caso contrario

� Normalización p or la entropía, H

X Y j Z

Con el mismo propósito que en el apartado anterior se prop one una nueva normalización

de la medida que da lugar a una medida simétrica, que trata de forma homogénea a to das

las variables. La medida B

X Y j Z

, que se de�ne a continuación está basada en la medida

de Ra jski [Ra j64], p osteriormente redescubierta p or Lóp ez de Mántaras [Lop91 ].

B

X Y j Z

=

D ep ( X Y j Z )

H

X Y j Z

Esta medida, contrariamente a la anterior, tiene la venta ja de que siempre está de�nida,

p orque el denominador no puede ser cero si el numerador no lo es. Además, esta norma-

lización también resuelve el problema de favorecer a una variable p orque la entropía del

denominador sea muy p equeña, ya que se tiene siempre que H

X Y j Z

� D ep ( X Y j Z ) .

3.5 Exp erimentación y conclusiones

En esta sección vamos a presentar los resultados empíricos obtenidos en el aprendiza je de una

serie de bases de datos, mediante los diversos algoritmos presentados en la secciones 3.2 y

3.3 de este capítulo. Resumidos en forma de tablas p o drán ser fácilmente analizados y nos

p ermitirán establecer algunas conclusiones acerca de los diferentes algoritmos tratados.

3.5.1 Descrip ción de los exp erimentos

Con el �n de hacer un estudio comparativo sobre los algoritmos y las diversas técnicas para

la optimización de la red, sección 3.4, se han empleado cada uno de los algoritmos BENEDICT -

dsepa , BENEDICT -creciente , BENEDICT -sin-orden exhaustivamente con cada una de las reglas de

parada, medidas y p o da.

Así, las medidas utilizadas en el exp erimento son las de Kullback-Leibler, medida de Ra jski y

la Razón de ganancia, que etiquetaremos en las tablas con Kull-L, Ra jski y R-G resp ectiva-

mente. Los casos de parada que se van a contemplar son la combinación de umbrales { �; � },

el umbral  , el caso de parada basado en tests de indep endencia (este sólo es aplicable para

la medida de Kullback-Leibler) y p or último la aplicación del pro ceso de p o da, mediante la

utilización de los tests de indep endencia (misma restricción que el anterior).

Se emplearon para los exp erimentos las bases de datos Asia y Alarm, que a continuación des-

cribiremos, con distintos tamaños para evaluar la robustez de los algoritmos. Los tamaños

elegidos para las muestras de entrenamiento son de quinientos, mil, dos mil y tres mil, que en

las tablas �gurarán en blo ques separados.
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El prop ósito de cada uno de los pro cesos de aprendiza je de que se comp onen los exp erimen-

tos es recup erar la red corresp ondiente; como es inviable mostrar cada una de las salidas de

las ejecuciones, se tomaron algunas medidas sobre la red aprendida. Concretamente, se han

calculado los siguientes parámetros:

� El tiemp o en horas, minutos y segundos empleado en obtener cada red cuando se trata de

la red Alarm y en unidades de segundos y décimas de segundo cuando se trata de la base

de datos Asia. Indicar aquí que los tiemp os fueron tomados al ejecutar los programas

en una estación de traba jo a sun4m sparc a 100Mhz.

� El valor de la discrepancia global g ( G; D ) de cada red aprendida resp ecto de la base de

datos de la que proviene.

� El parámetro denominado Kullback que �gura en tercer lugar en cada tabla proviene de la

entropía cruzada de Kullback que mide la distancia entre la distribución de probabilidad,

P

G

, aso ciada a un mo delo y la distribución de probabilidad, P , aso ciada a los datos.

Aunque esta medida no es op erativa, pues su cálculo es de orden exp onencial, se puede

aprovechar el hecho de que la distribución esp eci�cada mediante una red bayesiana tiene

una forma esp ecial. Si P

G

es la distribución conjunta aso ciada a la red G , que tiene el

siguiente conjunto de no dos U = f x

1

; : : : ; x

n

g , la entropía cruzada se puede descomp oner

en los siguientes términos [LB94 ]:

entr op � cr uz ada ( P ; P

G

) = � H

P

( U ) +

n

X

i =1

H

P

( x

i

) �

n

X

i =1 ;�

G

( x

i

) 6= ;

D ep ( x

i

; �

G

( i ) j; )

Donde H

P

denota la entropía de Shannon sobre la distribución P y D ep es nuestra co-

no cida medida entropía cruzada de Kullback-Leibler entre un no do x

i

y el conjunto de

sus padres. Po demos observar que los dos primeros términos de la expresión anterior no

dep enden del grafo G , son constantes indep endientemente de la top ología de la red, así

sólo nos interesa el último término, precisamente nuestro parámetro Kullback. La entro-

pía cruzada será menor cuanto mayor sea el último término. De ahí que la interpretación

de este parámetro sea, una red será mejor cuanto mayor sea el valor.

� La distancia de Hamming, el número de arcos diferentes en la red aprendida resp ecto

del mo delo original, bien sean p erdidos o añadidos, en el caso de que exista orden y lo

mismo más el número de orientaciones incorrectas salvo equivalencias en la estructura

para las redes aprendidas con BENEDICT -sin-orden .

� La complejidad de la red, el número de parámetros necesarios para cuanti�car la estruc-

tura de la red aprendida

Nos queda p or describir las bases de datos empleadas en el exp erimento. Como hemos

indicado, se han elegido dos problemas de diagnóstico, bien cono cidos y de complejidades
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diferentes, representados con las redes Asia y Alarm. Para obtener las muestras de entrena-

miento de la primera, se generaron p or muestreo lógico [Hen88 ] cinco bases de datos de tres

mil muestras cada una a partir de la red Asia, que se muestra en la �gura 3.16.

visito Asia

tuberculosis

disnea

bronquitis

fumador

tuberculosiso

cancer de pulmon

cancer de pulmon

positivo en rayoX

Figura 3.16: Red Asia

La red Asia fue presentada en [LS88 ] p or Lauritzen y Spiegelhalter como mo do de ilustración

de su méto do de propagación de evidencias. Esta red de o cho variables to das ellas bivaluadas,

de o cho enlaces, de apariencia sencilla, tiene unas distribuciones aso ciadas a los no dos muy

extremas; así, p or ejemplo, las distribuciones de probabilidad aso ciadas al no do (padece)

tuberculosis dado que el paciente visitó con anterioridad Asia se muestran en la tabla 3.5 a ) y

la variable disyuntiva cáncer de pulmón o tuberculosis es una variable funcional que dep ende

de sus padres, de tal forma que las distribuciones son las que se muestran en la tabla 3.5 parte

b ) . El que las distribuciones de probabilidad condicionadas, aso ciadas a los no dos de la red,

sean muy extremas complica el pro ceso de aprendiza je, ya que la distribución de probabilidad

conjunta también tendrá valores muy extremos. Esto hace que las bases de datos obtenidas

p or muestro lógico (salvo que sean de gran tamaño) puedan no ser muy representativas de la

verdadera distribución.

Asia : Asia

Si 0.05 0.01

No 0.95 0.99

T _ C : T _ C T _ : C : T _ : C

Si 1.0 1.0 1.0 0.0

No 0.0 0.0 0.0 1.0

a ) b )

Tabla 3.5: a y b dos distribuciones de probabilidad

El otro problema de diagnóstico que se ha considerado para este estudio empírico es el de un

sistema de sup ervisión para la administración de anestesia en salas de op eraciones, mo delizado

en forma de red de creencia p or [BSCC89 ], que puede verse en la �gura 3.17. Esta red contiene

37 variables y 46 arcos. Se eligió éste p or constituir un problema de tamaño considerable, p or

ser un problema `real' y p orque la red Alarm se ha convertido en un pro cedimiento corriente
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para evaluar la capacidad de un algoritmo de aprendiza je y p o der así hacer valoraciones

comparativas.

Para el pro ceso de aprendiza je usamos varias muestras de diversos tamaños provenientes

de la base de datos de Alarm de 20000 instancias, que se encuentra disp onible en [UCI]. El

total de muestras fueron generadas esto cásticamente p or [Her91 ] mediante el mo delo anterior.

Del total de muestras emplearemos un máximo de 3000, aunque al igual que pro cediéramos

con la base de datos Asia, emplearemos también muestras de 500, 1000 y 2000 y 3000.

1 2 3

25 18 26

17

19 20

10 21

27

28 29

7 8 9

30

32

12

34 35

33 14

22

15

23

13

16

36

24

6 5 4 11

31

37

Figura 3.17: La red Alarm

3.5.2 Resultados

Las tablas desde la 3.6 a la 3.14 tienen to das la misma estructura. El primer blo que de

información numérica muestra los resultados de ejecutar el algoritmo que encab eza la tabla,

sobre un sub conjunto de 500 muestras de la base de datos que �gura al pie de la tabla. Los

siguientes tres blo ques son sobre 1000, 2000 y 3000 muestras resp ectivamente. Indicar que

para las bases de datos de Asia, puesto que se generaron cinco, se muestran los resultados

de la mejor base de datos, la más parecida a la distribución de la estructura, la muestra

base de datos número 3, y para dar una idea más general, en la tabla contigua se muestra el

valor promedio de los resultados obtenidos con las cinco bases de datos, para cada uno de los

parámetros presentes en las tablas.
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Para emp ezar, vamos a analizar el comp ortamiento de los algoritmos y técnicas aso ciadas

sobre las muestras de entrenamiento de Alarm. Lo primero que salta a la vista, tanto con

el algoritmo BENEDICT -dsepa , como BENEDICT -creciente y BENEDICT -sin-orden , es la diferencia

tan signi�cativa del tiemp o empleado en el aprendiza je utilizando tests de indep endencia con

y sin p o da y el resto de los méto dos combinados, debido al ahorro de enlaces a evaluar. Para

obtener redes con un número comparable de arcos o incluso sup erior se emplean un par de

minutos frente a una media hora con BENEDICT -dsepa ; éste es el caso p or ejemplo del algoritmo

BENEDICT -dsepa para 500 muestras, con la medida Kull-L y umbrales � � , con un tiemp o de

28:34 minutos, mientras que con la misma medida y el empleo de test de indep endencia es sólo

de 2:2 minutos, cuando amb os obtienen una red de 45 y 46 arcos resp ectivamente. Además

de valoraciones cuantitativas, hay que indicar que de entre estas dos redes aprendidas, se

muestra sensiblemente mejor la obtenida mediante tests de indep endencia, pues el valor de

la discrepancia global es menor, la distancia de Kullback entre la distribución aso ciada a la

estructura aprendida y la de los datos es mayor, lo que con�rma que la distribución aso ciada

a la estructura es más cercana a los datos. También desde el punto de vista de la �abilidad,

la red aprendida mediante tests de indep endencia es preferible al empleo de umbrales � � ,

pues la complejidad de la estructura es más ba ja, con lo que esto signi�ca, alcanzándose un

mínimo con la p o da para un número comparable de arcos. Por último, p o demos observar con

BENEDICT -dsepa , para to dos los tamaños de muestra, que Kull-L con tests de indep endencia

más p o da alcanza la mejor combinación de valor de la función ob jetivo y complejidad de la

estructura, esto es, un menor valor de la función discrepancia que en su mayor parte se ve

con�rmada con un mayor valor de la medida ob jetiva de Kullback y que se acompaña además

con la menor distancia de Hamming. Volviendo al tiemp o empleado p or el algoritmo con la

medida Kull-L y los tests de indep endencia, ap enas se invierte un segundo, en algunos casos

eran décimas de segundos (lo que no se ve re�ejado en las tablas), en el pro ceso de p o da para

re�nar la estructura, ya que no se tienen que realizar nuevos cálculos.

Por último, p o demos observar que el algoritmo BENEDICT -dsepa con las distintas medidas

es robusto a los distintos tamaños de muestra, principalmente con la medida Kull-L y con la

utilización de tests de indep endencia, con o sin p o da, disminuyendo de forma lineal la medida

de Hamming con el incremento del número de muestras.

En la tabla del algoritmo BENEDICT -creciente , tabla 3.7 se comprueba la reducción del orden

de complejidad de este algoritmo resp ecto al algoritmo anterior, en el tiemp o invertido en el

aprendiza je de la red. Para tamaños de muestras iguales pasamos de un tiemp o cercano a la

media hora para BENEDICT -dsepa a un tiemp o corresp ondiente que se mide en escasos minutos

y varios segundos, salvo excep ciones que ahora detallaremos. Igual que o curría en la tabla

anterior, se consigue un ahorro de tiemp o adicional con el empleo de tests de indep endencia,

distinguiéndose este méto do de aprendiza je, con y sin p o da, p or ser los más rápidos amén de

dar los mejores resultados, como seguidamente veremos.

Sorprende la mala actuación de los umbrales con las distintas medidas y para to dos los

tamaños, dando lugar desde a redes escasas en número de arcos a otras excesivamente satu-

radas. Ejemplo de la primera situación es la red de 5 arcos obtenida con la medida de Ra jski
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BENEDICT -dsepa

Tiemp o g ( G; D ) D. Kullback Hamm. Compl. N.Arc

Kull-L 28:34 2.610902 8.793810 21 775 45 � �

Kull-L 21:31 2.842813 8.575141 18 670 38 

Kull-L 2:21 2.494395 9.014843 14 672 46 Indeps

Kull-L 2:22 2.758638 8.975866 11 468 43 Indeps

+ p o da

Ra jski 14:49 2.759034 7.844927 20 386 30 � �

Ra jski 23:20 2.736142 8.594561 16 885 42 

Razon-G 18:10 3.219032 8.139925 22 550 34 � �

Razon-G 21:41 2.876043 8.425694 21 648 39 

Kull-L 26:50 1.426274 9.046405 12 675 42 � �

Kull-L 27:41 1.395857 9.081882 13 747 43 

Kull-L 3:48 2.289412 9.165719 16 929 52 Indeps

Kull-L 3:49 2.436724 9.092734 9 531 45 Indeps

+ p o da

Ra jski 16:45 1.522017 8.040230 19 398 34 � �

Ra jski 28:50 1.629773 8.908092 12 910 46 

Razon-G 21:49 1.877240 8.547756 17 527 37 � �

Razon-G 27:58 1.642498 8.895081 13 824 45 

Kull-L 22:15 1.331402 8.384352 14 389 34 � �

Kull-L 35:48 0.726934 9.139114 9 904 47 

Kull-L 5:06 0.944020 9.157106 10 706 50 Indeps

Kull-L 5:06 0.960540 9.134497 5 490 45 Indeps

+ p o da

Ra jski 18:33 1.109403 8.849169 13 1810 47 � �

Ra jski 33:08 1.110302 8.848560 12 1234 46 

Razon-G 26:30 1.118449 8.841272 14 920 46 � �

Razon-G 31:15 1.127829 8.832014 12 800 44 

Kull-L 20:58 1.375448 8.232940 17 313 31 � �

Kull-L 35:20 0.514966 9.158459 7 728 45 

Kull-L 7:10 0.699457 9.221346 10 604 50 Indeps

Kull-L 7:12 0.681770 9.203620 4 480 44 Indeps

+ p o da

Ra jski 22:10 1.749994 7.972214 19 389 31 � �

Ra jski 38:10 0.876989 8.877676 12 946 46 

Razon-G 30:40 0.532327 8.532327 14 495 38 � �

Razon-G 36:28 0.884619 8.872009 13 896 45 

Base de datos Alarm

Tabla 3.6: Resultados del experimento con BENEDICT -dsepa
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BENEDICT -creciente

Tiemp o g ( G; D ) D. Kullback Hamm. Compl. N.Arc

Kull-L 0:49 15.154314 2.275999 39 189 13 � �

Kull-L 1:56 14:567753 2687382 57 734 33 

Kull-L 0:36 3.205295 8.838120 15 576 45 Indeps

Kull-L 0:36 3.290658 8.801876 13 468 43 Indeps

+ p o da

Ra jski 0:39 18.362047 0.311805 46 80 5 � �

Ra jski 3:17 15.840803 1.776883 73 859 43 

Razon-G 0:39 18.352406 0.319787 48 90 7 � �

Razon-G 3:52 15.848132 1.763315 75 620 45 

Kull-L 5:44 6.375590 5.810471 33 642 31 � �

Kull-L 6:45 13.835224 2.967352 65 1285 47 

Kull-L 1:54 2.405361 9.117325 13 855 49 Indeps

Kull-L 1:54 2.436724 9.092734 9 531 45 Indeps

+ p o da

Ra jski 1:33 15.078837 1.789230 43 111 13 � �

Ra jski 6:36 14.320171 2.532643 68 898 46 

Razon-G 1:45 14.338514 2.453411 41 150 17 � �

Razon-G 7:10 14.298082 2.534127 67 1201 45 

Kull-L 9:26 4.907673 6.242964 27 517 29 � �

Kull-L 41:33 4.995879 6.337754 57 2011 63 

Kull-L 3:26 0.965288 9.142462 10 694 48 Indeps

Kull-L 3:28 0.959889 9.135149 7 514 45 Indeps

+ p o da

Ra jski 6:36 6.031890 5.658983 30 318 26 � �

Ra jski 34:20 5.897799 5.880675 59 1404 61 

Razon-G 8:25 5.822264 5.822708 30 630 30 � �

Razon-G 55:14 5.026134 6.337754 66 2004 72 

Kull-L 14:58 4.620530 6.299386 27 510 31 � �

Kull-L 57:12 4.619210 6.364660 54 2032 60 

Kull-L 5:04 0.695361 9.214284 8 652 48 Indeps

Kull-L 5:20 0.692261 9.207668 5 492 45 Indeps

+ p o da

Ra jski 6:09 11.721530 3.714175 33 271 21 � �

Ra jski 58:36 4.618051 6.373971 62 2206 68 

Razon-G 13:47 5.568460 5.876259 33 727 21 � �

Razon-G 1:19:37 4.715304 6.364660 65 1845 71 

Base de datos Alarm

Tabla 3.7: Resultados del experimento con BENEDICT -creciente
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BENEDICT -sin-orden

Tiemp o g ( G; D ) D. Kullback Hamm. Compl. N.Arc

Kull-L 50:34 2.712640 8.635528 20 890 38 � �

Kull-L 41:63 2.927265 8.334991 21 752 35 

Kull-L 3:46 2.661106 8.943368 18 646 46 Indeps

Kull-L 3:46 2.715181 8.889701 18 574 44 Indeps

+ p o da

Ra jski 1:16:51 2.478773 8.901060 21 1597 51 � �

Ra jski 50:29 2.820698 8.463408 18 890 40 

Razon-G 2:14:07 2.015716 9.252012 31 9279 69 � �

Razon-G 44:20 3.070930 8.256780 23 698 37 

Kull-L 48:05 1.823024 8.722259 18 389 36 � �

Kull-L 59:07 1.428672 9.035247 14 821 42 

Kull-L 5:39 1.808510 9.114185 15 797 49 Indeps

Kull-L 5:40 1.918164 9.026223 13 517 45 Indeps

+ p o da

Ra jski 1:34:01 1.278374 9.145656 19 5196 55 � �

Ra jski 56:11 1.949592 8.608132 16 1122 42 

Razon-G 1:49:20 1.212078 9.189843 21 3741 61 � �

Razon-G 44:37 2.101999 8.342245 18 728 36 

Kull-L 46:56 1.218228 8.673775 18 391 36 � �

Kull-L 55:02 0.869324 8.922455 13 793 41 

Kull-L 7:48 0.889051 9.112091 14 900 50 Indeps

Kull-L 7:51 0.902268 9.094179 10 572 46 Indeps

+ p o da

Ra jski 1:07:52 0.779092 8.977097 12 1046 46 � �

Ra jski 1:00:37 0.804705 8.916079 12 929 44 

Razon-G 51:08 0.927695 8.830606 13 561 39 � �

Razon-G 1:05:09 0.751305 9.125147 10 866 46 

Kull-L 45:51 1.138813 8.488962 18 373 34 � �

Kull-L 58:22 0.634144 8.948725 12 769 40 

Kull-L 12:42 0.760855 9.187975 18 1188 54 Indeps

Kull-L 12:46 0.731370 9.160127 11 564 47 Indeps

+ p o da

Ra jski 58:26 0.636438 8.823260 12 741 40 � �

Ra jski 1:08:58 0.566571 8.949876 13 1037 45 

Razon-G 48:12 0.921547 8.510284 14 495 36 � �

Razon-G 1:15:49 0.501582 9.160011 12 1182 48 

Base de datos Alarm

Tabla 3.8: Resultados del experimento con BENEDICT -sin-orden
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BENEDICT -dsepa

Tiemp o g ( G; D ) D. Kullback Hamm. Compl. N.Arc

Kull-L 1.0 0.010958 0.662687 3 29 9 � �

Kull-L 0.6 0.015892 0.655282 1 17 7 

Kull-L 0.3 0.015892 0.655282 1 17 7 Indeps

Kull-L 0.3 0.015892 0.655282 1 17 7 Indeps

+ p o da

Ra jski 0.6 0.015892 0.655282 1 17 7 � �

Ra jski 0.5 0.049899 0.628107 2 16 6 

Razon-G 0.7 0.015892 0.655282 1 17 7 � �

Razon-G 0.5 0.049899 0.628107 2 16 6 

Kull-L 1.7 0.011568 0.598933 2 19 8 � �

Kull-L 0.7 0.043620 0.581501 2 16 6 

Kull-L 0.6 0.015595 0.597170 1 17 7 Indeps

Kull-L 0.6 0.015595 0.597170 1 17 7 Indeps

+ p o da

Ra jski 2.3 0.009191 0.600399 3 23 9 � �

Ra jski 0.9 0.056246 0.562381 2 16 6 

Razon-G 1.0 0.015595 0.507170 1 17 7 � �

Razon-G 0.9 0.043620 0.581501 2 16 6 

Kull-L 3.2 0.010298 0.656054 2 21 8 � �

Kull-L 1.3 0.047150 0.635003 2 16 6 

Kull-L 1.3 0.013449 0.654199 1 17 7 Indeps

Kull-L 1.3 0.013449 0.654199 1 17 7 Indeps

+ p o da

Ra jski 3.2 0.010298 0.656054 2 21 8 � �

Ra jski 1.7 0.047150 0.635003 2 16 6 

Razon-G 1.8 0.013449 0.654199 1 17 7 � �

Razon-G 1.2 0.047150 0.635003 2 16 6 

Kull-L 2.6 0.008776 0.682556 1 17 7 � �

Kull-L 1.8 0.043269 0.664934 2 16 6 

Kull-L 2.0 0.008029 0.684179 0 18 8 Indeps

Kull-L 2.0 0.008029 0.684179 0 18 8 Indeps

+ p o da

Ra jski 2.6 0.008776 0.682556 1 17 7 � �

Ra jski 2.5 0.043269 0.664934 2 16 6 

Razon-G 2.6 0.008776 0.682556 1 17 7 � �

Razon-G 1.7 0.043269 0.664934 2 16 6 

Base de datos Asia, muestra n. 3

Tabla 3.9: Resultados del experimento con BENEDICT -dsepa
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BENEDICT -dsepa

Tiemp o g ( G; D ) D. Kullback Hamm. Compl. N.Arc

Kull-L 0.9 0.010792 0.758149 2.8 21.8 8.4 � �

Kull-L 0.5 0.041949 0.736018 2.0 16.4 6.4 

Kull-L 0.4 0.019738 0.753042 1.6 17.2 7.2 Indeps

Kull-L 0.4 0.019738 0.753026 1.6 17.2 7.2 Indeps

+ p o da

Ra jski 0.7 0.038354 0.738240 1.8 17.6 7.0 � �

Ra jski 0.4 0.062369 0.721521 2.4 16.0 6.0 

Razon-G 0.7 0.019830 0.753496 1.4 18.0 7.4 � �

Razon-G 0.4 0.063650 0.723931 2.4 16.0 6.0 

Kull-L 1.4 0.011825 0.735748 2.8 19.0 7.6 � �

Kull-L 0.8 0.045089 0.718904 2.8 16.4 6.4 

Kull-L 0.6 0.013019 0.735145 2.4 17.8 7.2 Indeps

Kull-L 0.6 0.013151 0.735013 2.2 17.0 7.0 Indeps

+ p o da

Ra jski 1.5 0.011606 0.736355 2.0 18.4 7.6 � �

Ra jski 0.8 0.068239 0.698344 2.8 16.0 6.0 

Razon-G 1.2 0.012887 0.735709 1.6 17.2 7.2 � �

Razon-G 0.7 0.005085 0.707847 2.8 16.0 6.0 

Kull-L 2.2 0.007729 0.759215 1.6 17.8 7.2 � �

Kull-L 1.7 0.024982 0.750639 1.8 16.6 6.6 

Kull-L 1.3 0.007707 0.759746 1.8 17.6 7.6 Indeps

Kull-L 1.3 0.007707 0.759746 1.8 17.6 7.4 Indeps

+ p o da

Ra jski 2.3 0.007729 0.759216 1.6 17.8 7.2 � �

Ra jski 1.6 0.067547 0.723962 2.4 16.0 6.0 

Razon-G 1.8 0.008359 0.758845 1.4 17.0 7.0 � �

Razon-G 1.1 0.069935 0.733173 2.4 16.0 6.0 

Kull-L 2.8 0.006138 0.759121 1.4 17.0 7.0 � �

Kull-L 2.5 0.021698 0.751728 1.8 16.6 6.6 

Kull-L 1.9 0.005989 0.759446 1.2 17.2 7.2 Indeps

Kull-L 1.9 0.005989 0.759446 1.2 17.2 7.2 Indeps

+ p o da

Ra jski 3.0 0.006138 0.759121 1.4 17.0 7.0 � �

Ra jski 2.4 0.063104 0.725486 2.4 16.0 6.0 

Razon-G 2.8 0.006110 0.759121 1.4 17.0 7.0 � �

Razon-G 1.8 0.060691 0.613750 2.4 16.0 6.0 

Base de datos Asia

Tabla 3.10: Resultados del experimento con BENEDICT -dsepa
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BENEDICT -creciente

Tiemp o g ( G; D ) D. Kullback Hamm. Compl. N.Arc

Kull-L 1.2 0.014535 0.655815 2 19 8 � �

Kull-L 4.1 0.001615 0.677898 14 115 20 

Kull-L 0.4 0.158920 0.655282 1 17 7 Indeps

Kull-L 0.4 0.158920 0.655282 1 17 7 Indeps

+ p o da

Ra jski 0.3 0.812054 0.048392 8 16 4 � �

Ra jski 4.1 0.001615 0.677898 14 115 20 

Razon-G 0.4 0.780243 0.064663 9 17 5 � �

Razon-G 4.1 0.001615 0.677898 14 115 20 

Kull-L 1.5 0.015595 0.597170 1 17 7 � �

Kull-L 8.0 0.000448 0.611958 15 131 21 

Kull-L 0.8 0.015595 0.597170 1 17 7 Indeps

Kull-L 0.8 0.015595 0.597170 1 17 7 Indeps

+ p o da

Ra jski 0.7 0.702898 0.051207 7 17 5 � �

Ra jski 7.9 0.000354 0.612054 15 134 23 

Razon-G 0.9 0.679654 0.063243 8 18 8 � �

Razon-G 8.0 0.000354 0.612054 15 134 23 

Kull-L 3.0 0.013280 0.647862 3 17 7 � �

Kull-L 15.9 0.001955 0.665488 15 131 21 

Kull-L 1.6 0.013280 0.647862 3 17 7 Indeps

Kull-L 1.7 0.013280 0.647862 3 17 7 Indeps

+ p o da

Ra jski 1.3 0.767881 0.062899 6 13 4 � �

Ra jski 15.8 0.001222 0.666283 15 134 23 

Razon-G 1.8 0.767115 0.063478 8 19 6 � �

Razon-G 15.9 0.001222 0.666283 15 134 23 

Kull-L 9.4 0.008047 0.684208 1 20 9 � �

Kull-L 22.5 0.000683 0.691565 14 220 22 

Kull-L 2.6 0.008029 0.684179 0 18 8 Indeps

Kull-L 2.6 0.008029 0.684179 0 18 8 Indeps

+ p o da

Ra jski 5.0 0.011306 0.677163 2 18 8 � �

Ra jski 22.5 0.000683 0.691565 14 220 22 

Razon-G 5.2 0.008029 0.684179 0 18 8 � �

Razon-G 22.4 0.000683 0.691565 14 220 22 

Base de datos Asia, muestra n. 3

Tabla 3.11: Resultados del experimento con BENEDICT -creciente
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BENEDICT -creciente

Tiemp o g ( G; D ) D. Kullback Hamm. Compl. N.Arc

Kull-L 1.2 0.014909 0.757380 2.4 21.2 8.8 � �

Kull-L 3.9 0.003740 0.777091 14.2 111.6 19.8 

Kull-L 0.3 0.018562 0.753387 2.0 17.2 7.2 Indeps

Kull-L 0.4 0.018562 0.753387 2.0 17.2 7.2 Indeps

+ p o da

Ra jski 0.4 0.819795 0.112482 8.2 16.8 5.0 � �

Ra jski 3.9 0.002886 0.617959 14.2 111.6 19.8 

Razon-G 0.5 0.812488 0.117563 8.6 18.0 5.8 � �

Razon-G 3.9 0.002886 0.777090 14.2 111.6 19.8 

Kull-L 2.5 0.012404 0.741792 2.0 19.8 8.6 � �

Kull-L 7.6 0.002371 0.751756 13.0 127.0 19.8 

Kull-L 0.6 0.013039 0.735507 3.0 17.0 7.0 Indeps

Kull-L 0.8 0.013039 0.735507 3.0 17.0 7.0 Indeps

+ p o da

Ra jski 0.7 0.884014 0.073162 7.0 11.6 5.0 � �

Ra jski 7.3 0.002371 0.751755 13.0 127.0 19.2 

Razon-G 1.6 0.599734 0.254530 6.6 22.2 7.4 � �

Razon-G 7.4 0.002371 0.751756 13.0 127.0 19.8 

Kull-L 4.0 0.007467 0.758581 2.2 18.4 7.8 � �

Kull-L 13.3 0.002626 0.767786 11.2 118.4 17.6 

Kull-L 1.8 0.007674 0.758478 2.2 17.6 7.4 Indeps

Kull-L 1.8 0.007674 0.758478 2.2 17.6 7.4 Indeps

+ p o da

Ra jski 1.9 0.736467 0.207765 6.4 16.5 5.6 � �

Ra jski 13.3 0.003532 0.767787 11.2 118.6 17.6 

Razon-G 4.4 0.346980 0.497815 4.6 19.8 7.8 � �

Razon-G 13.3 0.002626 0.767787 9.8 118.4 17.6 

Kull-L 11.4 0.006207 0.760212 1.4 19.4 8.6 � �

Kull-L 16.1 0.001388 0.766635 11.6 163.0 19.2 

Kull-L 2.5 0.005989 0.759546 1.2 17.2 7.2 Indeps

Kull-L 2.6 0.005989 0.759546 1.2 17.2 7.2 Indeps

+ p o da

Ra jski 3.4 0.380662 0.471899 3.8 17.5 7.0 � �

Ra jski 17.9 0.001388 0.625152 11.6 163.0 19.2 

Razon-G 8.6 0.186047 0.861445 2.4 19.0 8.0 � �

Razon-G 20.0 0.001388 0.633623 11.6 132.0 19.2 

Base de datos Asia

Tabla 3.12: Resultados del experimento con BENEDICT -creciente



3.5. Experimentación y conclusiones 107

BENEDICT -sin-orden

Tiemp o g ( G; D ) D. Kullback Hamm. Compl. N.Arc

Kull-L 1.6 0.012097 0.659231 3 23 9 � �

Kull-L 1.0 0.033881 0.638324 3 18 7 

Kull-L 0.3 0.021897 0.652661 4 22 9 Indeps

Kull-L 0.5 0.022922 0.651635 3 18 8 Indeps

+ p o da

Ra jski 0.9 0.014693 0.655744 1 18 7 � �

Ra jski 1.2 0.010685 0.657356 2 19 8 

Razon-G 0.9 0.014693 0.655744 1 18 7 � �

Razon-G 1.2 0.010685 0.657356 2 19 8 

Kull-L 2.0 0.009305 0.599437 2 20 8 � �

Kull-L 2.0 0.009305 0.599437 2 20 8 

Kull-L 0.7 0.012945 0.597674 1 18 7 Indeps

Kull-L 0.7 0.012945 0.597674 1 18 7 Indeps

+ p o da

Ra jski 2.1 0.009305 0.599437 2 20 8 � �

Ra jski 2.1 0.009305 0.599437 2 20 8 

Razon-G 1.2 0.012945 0.597674 1 18 7 � �

Razon-G 2.0 0.009305 0.599437 2 20 8 

Kull-L 5.7 0.009619 0.655284 5 23 9 � �

Kull-L 5.2 0.013100 0.648042 4 21 8 

Kull-L 1.2 0.024300 0.636842 3 17 7 Indeps

Kull-L 1.2 0.024300 0.636842 3 17 7 Indeps

+ p o da

Ra jski 2.8 0.047004 0.616866 4 16 6 � �

Ra jski 2.8 0.046318 0.617209 5 18 7 

Razon-G 5.2 0.016918 0.633763 6 19 8 � �

Razon-G 5.2 0.016918 0.633763 6 19 8 

Kull-L 7.5 0.012821 0.674978 4 21 8 � �

Kull-L 7.5 0.012821 0.674978 4 21 8 

Kull-L 3.1 0.017172 0.674379 4 24 11 Indeps

Kull-L 3.1 0.017172 0.674379 4 24 11 Indeps

+ p o da

Ra jski 4.1 0.036710 0.651289 4 16 6 � �

Ra jski 5.9 0.035297 0.653731 4 19 8 

Razon-G 6.8 0.022778 0.666456 4 18 8 � �

Razon-G 6.8 0.022778 0.666456 4 18 8 

Base de datos Asia, muestra n. 3

Tabla 3.13: Resultados del experimento con BENEDICT -sin-orden
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BENEDICT -sin-orden

Tiemp o g ( G; D ) D. Kullback Hamm. Compl. N.Arc

Kull-L 1.7 0.013310 0.757365 4.0 23.0 8.8 � �

Kull-L 1.3 0.023444 0.748286 3.8 20.0 7.6 

Kull-L 0.4 0.026883 0.745515 3.4 19.2 7.0 Indeps

Kull-L 0.4 0.032527 0.750680 3.0 18.0 6.6 Indeps

+ p o da

Ra jski 1.0 0.017883 0.753065 2.4 18.2 7.2 � �

Ra jski 1.1 0.015351 0.754974 3.0 18.8 7.8 

Razon-G 1.0 0.015737 0.755879 2.4 19.0 7.4 � �

Razon-G 1.1 0.014497 0.756367 2.6 19.4 7.8 

Kull-L 3.3 0.011542 0.736202 4.6 22.0 8.6 � �

Kull-L 2.6 0.016288 0.729004 3.8 19.2 7.8 

Kull-L 0.9 0.019670 0.728688 3.4 19.6 7.2 Indeps

Kull-L 1.0 0.025090 0.721877 3.4 18.4 6.8 Indeps

+ p o da

Ra jski 2.3 0.023318 0.723028 3.6 17.8 7.2 � �

Ra jski 2.2 0.023009 0.723409 3.8 19.2 7.8 

Razon-G 2.0 0.016997 0.731874 2.6 18.0 7.4 � �

Razon-G 2.3 0.015355 0.732588 3.0 18.6 7.8 

Kull-L 5.3 0.011189 0.754571 4.6 20.6 8.2 � �

Kull-L 5.2 0.011885 0.753123 4.4 20.2 8.0 

Kull-L 1.9 0.013143 0.753389 5.0 22.6 8.2 Indeps

Kull-L 2.0 0.013143 0.747329 5.0 22.6 8.2 Indeps

+ p o da

Ra jski 3.4 0.030057 0.729257 4.0 16.6 8.5 � �

Ra jski 3.8 0.033192 0.731200 5.0 18.6 7.6 

Razon-G 4.4 0.025249 0.742169 5.4 17.8 7.4 � �

Razon-G 5.1 0.014906 0.747752 6.0 19.0 8.0 

Kull-L 7.6 0.018386 0.743619 4.2 19.8 7.8 � �

Kull-L 7.6 0.013552 0.748453 4.4 20.2 8.0 

Kull-L 2.7 0.010630 0.753810 4.8 23.2 8.6 Indeps

Kull-L 2.9 0.010630 0.753810 4.8 23.2 8.6 Indeps

+ p o da

Ra jski 4.2 0.029454 0.735698 3.2 16.8 6.8 � �

Ra jski 5.6 0.017020 0.738004 3.6 18.8 7.8 

Razon-G 6.7 0.021107 0.739584 4.8 18.4 7.8 � �

Razon-G 7.4 0.018247 0.742325 5.2 19.2 8.0 

Base de datos Asia

Tabla 3.14: Resultados del experimento con BENEDICT -sin-orden
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con umbrales �; � , y ejemplos de redes muy densas son las obtenidas con cualquiera de las

medidas y el umbral  , para tamaños de muestras de 2000 y 3000, con redes que tienen entre

60 y 72 arcos. Po demos concluir que este algoritmo es muy sensible al valor de los umbrales y

p o dríamos sup oner que una mo di�cación ad ho c de éstos aliviaría los dos problemas mencio-

nados, al p oblar con más arcos las redes más escasas si se ba jan los umbrales y llegar a unas

densidades más ba jas si se alzan los valores de éstos; p ero no es así de simple...

Por otro lado, cabría esp erar que las redes densas contuviesen muchos de los arcos correctos

e incorp orasen algunos arcos adicionales, sin embargo esto no o curre así; p o demos constatarlo

mirando el valor de la distancia de Hamming y el número de arcos intro ducidos. Como vemos,

no p or tener muchos arcos puestos tenemos muchos correctos.

Como indicábamos desde un principio, el caso de parada es muy sensible al valor de los

umbrales, p ero este algoritmo hace que el caso de parada sea sensible además a la conectividad

de las variables. Así p or ejemplo, sea la variable 19 de la �gura 3.17, cuando se incorp ora a la

estructura se considera junto a to das las variables que son anteriores a ella en el orden. El valor

de los umbrales se calcula a partir de la sumatoria de las discrepancias D ep de cada par formado

p or la variable 19 y una variable anterior a ella, resp ecto a la base de datos; como el valor del

umbral es tomado en promedio, puede que el valor sea demasiado ba jo para una variable p o co

conexa y se le asignan demasiados padres. Por ejemplo, en algunas de las redes aprendidas

el no do 19 tiene como padres al conjunto de no dos f 12 ; 16 ; 17 ; 18 g , cuando en la red original

no tiene ningún padre. En otros casos, en los que la conectividad es mayor (entendiéndose

ésta como el número de padres que se le pueden aso ciar a un no do al ser incorp orado en la

estructura), de nuevo p or un valor inadecuado de los umbrales se puede llegar a considerar

despreciable la mejora que sup one incluir un nuevo arco, aunque éste sea correcto. Este es el

caso de la variable 13 a la que sólo se le asignan como padres las variables f 36 ; 22 g quedándose

en el tintero el arco 23 ! 13 . Con estos defectos no resultan sorprendentes unas distancias de

Hamming tan elevadas y unas complejidades de las estructuras tan dispares.

Con este panorama, se hace más admirable el comp ortamiento del algoritmo con el empleo

de tests de indep endencia, con y sin p o da. Como p o demos observar, son los que se muestran

más robustos ante tamaños diferentes, incluso con tamaños de muestra insu�cientes. Para

to dos los tamaños de muestra demuestran ser mejores, lo que puede comprobarse con unos

valores de discrepancia globales mínimos y unos valores para la distancia de Kullback máximos.

Por si fuera p o co, to do esto se consigue con unas diferencias de tiemp o notables. Para terminar,

nos resta decir que con el pro ceso de p o da se logran las mínimas distancias de Hamming con

un recargo de ap enas unas décimas de segundo en algunos casos, que no se ven re�ejadas en

las tablas.

Dada la tabla del algoritmo BENEDICT -sin-orden , tabla 3.8, para p o der hacer algún tip o de

comparación en los tiemp os invertidos en el aprendiza je, tenemos que volvernos a la tabla de

BENEDICT -dsepa , aunque éste tiene un orden de complejidad inferior, pues no olvidemos que

su espacio de búsqueda es más restringido al contar con una ordenación previa.

Aquí, donde se exploran las p osibles clases de equivalencia, las estructuras parcialmente

orientadas obtenidas de probar a incorp orar un enlace, un arco en un sentido u otro, es donde
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se p ercib e el mayor ahorro en tiemp o al emplear tests de indep endencia, pues al considerarse

indep endientes un par de no dos, se frustra cualquier exploración ulterior con los mismos. Así,

para números comparables de arcos vemos diferencias de tiemp o, cercano a los 10 minutos

usando tests de indep endencia frente a aproximadamente la hora empleando umbrales.

Al igual que en casos anteriores, para to dos los tamaños, el algoritmo cuando emplea

tests de indep endencia consigue un mejor balance de a juste y complejidad, consiguiéndose un

óptimo tras el pro ceso de p o da. A éste es al que corresp onden los mínimos en la distancia

de Hamming. Para BENEDICT -sin-orden las distancias de Hamming son sup eriores resp ecto a

las de tablas anteriores, recordemos que aquí no sólo se contabilizan arcos no puestos y arcos

puestos de más, sino también orientaciones erróneas, salvo equivalencias. Con esto concluimos

nuestro análisis del comp ortamiento de los algoritmos con la base de datos Alarm.

Pasamos a analizar el comp ortamiento de los mismos algoritmos sobre un problema más

restringido en número de variables. En la tabla 3.9 se muestran los resultados de una de las

bases de datos, la número 3, que más se acercaba a la distribución de la red que las generó,

aunque para no sesgar en demasía los resultados, se muestran a continuación, tabla 3.10, los

valores promedio de to dos los parámetros calculados sobre las 5 bases de datos generadas, entre

las que se encuentran dos esp ecialmente malas. Como vemos, las diferencias en los tiemp os

invertidos no son apreciables entre las distintas medidas y reglas de parada, logrando también

p o cas diferencias en la estructura y en su complejidad, de ahí que las distancias de Hamming

oscilen entre 0 y 3. En general el algoritmo BENEDICT -dsepa es robusto a los cambios de tamaño

de muestra para cualquiera de las medidas.

Al igual que se veía con la base de datos Alarm, el algoritmo con la medida de Kull-L y

el uso de tests de indep endencia prop orciona el mejor balance entre a juste y complejidad de

la estructura aprendida. En esta o casión no ha sido necesario el empleo del pro ceso de p o da,

p or lo que se duplican resultados en la tabla.

Con el algoritmo BENEDICT -creciente , tabla 3.11, se observa el mismo fenómeno que comen-

tábamos con la base de datos anterior, las estructuras resultantes son muy dispares en número

de arcos y en consecuencia en complejidad. De nuevo la medida Kull-L con tests de indep en-

dencia demuestra ser la más robusta, rápida y da como resultado las mejores redes en a juste

y complejidad. Tamp o co en esta o casión el pro ceso de p o da ha sido necesario para re�nar la

estructura en ninguna de las muestras.

Para terminar con BENEDICT -sin-orden , tabla 3.13, los tiemp os invertidos en el aprendiza je,

debido a las unidades tan reducidas son comparables a los tiemp os invertidos en BENEDICT -

dsepa . Las distancias de Hamming son sup eriores a las de las tablas precedentes puesto que

se cuentan además de los enlaces p or exceso o p or defecto, las orientaciones incorrectas. En

esta o casión, el algoritmo BENEDICT -sin-orden con la medida de Kull-L y el empleo de tests

de indep endencia no consigue obtener el mejor balance entre complejidad y b ondad de a juste,

sin embargo en casi to dos consigue tener la mínima distancia de Hamming. En la tabla 3.14

vemos que en esta o casión sí ha intervenido la p o da más frecuentemente.
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3.6 Incorp oración de cono cimiento a priori

El diseño de los algoritmos BENEDICT es tal que p ermite la incorp oración de cono cimiento

a priori p or parte del exp erto. Este hecho, aparte de ap ortar información segura, p ermite

aliviar el pro ceso de búsqueda. El cono cimiento a priori en forma de restricciones puede ser

de muy diversa índole. Puede consistir en arcos de los que se está seguro, éstos se establecen

al iniciar cualquiera de los algoritmos, o enlaces sin orientar que sólo pueden establecerse en

BENEDICT -sin-orden . También puede consistir en certeza acerca de la ausencia de conexiones,

los arcos o aristas corresp ondientes se eliminan, del conjunto de enlaces candidatos L , al inicio

de un algoritmo BENEDICT , evitando así ser intro ducidos y tan siquiera evaluados. Otro tip o

de cono cimiento del que puede disp oner el exp erto es de un orden parcial entre las variables

(éste, sólo cuando no se considera de partida ningún orden completo), y de ciertas relaciones de

indep endencia; estas restricciones requieren de una veri�cación durante el pro ceso de búsqueda,

ya que to da con�guración que se considera en el pro ceso ha de cumplirlas.

La p osible incorp oración de cono cimiento a priori al mo delo, transmitida p or el exp erto,

no hace sino enriquecer esta herramienta de aprendiza je. También nos abre las puertas para

incorp orar en el mo delo metacono cimiento aso ciado a determinadas aplicaciones, como es la

clasi�cación, tema del siguiente capítulo.
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Capítulo 4

Aprendiza je Orientado a la

Clasi�cación

4.1 Intro ducción

Uno de los ob jetivos de la presente memoria es tratar la tarea de clasi�cación, en los términos

descritos en el capítulo primero, con el mo delo de las redes bayesianas, y ap ortar una serie

de algoritmos de aprendiza je esp ecí�cos para la clasi�cación con este tip o de mo delo. Para

ello retomaremos los algoritmos de aprendiza je desarrollados en los capítulos anteriores (cuyo

propósito común recordamos era el de elab orar un mo delo que fuera una buena aproximación

en general a los datos) y adaptaremos algunos de sus méto dos de traba jo a los nuevos plan-

teamientos, para que, además sean unos buenos predictores. Estas redes bayesianas obtenidas

mediante alguno de los algoritmos de inducción vistos hasta el momento, aunque pueden ser

utilizadas para la tarea de clasi�cación (basta con identi�car una de las variables del mo delo

como variable de clasi�cación, aplicar el pro ceso de propagación con las evidencias presentes y

aplicar una regla de decisión para obtener la clase de la variable de clasi�cación), sin embargo

no constituyen necesariamente la mejor op ción. Esto es, estas redes no han mostrado ser tan

buenos predictores como los obtenidos mediante ciertos algoritmos esp ecí�cos de clasi�cación.

Esto lo han puesto de mani�esto diversos autores como [MST94 , FG96a , SL97 ] p or medio

de una serie de tablas comparativas en las que se muestran los éxitos de clasi�cación de

unos méto dos de inducción generales frente a otros esp ecí�cos. En [MST94 ] se comparan las

redes bayesianas obtenidas p or CASTLE [ACG

+

91b ] como clasi�cadores con diversos mo delos

como redes neuronales, árb oles de decisión, obtenidos mediante distintos algoritmos como

Kohonen, C4.5, además de algoritmos estadísticos o méto dos basados en reglas, entre otros.

En [FG96a ] se comparan las redes para distintas bases de datos obtenidas con la función de

a juste MDL [Suz93 , LB94] como clasi�cadores, con clasi�cadores obtenidos con el Ingenuo

Bayes y C4.5. En [SL97 ] se comparan las redes bayesianas obtenidas mediante el algoritmo

CH-GA (con la función de a juste CH [CH92 ] y un méto do de búsqueda propio que emplea un

algoritmo genético) con clasi�cadores como el Ingenuo Bayes y otros como TAN-GA [SL98 ] y

113
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MB-GA [SL97 ] que describiremos después.

To dos los méto dos sobre redes a los que nos acabamos de referir obtienen como resultado

una red bayesiana, que se hace con la mejor puntuación tras el pro ceso de búsqueda según la

función de a juste que le es propia al algoritmo. Y sin embargo, la primera conclusión es que

una red obtenida mediante un pro ceso de búsqueda más o menos so�sticado puede tener un

comp ortamiento como clasi�cador equiparable a otro mo delo obtenido mediante un méto do

más primitivo. La segunda conclusión es que una red con mejor puntuación no tiene p or qué

ser mejor clasi�cador que otra con una puntuación inferior dada p or el mismo pro ceso de

búsqueda. De alguna manera se constata que el problema de estas redes como clasi�cadores

se deb e a las funciones de a juste usadas para su obtención. Algunas de estas funciones miden

el a juste (sobre to das las variables) de una red bayesiana a los datos, otras miden el error de

la red bayesiana sobre to das las variables del problema. En el primer caso maximizar el a juste

y en el segundo minimizar el error no conlleva necesariamente a maximizar la probabilidad a

p osteriori o en su caso minimizar el error lo cal al predecir la variable clase dados los casos de

las demás variables.

Por tanto, los pro cesos de inducción a los que acabamos de aludir, junto con los algoritmos

presentados en los capítulos 2 y 3 son una suerte de pro cesos de aprendiza je no supervisados

en el sentido que los algoritmos no distinguen ninguna variable entre to das las variables del

problema, ni le brindan una esp ecial atención a ninguna de ellas (ni siquiera la clase) para

obtener con más exactitud la distribución a p osteriori de la clase, para en de�nitiva hallar el

valor de la clase más probable.

El enfo que de este capítulo sup one replantear la tarea del aprendiza je con el ob jetivo de

obtener una buena aproximación del mo delo en torno a la variable clase, para la subsiguiente

utilización del mo delo en la tarea de clasi�cación. De esta forma romp emos el tratamiento

homogéneo de to das las variables del problema en favor de intro ducir una asimetría en el

problema. Se le da un estatus a la variable clase diferente del resto de las variables, se

distingue p or tanto la variable clase del resto de las variables atributos o características . Una

vez hecho esto, una forma evidente de enfo car el problema de aprender mo delos orientados a la

clasi�cación es esp ecializar la función de a juste a la tarea de clasi�cación. Un intento en este

sentido fue realizado en [FGG97 ] y anteriormente en [FG96a , FG96b ] para adaptar la función

MDL a la clasi�cación mediante lo que llaman un no do monitor [SDLC93 ].

La métrica MDL tiene en cuenta la descrip ción del mo delo y la descrip ción de los datos

usando el mo delo. En su intento los autores restringen uno de los comp onentes de la métrica

a la suma de los logaritmos de la verosimilitud condicionada de cada instancia de la base de

datos, prescindiendo de uno de los términos de la descomp osición natural de la función de

a juste original. Este término, llamémosle término de la verosimilitud, que se hace ahora tan

relevante (tiene en cuenta las probabilidades condicionales) mide cómo de bien la red estima la

probabilidad de la clase dados los atributos, lo que le hace esp ecialmente apto para determinar

la calidad de la red como clasi�cador. Esta nueva función, comp onente de la métrica MDL,

garantiza que el mo delo que maximice esta función es mejor clasi�cador. Sin embargo surge

un problema computacional: la función ya no puede descomp onerse sobre la estructura de la
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red y una vez �jada ésta, ya no se puede minimizar la métrica MDL usando simplemente la

frecuencia de los datos como parámetros de la red. Esto es, con esta nueva función no hay

una ecuación para hallar los mejores parámetros para el mejor término de verosimilitud, y p or

tanto hay que hacer una búsqueda de los mejores parámetros para cada estructura candidata,

con lo que el méto do se vuelve excesivamente costoso y pierde to do su atractivo. A p esar del

p o co éxito de esta tentativa, volveremos sobre esta forma de enfo car el problema al �nal del

capítulo.

Así, algunas de las nuevas ap ortaciones que vamos a presentar provienen de observar ciertas

características de clasi�cadores sencillos e intro ducir este cono cimiento en la estructura de

algún mo do para caracterizar el tip o de familia que se va a aprender, esto es, intro ducir

metacono cimiento en la red o en el pro ceso de búsqueda. Otra fuente proviene de cambiar

de métrica de forma que tenga más en cuenta la esp eci�cidad del problema, concretamente

para que mida la b ondad del mo delo como clasi�cador, esto es, de orientar el aprendiza je

para obtener una buena aproximación de la probabilidad de la clase a p osteriori y no tener

que considerar para el mo delo to das las variables del problema, sino sólo aquellas relevantes

a la variable clase. Dado que el nombre BENEDICT , aplicado a los algoritmos que compartían

la meto dología híbrida de utilizar función de a juste con tests de indep endencia condicional,

pro cedía del acrónimo de las palabras (BElief NEtworks DIscovery using Cut-set Techniques),

nos hemos p ermitido la licencia de bautizar los nuevos algoritmos de este capítulo, que también

comparten esta meto dología, con otros nombres papales que nos han parecido apropiados, a

falta de un acrónimo más ingenioso.

El contenido p or secciones, tras la intro ducción, es como sigue: en la sección 4.2 se p one

de mani�esto la gran p otencialidad desde su aparición, de un méto do sencillo de inducción

de redes para la clasi�cación, el Ingenuo Bayes y su continua adaptación mediante algoritmos

muy diversos para tratar de ampliarlo a estructuras más complejas. La sección 4.3 trata sobre

la incorp oración de metacono cimiento en la estructura de la red inducida, de la que surgen

dos algoritmos diferentes, INOCENCIO I e INOCENCIO I I . En la sección siguiente se prop one un

nuevo algoritmo, que p or ser el último se llama ZOSIMO (también Papa), cuyas innovaciones

consisten en el empleo de un méto do propio de búsqueda y una nueva medida de a juste, que

conlleva una reducción en el número de variables implicadas en la red aprendida. En la sec-

ción 4.5 se hace una breve descrip ción de las bases de datos que se van a utilizar en p osteriores

exp erimentos, junto con los pro cesos de adaptación de las mismas para los exp erimentos. A

continuación se muestran, con ayuda de tablas y curvas, los resultados de la exp erimentación

y las conclusiones. Para �nalizar, orientados como estamos hacia la clasi�cación, se sientan

las bases para una nueva meto dología para el aprendiza je, hibridación con otros mo delos y

méto dos de clasi�cación.

4.2 Redes bayesianas como clasi�cadores

Como hemos comentado, cualquier red bayesiana puede ser utilizada para la tarea de clasi�-

cación, para ello basta con distinguir la variable de interés del problema como variable clase,
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aplicar alguno de los diversos algoritmos de propagación con las nuevas evidencias y una regla

de decisión para transformar los resultados cuantitativos en un valor para la clase. To das estas

tareas se tratan a menudo en el contexto de los sistemas exp ertos, y más concretamente sobre

redes bayesianas, existiendo para ello numerosos algoritmos e�cientes para la tarea completa

de clasi�cación e inferencia. En un entorno automático o semiautomático se tiene el problema

previo de obtener la red. El ob jetivo de aprender una red bayesiana para la clasi�cación es

múltiple: obtener una buena representación de los datos, p ermitir una fácil interpretación de

los mismos y obtener una red que sea un buen predictor o clasi�cador, esto es, obtener unas ta-

sas altas de éxito en clasi�cación. Para la consecución de este último ob jetivo nos planteamos

la siguiente cuestión:

¾Cómo son las redes que son buenos clasi�cadores? o bien,

¾Pertenecen a un tip o determinado de familia las redes que son buenos clasi�cadores?

Para resp onder a la primera pregunta p o demos utilizar las conclusiones a las que llegamos

en [AC94 ] p or las que se determinó exp erimentalmente que mo delos más simples como los

p oliárb oles (con sus limitaciones de representación en cuanto al tip o de relaciones de inde-

p endencia que pueden representar) eran buenas aproximaciones (desde el punto de vista de la

clasi�cación) a estructuras más complejas, las redes causales generales. Otra observación que

ya hemos comentado en capítulos anteriores, de [SL98 ], conforme se satura una estructura con

enlaces en el aprendiza je, se sobreesp ecializa ésta a los datos y la tasa de éxitos de clasi�cación

decrece drásticamente con una nueva muestra indep endiente de la misma base de datos. Por

otro lado, las situaciones del mundo real suelen llevar a redes p o co densas (número de arcos o

enlaces); p or el contrario, una red densa tiene p o cas relaciones de indep endencia y en de�nitiva

es de p o ca utilidad. Por to do ello, tenderemos hacia estructuras sencillas. Para contestar a la

segunda pregunta vamos a observar ciertas características de clasi�cadores sencillos y que en

general dan buenos resultados como predictores, para p o der ser utilizadas en nuestros mo delos.

Este es el caso del clasi�cador Ingenuo Bayes presentado en el capítulo primero.

Este méto do, además de ser muy simple, obtiene unos resultados comparables con otros

méto dos de inducción probabilística más so�sticados orientados a clasi�cación, con heurísticas

de búsqueda más p otentes, llegando incluso a mejorar las tasas de éxito de clasi�cación para

muchos problemas, algunos de ellos reales. Esto lo han puesto de relieve diversos autores en

[CKB87 , CN88, LIT92 , Hol93 , LS94 ] muchos de los cuales lo comparaban con algún méto do

de aprendiza je sobre árb oles de clasi�cación para validar sus resultados o para mostrar sus

apreciables mejoras resp ecto a él. Por to do ello se ha convertido en un méto do de referencia en

general para to do tip o de algoritmos de clasi�cación sobre diversos formalismos, como puede

verse en [Bun90 , MST94 ]. Sin embargo el méto do Ingenuo Bayes tiene bastantes detractores

ya que se basa en una sup osición fundamental, que p o dría cali�carse de bastante p o co realista

(de ahí que sorprendan sus buenos resultados).
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4.2.1 El mo delo Ingenuo Bayes

La sup osición consiste en que dentro de cada clase los atributos son indep endientes entre sí. En

el mo delo del Ingenuo Bayes se considera que la clase tiene en cuenta to dos los atributos (pues

no tiene ningún criterio para discriminar ninguno de ellos), p or lo que to dos ellos se hacen

dep endientes de ella. De esta forma, una vez determinadas to das las distribuciones apriori

(estimadas sobre los datos o evaluadas p or el exp erto) de la clase y las condicionales de cada

atributo dada la clase, ya tenemos el mo delo para la clasi�cación sin realizar búsqueda alguna

a través del espacio de p osibles descrip ciones. Las indep endencias hacen de éste un mo delo

muy atractivo pues sup one el máximo de ahorro de cómputos, tanto en su inferencia como en

el pro ceso de propagación, y una longitud de descrip ción p equeña, aunque no se justi�que en

muchos casos.

El mo delo probabilístico que acabamos de describir se traduce en una red bayesiana como

se muestra en la �gura 4.1, donde el no do raíz c es la variable que tiene como casos to das las

clases contempladas en el problema, y los atributos son las distintas características medidas

sobre cada elemento de estudio. Los parámetros numéricos son los ya mencionados, que están

aso ciados a cada enlace de la red.

c

a a a1 2 i na

Figura 4.1: Modelo de Ingenuo Bayes

Con esta estructura, se tiene que la probabilidad a p osteriori, P ( c j a

1

; a

2

; : : : a

n

) , que deter-

mina la clasi�cación, tiene en cuenta to dos y cada uno de los atributos. Como indicábamos,

existen muchos casos donde la sup osición de indep endencia condicional no se justi�ca, p or

ejemplo sup ongamos una red de diagnóstico médico en la que la variable clase represente las

enfermedades contempladas en un problema determinado, y los atributos, los síntomas obser-

vados en cada paciente. Es muy frecuente que algunos síntomas sean dep endientes de otros,

veáse la �gura 4.2, relativa a un problema de diagnóstico extraído de [Hec91 ], donde se ilustra

una red para el diagnóstico de un paciente que acude a una consulta con un fuerte dolor de

garganta. El no do Enfermedad representa las p osibles causas de éste fenómeno, Faringitis víri-

ca, Infección estrepto có cica, Mononucleosis infecciosa, Celulitis tonsilar y Ab ceso p eritonsilar,

to das ellas consideradas exhaustivas y excluyentes entre sí. El resto de no dos (no entraremos

en to do su detalle) representan las evidencias relevantes para el diagnóstico de la enfermedad

del paciente.

El arco entre amígdalas afectadas y pus en amígdalas re�eja la opinión del exp erto de que

la probabilidad de ver pus en las amígdalas dep ende de si la enfermedad afecta a una , las dos
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calidad de voz

enfermedad

amigdalas

pus en amigdalas

tamaño del bazo
manchas paladar

edad

glandulas

fiebre

apariencia toxica

dolor abdominal

Figura 4.2: Modelo para el diágnostico de un dolor de garganta

o ninguna amígdala (casos de la variable amígdalas ) incluso cuando se conozca la enfermedad.

Por otro lado, los arcos de �ebre y dolor abdominal a apariencia tóxica re�ejan el hecho de que

un paciente tenga asp ecto intoxicado si presenta dolor ab dominal o �ebre alta, incluso cuando

se sepa la enfermedad que padece.

Tales dep endencias afectan a las distribuciones de probabilidad y pueden degradar el comp or-

tamiento del clasi�cador al no cumplirse la hip ótesis de indep endencia entre atributos dada la

clase. Sup ongamos el caso extremo de una redundancia en un problema con cuatro variables

a
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la variable redundante del problema adquiriría el "doble" de in�uencia que el resto de atributos

y p o dría pro ducir un sesgo en las predicciones, y provo car una p osible degradación de las tasas

de éxito de clasi�cación.

4.2.2 Extensiones del clasi�cador Ingenuo Bayes

Diversas han sido las adaptaciones del Ingenuo Bayes para obtener un clasi�cador más re�nado,

para mejorar las tasas de éxito de clasi�cación allí donde resultaba más de�ciente y salvar

la sup osición más problemática del mo delo. Por ello, to das ellas tienen en consideración

las dep endencias condicionadas halladas en los datos (p or lo que incorp oran un pro ceso de

búsqueda adicional al mo delo básico) y tratan estas dep endencias de diversas maneras. Así,

el Clasi�cador Bayesiano Selectivo de Langley y Sage [LS94 ] es uno de los más simples. Este

trata de buscar, bien hacia adelante (comenzando con el conjunto vacío de atributos) o bien

hacia atrás (comenzando con la estructura completa del Ingenuo Bayes) el menor sub conjunto

de atributos conectados a la clase, que mayor éxito de clasi�cación obtiene con los datos

mediante validación cruzada. En este caso el algoritmo desprecia los atributos dep endientes o
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redundantes que violan la sup osición de indep endencia condicional del mo delo.

Otra extensión del algoritmo básico es el Clasi�cador Semi-naive de Kononenko [Kon91 ], que

detecta las dep endencias entre atributos y para ellos crea nuevos atributos, conjunción de

amb os. El mo delo así creado tiene la estructura del Ingenuo Bayes, to dos los atributos

1

son

condicionalmente indep endientes, p ero se ha salvado la restrición de indep endencia condicional

entre los atributos del problema.

Utilizando la misma idea de fundir en un nuevo atributo pares de atributos dep endientes,

Pazzani en [Paz95 ] con su algoritmo Forward Sequential Selection and Joining utiliza dos

op eradores para ir explorando el espacio de los p osibles clasi�cadores bayesianos candidatos,

siempre con la estructura del Ingenuo Bayes. Los op eradores son introducir un atributo no

utilizado como nuevo atributo condicionalmente indep endiente del resto o bien, unirlo con un

atributo ya incluido en el clasi�cador, esto es, crear un nuevo atributo conjunción. El mismo

autor también plantea un algoritmo homólogo llamado Backward Sequential Elimination and

Joining, partiendo del mo delo Ingenuo Bayes inicial, en el que los op eradores son eliminar un

atributo del clasi�cador y unir cada par de atributos en un atributo nuevo. Para amb os la

función de evaluación del mo delo se hace mediante validación cruzada.

Siguiendo con los méto dos que sientan sus bases sobre la estructura del Ingenuo Bayes

vamos a presentar otro algoritmo, en este caso muy e�ciente, que nos será de utilidad. Es

de apreciar el escaso esfuerzo de búsqueda destinado a hallar la mejor red bayesiana. El

pro ceso es tal que asigna a priori un enlace entre la variable clase y cada atributo (lo que

asegura que la red aprendida para la clasi�cación tiene en cuenta to dos los atributos), es

decir crea la estructura básica del Ingenuo Bayes y p osteriormente viene a considerar algunas

de las dep endencias entre atributos mediante lo que los autores llaman enlaces de aumento ,

(augmenting edges) [FGG97 ]. Lo característico de este nuevo méto do es que además emplea

una medida más afín a la clasi�cación. Este algoritmo es cono cido como el constructor de TAN

(Tree-augmented Naive Bayesian) o del árb ol condicional bayesiano [Gei92 ] y está basado en

el bien cono cido méto do de Chow-Liu [CL68 ] para aprender redes bayesianas tip o árb ol de

un orden de complejidad p olinomial. Debido a que el algoritmo imp one ciertas restricciones

sobre el tip o de in�uencias p ermitidas entre atributos (que la variable clase no tenga padres y

que cada atributo tenga como mucho un padre atributo además de la variable clase), al igual

que su algoritmo predecesor goza de un orden de complejidad p olinomial. Lo más notable

de este algoritmo, preconizado hace más de treinta años p or los propios Chow y Liu, es

que hereda to dos los comp onentes de su predecesor amén de que p ermanecen invariantes

to das las deducciones lógicas, teoremas etc con la utilización de una medida distinta de la

original. La nueva medida empleada en los p esos de los enlaces, consiste en la medida de

información condicional mutua entre atributos dada la variable clase (medida más orientada

a la clasi�cación). Con to do, sigue siendo un méto do simple y resulta muy comp etitivo como

clasi�cador como lo mani�estan sus autores mediante una serie de exp erimentos.

Un algoritmo que dice inspirarse en el traba jo anterior, es cono cido como TAN-GA [SL98 ].

1

los atributos originales y los nuevos.
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Este añade arcos a la estructura Ingenuo Bayes, p ero aprende estructuras que no son árb oles,

esto es, en ellas algunos atributos tienen más de un atributo padre, además de la clase. Al no

imp oner restricciones sobre el tip o de interacciones entre atributos que limitan el número de

padres en cada caso, se necesita invertir un esfuerzo adicional en la búsqueda de los mejores

arcos para ser incluidos en la estructura Ingenuo Bayes. Los arcos añadidos serán aquellos que

maximicen la probabilidad a p osteriori de la red obtenida. La característica más destacada de

TAN-GA es que la búsqueda de los arcos añadidos se realiza mediante la meto dología de los

algoritmos genéticos esp ecialmente adaptada para redes bayesianas.

Por último, debido a su reciente publicación y para terminar este apartado de los traba jos

basados en el Ingenuo Bayes, en [Zaf99] se prueba la p osiblidad de extender el mo delo Ingenuo

Bayes con conjuntos convexos de probabilidades. De esta forma incorp oran incertidumbre

acerca de los valores de las probabilidades en el mo delo y añaden �exibilidad. Para ello

prop onen un méto do de inferencia esp ecí�co para construir el clasi�cador a partir de los datos.

4.3 Incorp oración de metacono cimiento en la estructura de la

red

A partir de los algoritmos presentados como extensiones al clasi�cador Ingenuo Bayes se pueden

observar varias constantes en las estructuras de los mo delos obtenidos como resultado.

1. Se distingue la variable clase del resto de los atributos. De cara a la construcción o

el aprendiza je de redes se esp eci�can las variables del problema y la partición clase-

atributos. Ejemplos de clase son solvencia económica de un cliente, conjunto de enfer-

medad(es) o el diagnóstico de fallos en máquinas; ejemplos de atributos son síntomas de

pacientes, ingresos y gastos, observaciones o mediciones de aparatos...

2. De la variable clase se hacen dep endientes to dos los atributos que contiene el mo delo.

Estos atributos pueden ser un sub conjunto de los atributos esp eci�cados en el problema

o bien unos nuevos como conjunción de los originales, que con arreglo a algún criterio se

seleccionan y se les hace relevantes a la clase.

3. El tip o de red es de diagnóstico, to das los enlaces entre la clase y los atributos son

emergentes de la variable clase.

4. Para paliar los p osibles defectos que pro duce la sup osición de indep endencia condicional

de los atributos dada la clase sobre el éxito de clasi�cación, se contempla alguna forma

de dep endencia entre atributos en el mo delo.

Estos son algunos de los elementos elegidos para ser contemplados en la estructura de

los mo delos obtenidos p or los algoritmos que vamos a desarrollar en este capítulo. Aunque

algunos de los elementos mencionados se concretarán de forma distinta en cada uno de los

algoritmos. Indicaremos aquí que parte de estos algoritmos nos resultará familiar, pues se

basan en la meto dología BENEDICT expuesta en los capítulos anteriores. Cab e plantearse aquí
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si son necesarios to dos los enlaces Clase-Atributos establecidos inicialmente en la estructura.

Po dría aplicarse así un pro ceso de re�namiento, pudiendo ser eliminados algunos arcos y

simpli�car en algo la estructura.

La cuestión que se plantea ahora es ¾Cómo se van a incorp orar estas características o

restricciones de los tip os de familia que nos interesan, a las estructuras elab oradas p or estos

algoritmos? Para contestar a esta pregunta retomamos el tema en el sitio donde lo dejamos al

�nal del capítulo anterior, allí mencionamos la p osibilidad de intro ducir cono cimiento a priori

p or parte del exp erto en forma de asertos tip o: relaciones de dep endencia o de indep endencia

que se traducen en arcos o enlaces a priori o ausencia de arcos y/o enlaces. Esta presencia

de arcos o enlaces puede establecerse al inicializar la estructura o bien al �nalizar ésta, para

completar el mo delo. Por otro lado, la ausencia de enlace o restricción de determinados tip os

de relaciones en la estructura es resp onsabilidad del pro ceso de búsqueda aso ciado al algoritmo.

Por tanto, de entre las decisiones a tomar en el diseño de los algoritmos están, entre otras,

el tip o de relaciones que va a p ermitir cada uno de ellos en la estructura y el sentido del

pro ceso de búsqueda (esto determinará la estructura inicial de partida). De entre la búsqueda

hacia adelante y la búsqueda hacia atrás elegimos la primera, ya que resulta más �able y

menos costoso partir de una estructura simple. Los dos algoritmos que se presentan en este

apartado, INOCENCIO I e INOCENCIO I I , pretenden añadir a la estructura Ingenuo Bayes aquellos

arcos entre atributos que representan las dep endencias que se hallen en los datos como en

[Gei92 , SL98 , Paz95 , FG96a ]. De esta forma no se construye el clasi�cador con la información

a priori, sino que mediante un pro ceso de búsqueda greedy se determina el mo delo que mejor

se a juste a los datos. La búsqueda en el caso de INOCENCIO I se encuentra restringida al espacio

de redes determinado p or la estructura Ingenuo Bayes donde to dos los arcos aso ciados al no do

clase son salientes. En el caso de INOCENCIO I I se elimina esta restricción p ermitiendo que la

clase tenga padres.

4.3.1 Algoritmo INOCENCIO I

Este algoritmo obtiene redes como la mostrada en la �gura 4.2, en las que to dos los enlaces

Clase-Atributos son emergentes del no do clase (sup one que la clase es anterior a to dos los

atributos) y en las que pueden aparecer cualquier tip o de relaciones entre atributos siempre

que no se intro duzcan ciclos dirigidos. Las dep endencias entre atributos se van a representar

de forma explícita mediante enlaces no dirigidos o arcos. Esto es así p orque no se presup one

ningún orden entre los atributos y p or tanto al hallar una dep endencia, a priori no se cono ce la

orientación del p osible enlace. Como o curriera con el pro cedimiento de búsqueda de BENEDICT -

sin-orden se visitan clases de equivalencia de estructuras. En el algoritmo se emplean p or tanto

enlaces sin dirigir que se instancian con un determinado sentido cuando se tiene su�ciente

información sobre la estructura.

Esencialmente, el algoritmo INOCENCIO I consiste en aplicar el algoritmo BENEDICT -sin-orden

partiendo de la red Ingenuo Bayes en lugar de una red vacía (sin ningún enlace). Se usa p or

tanto la misma función de a juste que en el primer algoritmo; se intro ducen nuevos enlaces
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mientras se mejore la puntuación de las estructuras candidatas. El pro ceso de búsqueda, sin

embargo se restringe a añadir tan sólo p osibles enlaces entre atributos. Una vez �nalizado

el pro ceso de exploración, se re�na la estructura obtenida mediante un pro ceso de p o da,

revisando uno a uno los enlaces establecidos, p ermitiendo así eliminar enlaces que muestran

ser sup er�uos o hallando no dos que demuestran ser irrelevantes para la clasi�cación. Estas

dos situaciones se tratan de forma separada.

En primer lugar se revisan cada uno de los arcos p ertenecientes a la estructura Ingenuo Ba-

yes inicial, p ermitiendo en su caso eliminar algún enlace Clase-Atributo

2

. A continuación, se

revisan los arcos entre pares de atributos, en el orden en que fueron intro ducidas las conexiones

en la estructura. Mientras haya o currido algún cambio (se elimina algún arco) se revisan de

nuevo los arcos, en el orden indicado, pues una nueva con�guración de la red altera algunas

relaciones entre variables y puede implicar cambio p osterior. Sobre la estructura resultante de

la p o da completa pueden hallarse irrelevantes para la clasi�cación (dado que se cono cen to dos

los valores de los atributos) algunos de los atributos del problema, éstos son ignorados en el

pro ceso de clasi�cación aunque no se eliminan del problema, se p ermite así una clasi�cación

con casos p erdidos.

Veamos sobre un ejemplo el pro ceso completo y algunas de las p osibles situaciones descritas.

Sea un problema con cinco variables, U = f a

1

; a

2

; a

3

; a

4

; c g . La estructura de partida para el

inicio del algoritmo se muestra en la �gura 4.3.

a a a

c

1 2 3 4a

Figura 4.3: Estructura inicial de Ingenuo Bayes

Sup ongamos el pro ceso de aprendiza je que sigue: se parte de la estructura Ingenuo Bayes

mencionada y tras hab er insertado los arcos a

2

! a

3

, a

2

! a

4

y a

3

! a

4

en este orden, en

una etapa intermedia se tiene la situación mostrada en la �gura 4.4.

Con una p o da optimista (para ilustrar varias situaciones) sobre los enlaces Clase-Atributo

impuestos inicialmente se eliminan c ! a

1

, c ! a

2

y c ! a

4

. A continuación se revisan los

enlaces Atributo-Atributo y se elimina el arco a

2

! a

4

. No hay más cambios p osteriores.

Como resultado el grafo es ahora el que se muestra en la �gura 4.5.

Sobre este grafo puede verse que no to dos los atributos son relevantes a la variable clase

para la clasi�cación, dado que se cono cen los valores de to dos los atributos. La variable a

1

es marginalmente indep endiente de clase, y la a

4

lo es condicionalmente dado a

3

, p or tanto

2

La estrategia es la misma que se emplea en BENEDICT-sin-orden , evaluar la estructura a tenor del nuevo

estado de la red con el ap orte de las p osteriores dep endencias intro ducidas.
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a a a

c

1 2 3 4a

Figura 4.4: Estructura trás el proceso de inserción

a a a

c

1 2 3 4a

Figura 4.5: Estructura trás el proceso de poda completo

nos basta con instanciar los atributos a

2

y a

3

para determinar el valor de la probabilidad a

p osteriori de la clase. Sin embargo p o dría ser útil mantener el enlace a

3

! a

4

en el caso de

que no se conozcan algunos valores de atributos a la hora de instanciar casos.

Una vez expuesto el mo do de pro ceder del algoritmo indicaremos que, p or razones de e�-

ciencia, ciertos detalles de implementación di�eren un p o co de lo expuesto, al realizarse algunas

op eraciones de forma implícita o retrasándose otras a etapas p osteriores. Así, lo que consistía

en el primer paso del algoritmo: establecer los arcos Clase-Atributo, se efectúa inicialmente

de forma implícita y sólo se establecen los enlaces dirigidos antes de la p o da para completar

el mo delo sobre el que se va a re�nar. Para aumentar la e�ciencia, en la implementación

se aprende una red para to das las variables atributo sin incluir la variable clase mediante

la meto dología empleada en BENEDICT -sin-orden, excepto que las medidas empleadas serán

condicionadas siempre a la variable clase. Esto es p osible, gracias a la siguiente prop osición:

Prop osición 4.1 Sea H = ( U n f x

c

g ; E ) un dag cualquiera, y sea G = ( U ; E [ f x

c

! x

i

; 8 x

i

2

U n f x

c

gg ) . Sean además X e Y dos subconjuntos de U n f x

c

g , entonces

1. Si h X ; Y j W i

G

entonces x

c

2 W

2. Sea Z � U n f x

c

g entonces

h X ; Y j Z i

H

() h X ; Y j Z [ f x

c

gi

G
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Demostración:

1. Como para cualquier no do x

i

de X y cualquier no do x

j

de Y el camino x

i

 x

c

! x

j

existe

en G , necesariamente el no do x

c

deb e de p ertenecer a cualquier conjunto d-separador.

2. -Condición su�ciente: Si existiese algún camino en H entre X e Y no blo queado p or Z

(y del que no puede formar parte el no do x

c

), entonces ese mismo camino también es un

camino entre X e Y en G , que no puede ser blo queado p or Z [ f x

c

g .

-Condición necesaria: Sup ongamos que :h X ; Y j Z [ f x

c

gi

G

. Entonces existe al menos

un camino c en G entre X e Y no blo queado p or Z [ f x

c

g . Por tanto, para cualquier

no do  2 c , si  es cab eza-cab eza, entonces  2 Z [ f x

c

g ó des (  ) \ ( Z [ f x

c

g ) 6= ; ;

si  no es un no do cab eza-cab eza, entonces  62 Z [ f x

c

g . En el primer caso, como x

c

es un no do raíz, entonces  6= x

c

y des (  ) \ f x

c

g = ; . Por tanto tenemos que  2 Z ó

des (  ) \ Z 6= ; . En el segundo caso, si  62 ( Z [ f x

c

g ) tenemos que  62 Z . Luego en

amb os casos concluimos que el camino c tamp o co está blo queado p or Z en G , y puesto

que x

c

no es un no do del camino, c también es un camino no blo queado p or Z en el

grafo H . Así pues, obtenemos que :h X ; Y j Z i

H

en contradicción con la hipótesis.

Teniendo en cuenta el resultado de la prop osición anterior, y puesto que lo que es cierto

para cualquier conjunto d-separador también lo es para los conjuntos d-separadores minimales,

es equivalente buscar el conjunto d-separador minimal de dos no dos atributo en el grafo que

incluye al no do clase y a los enlaces clase-atributo, que hacerlo en el grafo que no contiene al

no do clase y añadir p osteriormente la clase al separador encontrado. De este mo do se aumenta

un p o co la e�ciencia del pro ceso de búsqueda de los conjuntos d-separadores.

Las entradas al algoritmo INOCENCIO I son el conjunto U = f x

1

; x

2

: : : x

n

g , cl ase = x

c

y D ,

un conjunto de muestras sobre las variables.

Algoritmo INOCENCIO I

1. Se �ja G

0

� ( U

�

; E

0

) , donde U

�

= f x

1

; x

2

: : : x

n

g n f x

c

g ; E

0

:= ;

2. P = Vacía

3. Para cada x

j

2 U

�

hacer

(3.1) P := P + f x

c

! x

j

g

4. Se �ja L = f x

j

� x

k

t.q. 8 j 8 k ; j 6= k ; j 6= c; k 6= c g

5. g := 0

6. Para cada enlace x

j

� x

k

2 L hacer

(6.1) g := g + D ep ( x

j

; x

k

j x

c

)

7. min := g

8. i := 1
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9. Mientras L 6= ; hacer

(9.1) Para cada enlace x

j

� x

k

2 L hacer

9.1.1. Para cada con�guración cf 2 C := estado ( x

j

; x

k

) hacer

9.1.1.1. T := tipo-enlace ( cf ; x

j

; x

k

)

9.1.1.2. G

0

i

= ( U ; E

i � 1

[ T )

9.1.1.3. si pl etar ( cf ; G

0

i

) entonces {si es un pdag válido}

g := 0 {procede a su evaluación}

Para cada enlace x

t

� x

s

2 L n f x

j

� x

k

g hacer

S

G

0

i

( x

s

; x

t

) := Mínimo-corte ( x

s

; x

t

)

g := g + D ep ( x

t

; x

s

j S

G

0

i

( x

s

; x

t

) [ f x

c

g )

si g < min entonces {mejor con�guración}

min := g

X := x

j

Y := x

k

T E := T

(9.2) E

i

:= E

i � 1

[ T E

(9.3) P := P + T E {se almacena en la pila}

(9.4) L := L nf X � Y g

(9.5) Para cada enlace x

t

� x

s

2 L hacer

S

G

i

( x

s

; x

t

) := Mínimo-corte ( x

s

; x

t

)

(9.6) si I ( x

t

; x

s

j S

G

i

( x

s

; x

t

)) entonces L := L n f x

t

� x

s

g {test de indep.}

(9.7) i := i + 1

10. Extender( G )

11. Para cada x

j

2 U

�

hacer

(11.1) E := E [ f x

c

! x

j

g {se establecen los arcos clase-atributo}

12. PodaC(G,P)

El mo delo obtenido tras el paso 9 puede ser un p dag (grafo parcialmente orientado) al que es

necesario orientar algunos de sus enlaces no dirigidos, esto se realizará mediante un pro cedi-

miento ya cono cido, extender . Tras este pro ceso se revisan los arcos puestos, en el orden en

que fueron intro ducidos en la lista P , pudiendo hallarse indep endientes atributos, con la p os-

terior intro ducción de nuevos enlaces. Esto se realiza mediante el pro cedimiento P odaC , que

tiene en cuenta el tip o de arco que es susceptible de ser eliminado p or hallarse indep endien-

tes los no dos implicados. Así para los arcos clase-atributo se utiliza un nivel de signi�cación

mayor en el test X

2

, para aceptar la hip ótesis de ser indep endientes. Un nivel distinto del

que se emplea para los arcos entre atributos. De esta forma se eliminan los arcos originales

del mo delo Ingenuo Bayes sólo cuando se está muy seguro (la idea es preservar los enlaces

clase-atributo, de forma que to dos los atributos originales in�uyan en la clasi�cación, excepto

cuando la evidencia ap ortada p or la base de datos sea muy concluyente en sentido contrario).
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4.3.2 Algoritmo INOCENCIO I I

Para nuestro segundo algoritmo de aprendiza je esp ecí�co para la clasi�cación, INOCENCIO I I ,

vamos a eliminar una restricción impuesta en el anterior acerca de la forma de las interacciones

de los atributos con la clase. Como veníamos observando de algoritmos anteriores, to dos los

enlaces Clase-Atributo son emergentes de la clase, o dicho de otra manera la variable clase es

anterior a to dos los atributos en cualquier orden p osible. Sin embargo en una interpretación

causal o temp oral de una red bayesiana, como la red Asia, �gura 3.16, los atributos visitó Asia

o fumador pueden considerarse como anteriores a padecer tuberbulosis o presentar un cuadro

clínico de disnea . Luego ya no p o demos partir de la estructura Ingenuo Bayes que imp one

ese orden parcial. En esta o casión, para añadir los enlaces atributo-atributo se parte de una

estructura que consiste en una red con to dos los enlaces clase-atributos que el algoritmo de

aprendiza je BENEDICT -sin-orden ha seleccionado como mejor estructura según su función de

a juste. Lo que signi�ca que se le han p o dido �jar cualquier número de padres y/o hijos a la

clase, y que no se fuerza la relación de la clase con to dos los atributos, únicamente los que se

han hallado relevantes.

Por tanto el algoritmo INOCENCIO I I consta de dos fases. La primera tratará de distinguir el

conjunto de atributos que se muestran dep endientes de la variable clase y entre éstos hallará

los p osibles padres de la clase mediante una orientación de los enlaces. Como hemos dicho, no

vamos a presup oner ningún orden parcial entre los atributos y la clase p or lo que hemos de

establecer los enlaces sin ningún sentido a priori, sino determinados p or el propio pro ceso de

exploración del algoritmo BENEDICT -sin-orden, conforme se acumula más información sobre la

estructura, paso 7 del algoritmo de BENEDICT -sin-orden, sección 3.3. La estructura resultado

viene predeterminada p or el conjunto de enlaces candidatos, restringido a los enlaces clase-

atributo. En esta o casión se conecta a la clase cualquier no do que no haya sido hallado

indep endiente de la clase, mediante el test X

2

y el propio pro ceso de exploración se encarga de

darle una orientación si tiene información su�ciente. Para llevar a cab o este test empleamos

un nivel de signi�cación mayor, que para un test que se aplica sobre la indep endencia entre

atributos, de esta forma también mantenemos del mo delo Ingenuo Bayes la predilección p or los

enlaces clase-atributo. Al terminar este paso, to dos los enlaces no orientados se orientan y se

establecen los atributos implicados como hijos de la clase. Ya tenemos una nueva estructura de

partida, para la segunda etapa (que sustituye a la estructura del Ingenuo Bayes del algoritmo

anterior), ésta es ahora una red con cualquier número de atributos conectados a la clase,

pudiendo ser éstos, padres o hijos de la clase. Estos arcos se revisarán más tarde en el pro ceso

de p o da conjunto, tras la inserción de nuevos enlaces de la seguna etapa, pues la p o da no

es efectiva sobre este tip o de estructuras. El resultado de la p o da es hallar indep endientes

no dos (en este caso la clase y un atributo) entre los que se estableció un enlace en un paso

intermedio del pro ceso greedy de construcción, y que después de añadir nuevos enlaces (en

este caso estableciendo nuevos padres o hijos a la clase) hiciera que la dep endencia entre los

no dos iniciales ya no fuera cierta debido a la reorganización de la información (los conjuntos

separadores ya no son los mismos). Pero en la situación obtenida tras la primera fase esta
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reorganización de la información no es p osible, p or lo que la p o da carece de sentido.

La segunda etapa del aprendiza je trata de hallar las dep endencias entre atributos, y de

re�ejarlas en la estructura con los arcos atributo-atributo. Esto se realiza mediante el subal-

goritmo corresp ondiente al paso 7 del algoritmo de BENEDICT -sin-orden. Este subalgoritmo

recoge los pro cesos de exploración y evaluación de cada una de las estructuras candidatas,

las cuales vienen predeterminadas p or el estado inicial, la red de partida y p or los enlaces

candidatos. Tras la inserción de los enlaces atributo-atributo, le sigue una extensión del p dag,

en caso de que quede indeterminado el sentido de algún enlace. La red de�nitiva se obtiene

tras el pro ceso de p o da, que se o cupa de con�rmar los arcos intro ducidos en la estructura en

el orden en que fueron intro ducidos, comenzando p or los enlaces clase-atributo.

Las entradas al algoritmo INOCENCIO I I son el conjunto U = f x

1

; x

2

: : : x

n

g , cl ase = x

c

y D ,

un conjunto de muestras sobre las variables.

Algoritmo INOCENCIO I I

1. Se �ja G

0

� ( U ; E

0

) , donde U = f x

1

; x

2

: : : x

n

g ; E

0

:= ;

2. Se �ja L = f x

j

� x

c

t.q. 8 j j 6= c g

3. g := 0

4. Para cada enlace x

j

� x

k

t:q : 8 j 8 k j 6= k hacer

(4.1) g := g + D ep ( x

j

; x

k

j; )

5. min := g

6. P = Vacía

7. G

1

:= BENEDICT -sin-orden ( L; G

0

; P ; min ) {paso 7 de BENEDICT -sin-orden}

donde G

1

� ( U ; E

1

) , resultado de la primera etapa

8. Extender( G

1

)

9. Se �ja L = f x

j

� x

k

t.q. 8 x

j

; x

k

2 U

�

; 8 j 8 k ; j 6= k g

10. G

2

:= BENEDICT -sin-orden ( L; G

1

; P ; min ) {paso 7 de BENEDICT -sin-orden}

donde G

2

� ( U ; E

2

) , resultado de la segunda etapa

11. Extender( G

2

)

12. Poda ( G

2

; P )

4.4 Cambio de la medida de a juste. Algoritmo ZOSIMO

Otra op ción que planteamos al inicio del capítulo para obtener mejores redes predictoras,

consiste en esp ecializar la función de a juste para tener en cuenta el caso concreto de la cla-

si�cación. Para ello, tratamos de emplear de alguna manera el propio comp ortamiento de la
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red candidata como clasi�cador para determinar su calidad, del mismo mo do a como se em-

plea en árb oles de clasi�cación con diversos algoritmos, ID3 [Qui86 ], ASSISTANT [CKB87 ],

CART [BFOS84 ],C4.5 [Qui93 ], o también se ha utilizado sobre redes bayesianas con TAN-

GA [SL98 ].

En cada paso del algoritmo, se evalua el clasi�cador actual mediante las tasas de éxito

de clasi�cación con un sub conjunto de muestras, F , del conjunto de entrenamiento. Para

el cálculo de las tasas se considera éxito como 1 y no éxito como 0, y los resultados se dan

en p orcenta je sobre el total de clasi�cados. Para la realización de los exp erimentos hemos

utilizado la misma regla de clasi�cación, sin aplicarle costos para homogeneizar resultados,

pues unas bases de datos tienen costos y otras no.

Lo que aquí nos prop onemos es, dada una estructura de red candidata y una base de datos

D que contiene N instancias de las variables x

1

; : : : ; x

n

(los atributos) y de la clase c , estimar

las tablas de probabilidad condicionada a partir de la base de datos y utilizar esta red de

creencia para clasi�car los distintos casos de D . La función de a juste que consideramos en

principio es el p orcenta je de éxitos de clasi�cación. Así, una red candidata es mejor que otra

si presenta unas tasas de éxito mayores, calculadas sobre las mismas instancias de la base de

datos D . El algoritmo que acabamos de esb ozar consta de dos pro cesos (que requieren a priori

un considerable esfuerzo de computación), el de estimar los parámetros de cada estructura

candidata y el de calcular la función de ajuste para cada red.

El primero de ellos requeriría en principio calcular las tablas de probabilidad condicionada de

cada variable de la estructura a partir de la base de datos para cada estructura candidata.

Sin embargo, si empleamos como mecanismo de búsqueda una técnica greedy como las em-

pleadas en distintas versiones de BENEDICT , donde se va añadiendo en cada paso el mejor arco

candidato, sólo se necesita actualizar una única tabla cada vez. El pro ceso será relativamente

e�ciente, pues es necesario un único recorrido de la base de datos p or cada estructura candida-

ta. Comparativamente este pro ceso resulta menos complejo que calcular la función de a juste

de, p or ejemplo, BENEDICT - básico .

El segundo pro ceso al que hacíamos referencia, calcular el valor de la función de a juste para

una red candidata, como hemos dicho utilizando las instancias de base de datos, requiere N

propagaciones, lo que puede resultar bastante costoso. No obstante, vamos a considerar que

no hay valores p erdidos en la base de datos (si los hubiese, se ignorarían las instancias con

valores p erdidos). Esto signi�ca que se tiene que propagar hacia un único no do (la variable

clase) cualquier instancia de valores del resto de las variables de la red, presentes en la base

de datos. Sin embargo resulta p o co útil instanciar to dos los atributos de la red en el pro ceso

de propagación, ya que p or el carácter lo cal de la transmisión de in�uencias (el ap orte de

evidencias) a través de la red, es p osible que la propagación de algunos de los valores se "cor-

to circuite" en su camino hasta la variable clase, dep endiendo de la top ología de la estructura.

Sería p or tanto más e�ciente instanciar únicamente el conjunto de variables que in�uyen de

forma directa a la variable clase, c . Este conjunto tiene nombre propio y es cono cido como el

Manto de Markov[Pea88 ], en este caso de la variable clase.
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De�nición 4.1 Un Manto de Markov

3

, M B ( x ) de un elemento x 2 U es cualquier subcon-

junto S de elementos que cumple

h x; U n ( S [ f x gj S i y x 62 S (4.1)

Este conjunto S hace las veces de escudo de x frente a la in�uencia del resto de las variables de

la red. Por tanto, en nuestro caso, x es c , sólo se tienen que propagar los valores de las variables

contenidas en el conjunto M B ( c ) , la parte restante de la estructura de la red es irrelevante.

Este conjunto está p erfectamente identi�cado p or la siguiente prop osición de J.Pearl [Pea88 ].

Se llama frontera de Markov al mínimo Manto de Markov (si ningún sub conjunto propio de S

hace que sea cierta la ecuación 4.1). Al mínimo manto de Markov de c lo seguiremos notando

como MB(c).

En cualquier red bayesiana, la unión de los siguientes tres tipos de vecinos es

su�ciente para formar la frontera de Markov de un nodo x : los padres directos de

x , los sucesores directos de x , y todos los padres directos de los sucesores directos

de x .

Con esto tenemos simpli�cada la tarea de la propagación. La complejidad del cálculo de la

distribución a p osteriori de la variable clase, dado que se instancian to das las variables del

problema viene dado en el siguiente teorema, también de J.Pearl [Pea87 ].

La distribución de probabilidad de cada variable x en la red, condicionada al

estado del resto de las variables viene dada por el siguiente producto

P ( x j u

x

) = � P ( x j �

x

)

Y

j

P ( y

j

j f

j

( x ) ) (4.2)

donde � es una constante de normalización independiente de la variable x . Donde

x , u

x

, �

x

, y

j

y f

j

( x ) corresponden a cualquier instanciación de x , U

x

= U n x , �

x

, y

j

y F

j

respectivamente, donde U es el conjunto de todas las variables, �

x

el conjunto

de padres de x , y

j

cada uno de los hijos de x , y F

j

el conjunto de padres de y

j

.

Por tanto, para la propagación sólo se necesita multiplicar a lo sumo n + 1 números reales (estos

valores se encuentran almacenados en la distribuciones condicionadas de cada variable). Una

cosa nos resta antes de comentar el algoritmo en detalle, exp oner el mecanismo de búsqueda

que vamos a emplear.

Dada la de�nida orientación de la función de a juste hacia la clasi�cación de la variable

clase, el pro ceso de búsqueda está restringido a aquellas estructuras que den lugar a unas

fronteras de Markov distintas, para la variable clase. De esta forma no se gasta esfuerzo en

evaluar estructuras como las de la �gura 4.6, que tienen la misma frontera de Markov para la

clase p ero distintas conexiones. A efectos de clasi�cación las dos redes son equivalentes. Luego

3

Markov Blanket, p or resp etar la notación de J. Pearl
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las relaciones entre variables externas a la frontera de Markov de c (caso a ) de la �gura 4.6) y

algunas entre una variable de la frontera de Markov y una externa a la misma (caso b ) de la

�gura 4.6) no se considerarán en el espacio de búsqueda. Los no dos sombreados de la �gura

p ertenecen al MB ( c ) .

c c

a ) b )

Figura 4.6: Dos estructuras con la misma frontera de Markov para el nodo c

Otro tip o de relaciones que no se van a considerar son algunas relaciones entre variables

de la propia frontera de Markov, como p or ejemplo las que se muestran con trazo discontínuo

en la �gura 4.7, donde to das las variables que aparecen p ertenecen al MB ( c )

4

. Estos enlaces

sólo ap ortan mayor complejidad a la estructura (se incrementa el número de parámetros) y

sin embargo el cálculo de la distribución de probabilidad a p osteriori de la clase mediante la

ecuación 4.2 es la misma con o sin los arcos indicados, ya que la frontera de Markov de c es la

misma en cualquiera de los casos.

c

Figura 4.7: Frontera de Markov para el diagnóstico de la diabetes

Así pues, dado un conjunto de variables, no se van a explorar to dos los grafos p osibles sino

que se van a visitar unas clases de equivalencia de grafos, según la relación de la frontera de

Markov, p or lo que sólo hemos de tener en cuenta las variables que forman la frontera de la

variable esp ecial. En el p eor de los casos, el número de no dos en este conjunto es también de

n � 1 , p ero el conjunto de enlaces será el menor p osible. Veamos un ejemplo de estructura

de red, resultado de nuestro algoritmo. Sean las variables del problema U = f 1 ; : : : ; 6 ; c g .

4

Estructura para el diagnóstico de la diab etes, extraída de [SL98 ], resultante de aplicar el algoritmo MB-GA.
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Sup ongamos que el grafo verdadero a recup erar es el grafo a ) de la �gura 4.8. En este caso, el

número de no dos que conforma la frontera de Markov es de 6 , están to dos los atributos, p ero

el conjunto de enlaces será el menor p osible. Nuestro propósito es dar como salida el grafo

parcial b ) de la �gura 4.8.

1 2

34

5 6

1 2

34

5 6

c c

a ) b )

Figura 4.8: Salida del algoritmo

Dado que no se presup one ningún orden entre las variables y se tiene una variable esp ecial,

la variable clase c , la propuesta es utilizar una meto dología similar a la empleada p or el

algoritmo BENEDICT - sin-orden , aunque simpli�cada p or la restricción de las estructuras en las

que estamos interesados. El propósito es el mismo que en el algoritmo mencionado, explorar

clases de equivalencia de estructuras mediante la utilización de enlaces no dirigidos o arcos en

las estructuras. Recordemos que dos estructuras son equivalentes si y sólo si ambas representan

el mismo conjunto de indep endencias condicionales [PV90a ]. Se trata pues, de partir de la

red inconexa e ir añadiendo enlaces a la estructura en curso, de uno en uno, visitando las

estructuras vecinas a las que puede dar lugar la incorp oración de un nuevo enlace. El propio

pro ceso de búsqueda se restringirá a aquellas conexiones que den lugar a estructuras que

representen distintas fronteras de Markov de la variable clase.

Como hemos indicado, no to das las conexiones se van a contemplar en este pro ceso de

búsqueda. Las únicas conexiones candidatas a ser intro ducidas en la red son:

� Los enlaces clase�atributo c � x

i

, 8 x

i

2 U .

� Los enlaces atributo�atributo x

i

� x

j

; i 6= j x

i

; x

j

2 U siempre que al menos uno de los

dos atributos esté ya conectado a c (y no sea padre de c ).

� El resto de enlaces no se consideran.

El resto de enlaces no se consideran p orque son irrelevantes para la clasi�cación. Vamos a

mostrar para cada una de estas conexiones las distintas con�guraciones a las que puede dar

lugar su incorp oración en una estructura mo delizada, y cuáles de ellas se van a considerar en

el pro ceso de búsqueda. Vamos a exp oner to da la casuística que se presenta, con la ayuda de

un árb ol de decisión de siete estados ( A; : : : ; G ) , en el que en cada caso se tiene en cuenta el

tip o de adyacencias de alguno o algunos de los no dos implicados. Algunos de los estados son
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simétricos p or intercambio de x

i

y x

j

. Como se hiciera con anterioridad, este árb ol nos servirá

como herramienta a la hora de diseñar nuestro algoritmo para explorar de forma sistemática

el espacio de búsqueda. Algunas situaciones que se van a presentar coinciden con estados del

árb ol binario de la tabla 3.1. Sin embargo otros reducen el número de con�guraciones vecinas

a considerar durante la exploración. Veamos p or ejemplo el caso en que la conexión candidata

es x

i

� x

j

y existe un enlace x

i

� c p ero no x

j

� c que se corresp onden a los estados G y H de la

�gura 3.6 donde x es el no do x

i

, y es el no do x

j

y la variable clase c es cualquiera de los no dos

conectados mediante un enlace no orientado

5

. Lo p o demos mo delizar según la �gura 4.9. En

condiciones normales, las con�guraciones p osibles son las dos estructuras a ) y b ) , aunque sólo

vamos a considerar la con�guración b ) , ya que la con�guración resultante a ) es equivalente a

la de partida, a los efectos de clasi�cación.

x i x ix i x j x j

a) b)

jx

c c c

Figura 4.9: Estado inicial

Otro ejemplo de situación esp ecí�ca a este méto do de exploración en la que se desestima

la conexión p or resultar redundante, es el caso que se muestra en la �gura 4.10.

x i jx

c

Figura 4.10: No se considera nueva con�guración

Como vemos, la nueva medida de a juste ahorra esfuerzo de exploración al restringir el espa-

cio de búsqueda para la red de clasi�cación. Veamos a continuación el méto do de exploración

detallado, representado mediante un nuevo árb ol binario.

5

Existe un cambio de notación, pues antes no se distinguía la variable de clasi�cación.
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Caso de que la conexión candidata sea c � x

i

Si existe ya algún arco x

k

! c

� x

i

! c

� x

i

 c

A

Sino (c no tiene padres)

� x

i

� c

� si c tiene enlaces no orientados, x

i

! c , y uno sólo de

los adyacentes a c no orientado, se p one como padre, el

resto como hijos

B

Caso de que la conexión candidata sea x

i

� x

j

Si existe conexión x

i

� c p ero no x

j

� c

� x

j

! x

i

 c

C

Si existe conexión x

j

� c p ero no x

i

� c

� x

i

! x

j

 c

D

Si amb os atributos, x

i

; x

j

están conectados con c

Si existe x

i

! c y no x

j

! c

� x

i

! c ! x

j

y x

i

! x

j

E

Si existe x

j

! c y no x

i

! c

� x

j

! c ! x

i

y x

j

! x

i

F

Si no existe x

i

! c ni x

j

! c

� c ! x

i

 x

j

� c ! x

j

 x

i

G

De forma similar a como se empleara este árb ol en el capítulo anterior, según se satisfagan

las condicionantes se cae en alguno de los estados enmarcados en un recuadro que contiene

el conjunto de con�guraciones vecinas a las que puede dar lugar la op eración de insertar la

conexión ba jo consideración. Sigamos mediante un ejemplo la forma de utilizar el árb ol de

decisión. Sea la situación descrita mediante el grafo de la �gura 4.11, a la que se pretende

insertar la conexión clase-atributo entre los no dos x

i

y c . En esta situación c no tiene padres p or

lo que se llega al estado B . El número de con�guraciones distintas determinadas p or el estado

dep ende del número de conexiones no orientadas de la variable c , d ( c ) . Estas con�guraciones

pueden verse en la �gura 4.12. Entre las conexiones p osibles entre x

i

y c que dan lugar a clases
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x i

c

Figura 4.11: Estado inicial

x i x i

x i x i

c c

cc

Figura 4.12: Con�guraciones determinadas por el estado B

de equivalencia distintas están el enlace f x

i

� c g y el arco f x

i

! c g , el arco f x

i

 c g está

contemplado con el primer tip o de enlace.

La inserción del enlace f x

i

� c g genera el primer p dag de la �gura 4.12, que representa a

cualquier dag cuyas orientaciones de enlaces no intro duzcan un nuevo patrón cab eza-cab eza.

La inserción del arco f x

i

! c g da lugar a los restantes tres grafos de la �gura 4.12 en los que se

crea un nuevo no do cab eza-cab eza c , con el no do x

i

y alguno de los adyacentes de c anteriores

que no son hijos. Luego el total de con�guraciones en general es de d ( c ) + 1 . De forma similar

pueden verse ilustrados los distintos estados descritos en el árb ol de decisión en la �gura 4.13.

Otra simpli�cación en el méto do de exploración del algoritmo ZOSIMO resp ecto de BENEDICT -

sin-orden consiste en que el efecto de añadir un enlace se restringe a los no dos implicados (no

hay que seguir la traza de un arco, provo cando una orientación en cascada) el ámbito de

in�uencia es el formado p or el subgrafo parcial inducido p or la frontera de Markov de la clase

y cualquier cambio se detiene ahí. Ya tenemos descrito la forma de navegar p or el espacio

de búsqueda restringido a las estructuras de red que conforman una frontera de Markov de la

variable distinguida. Vamos a describir ahora los elementos esenciales del algoritmo ZOSIMO
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xk

xk

xk

x i

x i

xk

x i x i

o

A

B

x x i x i

x ix ix i

i

o

o

C, analogo para D

x j

x j

x jx i x i

x i

c

c

c

c

c c

c

c

c c

G

x j

o

x j x j

x j

E, analago a F

x j

x i

x i x i

cc

c c c

Figura 4.13: Ejemplo de con�guraciones para cada estado del árbol
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que se encuentran implementados en diversos mó dulos, antes de ver cómo se integran éstos en

el diseño de�nitivo que se exp one a continuación.

La parte del pro ceso de búsqueda que ha de tomar en consideración los distintos estados

descritos se implementa en la función estadoC . Esta función recib e como entrada los no dos z

i

; z

j

a conectar (extremos de cada enlace candidato L ). Con ellos determina el tip o de conexión de

que se trata: clase-atributo o atributo-atributo y si se desestima o no la conexión. En el caso

en que no se desestime, la función recup era la con�guración o conjunto de con�guraciones,

C , corresp ondientes al estado determinado p or las adyacencias de los no dos. El conjunto C

constituye la salida de la función estadoC . Relacionado con la función anterior, se tiene una

función llamada tipo-enlaceC , que devuelve el tip o de enlace que conecta los no dos z

i

y z

j

en la

con�guración cf 2 C , necesario para identi�car el enlace y p o der ser incluido p osteriormente

en la estructura.

Hemos destacado dos pro cesos esp ecí�cos a este algoritmo relacionados con la evaluación de

la función de a juste de una red a los datos, que son la estimación de los parámetros de la red y

la propagación de las instancias de la base de datos, que se van a implementar resp ectivamente

en el pro cedimiento estimar y en la función propagar . El pro cedimiento estimar extrae de la

base de datos, D , los parámetros de la distribución de probabilidad condicionada de una de

las variables extremos del enlace recién intro ducido en la estructura. Como la op eración de

inserción de una conexión consiste en p oner un arco o bien un enlace no dirigido, en el primer

caso la distribución de probabilidad afectada es la corresp ondiente a la variable hijo en el arco;

en el caso de tratarse de un enlace no dirigido (misma convención que en el capítulo anterior,

representa un arco en cualquiera de los dos sentidos siempre que no cree no dos cab eza-cab eza)

se busca una orientación a ese enlace de forma implícita, coherente con el resto de la red, esto

es, que no intro duzca patrón cab eza-cab eza. De acuerdo con esa orientación se pro cede con la

variable extremo hija, como en el caso anterior. Ya que el ámbito del pro cedimiento anterior

afecta de manera lo cal a la estructura, es necesario inicializar los parámetros de la estructura

inconexa G

0

al valor de las distribuciones marginales a priori, mediante el pro cedimiento

estimar-todo .

La función propagar se encarga de realizar el pro ducto esp eci�cado en la ecuación 4.2 para

la variable clase c , dada la top ología de una red, G , y un conjunto de muestras D ; y devuelve

la prop orción de muestras bien clasi�cadas del conjunto de muestras usado. Es conveniente

hacer una serie de esp eci�caciones en este punto. Primero, el pro ducto mencionado sólamente

involucra un conjunto de variables de G , aquéllas que conforman la frontera de Markov de la

variable clase, p or lo que sólo se leerán e instanciarán éstas pro cedentes de la base de datos.

Segundo, ya justi�camos el empleo de la función de a juste, el p orcenta je de éxitos, en nues-

tro algoritmo para aumentar la calidad de la red como predictor; lo que sucede es que tiene

tendencia a sobrea justar la red al conjunto de entrenamiento. Esto se traduce en que tiene

muy buen comp ortamiento como clasi�cador con los datos de entrenamiento, p ero decrece

notablemente cuando se emplea con un conjunto de muestras indep endientes, provenientes de

la misma p oblación o cuando se emplea con muestras obtenidas mediante validación cruzada.

Esto es básicamente lo que o curre tanto en árb oles de clasi�ción [BFOS84 ] como en redes
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bayesianas [SL98 ]. Varios han sido los intentos para resolver este problema en el área de los

árb oles de clasi�cación: la pre-p o da, esto es, la utilización de alguna regla de parada durante

el aprendiza je, sobre la que hablamos ampliamente en el capítulo 3. La p o da propiamente

dicha, que se aplica una vez construido el árb ol. Se trata de disminuir la longitud del clasi�-

cador (en términos de parámetros) sin mermar en demasía las tasas se éxito alcanzadas p or el

clasi�cador original. Para estos menesteres se dedican muestras indep endientes para el apren-

diza je y para los tests, o también se emplea la validación cruzada, cuando el volumen de datos

no es demasiado grande. Otra técnica emplada en árb oles de clasi�cación cuando el volumen

de datos es su�cientemente grande, se cono ce como `windowing' [CKB87 ], que consiste en la

selección de un conjunto de muestras de tamaño variable, la ventana a través de la cual se tiene

una visión de la distribución de los datos. Por esta razón, al mismo tiemp o que para aliviar

el coste computacional de clasi�car to das las muestras de entrenamiento en cada intento de

intro ducir un arco, prentendemos utilizar un sub conjunto variable de muestras de D . Así pues,

en lugar de utilizar las N muestras, N = j D j del conjunto de entrenamiento, vamos a utilizar

tan sólo un sub conjunto de tamaño m , con m < N , elegido aleatoriamente según la técnica

de selección de muestras de Knuth (selecting sampling technique) [Knu81 ], �jo en cada ciclo

de inclusión de un nuevo enlace. Su implementación puede verse en el algoritmo S. Por tanto,

para estimar los parámetros de la estructura se utilizan to dos los datos de D y para evaluar

el clasi�cador se emplea una aproximación de la distribución de los datos, un sub conjunto de

D seleccionado aleatoriamente.

Finalizado el pro ceso de búsqueda, se ha alcanzado una estructura que goza de la máxima

puntuación de cuántas han sido evaluadas, sin embargo aún ha de ser manipulada p or dos

pro cesos antes de darse p or de�nitiva: la p o da y la extensión, dos pro cesos que nos resultan

familiares, implementados resp ectivamente en los pro cedimientos extender C y podaC , esp ecí-

�cos de este algoritmo.

El pro cedimiento de la p o da necesita de algunas precisiones en cuanto a su utilidad y

funcionamiento. Como ya hemos comentado, la p o da se emplea para reducir el problema

del sobrea juste a los datos aunque también es una forma de intro ducir un mecanismo de

paso atrás en un algoritmo de estrategia ascendente, esto nos p ermite visitar estructuras que

p or la naturaleza greedy de la heurística de búsqueda no fueron evaluadas y eliminar enlaces

erróneos que fueron incluidos de forma p ermanente. El pro ceso de p o da que se implementa

en el pro cedimiento podaC consiste en revisar uno a uno los arcos en el mismo orden en que

fueron intro ducidos en la red (que se encuentran almacenados en la lista P ) y obtener el valor

de la función de a juste para la nueva estructura candidata al prescindir del enlace que se está

considerando. Para ello es necesario primero estimar los parámetros de la nueva red candidata,

concretamente sólo es necesario rea justar una tabla de probabilidad condicional (la del destino

del arco sustraído). A continuación propagar to das las instancias de conjunto completo, D

sobre la variable clase para obtener las tasas de clasi�cación con el clasi�cador actual, en lugar

de un sub conjunto aleatorio como se realizaba durante el pro ceso de exploración. Sólo en caso
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de que las tasas de éxito halladas ahora son mayores se elimina el arco.

Al �nalizar el pro ceso de búsqueda se obtiene un grafo en principio parcialmente orientado,

si no se tiene su�ciente información para orientar to dos los enlaces como o curría con BENEDICT -

sin-orden . Por ello para terminar se aplica un pro cedimiento para la extensión del p dag a un

dag mediante el pro cedimiento ExtenderC . Este pro cedimiento busca darle una orientación a

cada enlace no orientado sin crear ciclos dirigidos ni no dos cab eza-cab eza, aunque tratando de

recup erar si es p osible la estructura del Ingenuo Bayes que es la que rep orta mayor ahorro en

los cálculos para la propagación. Así, se comenzará tratando de orientar desde la variable clase.

Las entradas a nuestro algoritmo son: el conjunto U = f x

1

; x

2

: : : x

n

g , la clase clase = x

c

,

conjunto completo de muestras de entrenamiento sobre las variables, D y la cantidad m �ja

para el muestreo.

Algoritmo ZOSIMO

1. Se �ja G

0

� ( U ; E

0

) , donde U = f x

1

; x

2

: : : x

n

g ; E

0

:= ;

2. Se �ja L = f x

k

� x

j

t.q. 8 j 8 k ; j 6= k g

3. estimar-todo ( G

0

; D ) {inicialización de todas las distribuciones marginales}

4. g := max

h

P ( x

c

h

) { x

c

h

caso de la clase de máxima probabilidad}

5. maximo := g

6. i := 1

7. Mientras g � maximo hacer { mientras vayamos mejorando }

(7.1) F := S ( D ; m ) { se extrae una submuestra de D }

(7.2) Para cada enlace x

k

� x

j

2 L hacer

7.2.1. Para cada con�guración cf 2 C := estado ( x

k

; x

j

) hacer

7.2.1.1. T := tipo-enlaceC ( cf ; x

k

; x

j

)

7.2.1.2. G

0

i

� ( U ; E

i � 1

[ T )

7.2.1.3. estimar ( G

0

i

; D )

7.2.1.4. g := propagar ( G

0

i

; x

c

; F ; m )

7.2.1.5. si g > maximo entonces {mejor con�guración}

maximo := g

X := x

j

Y := x

k

T E := T

(7.3) E

i

:= E

i � 1

[ T E

(7.4) L := L nf X � Y g

(7.5) P := P + T E {Se añade en la lista P }

(7.6) i := i + 1
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8. PodaC ( G; P ; D ; N ; maximo )

9. ExtenderC( G )

Algoritmo Po daC(G,P,D,N,maximo)

1. Para cada enlace f X � Y g de P hacer {Se revisan los enlaces}

(1.1) E

0

:= E n f Y � X g

(1.2) G

0

:= ( U ; E

0

)

(1.3) estimar ( G

0

; D )

(1.4) g := pr opag ar ( G

0

i

; x

c

; D ; N )

(1.5) si g > maximo entonces {mejor con�guración}

maximo := g

E := E

0

G := G

0

Como vemos la p o da se realiza con los datos estimados sobre el conjunto de muestras D

completo y no sobre una submuestra F , pretendemos revisar cada uno de los arcos, con to da

la información disp onible para el entrenamiento y no con alguna submuestra aleatoria.

El algoritmo S , de selección aleatoria de m elementos (registros) de un �chero que contiene

N elementos, se detalla a continuación. Este recib e como entradas el �chero D y el número

de registros totales que se quieren seleccionar. Este algoritmo S , que realiza un muestreo sin

reemplazamiento, es empleado para la fase de evaluación de la estructura, en cada paso del

algoritmo ZOSIMO , de esta forma se evalúan to dos los grafos candidatos de tamaño i , G

0

i

, sobre

el mismo sub conjunto, F , de D .

Algoritmo S(D,m)

1. t := 0 { número de registros explorados}

2. k := 0 { número de registros seleccionados actualmente}

3. u := r andom {se genera un número aleatorio 2 [0 ; 1] }

4. si ( N � t ) � u � m � k

entonces

saltar al siguiente registro del �chero

t := t + 1

volver al paso 3

sino



140 Capítulo 4. Aprendizaje Orientado a la Clasi�cación

seleccionar siguiente registro del �chero para la muestra F

k := k + 1

t := t + 1

si k < m

entonces volver al paso 3

sino �n

Un algoritmo que emplea la misma función de a juste que hemos mencionado y cuyo méto do de

exploración se restringe al conjunto de estructuras que son frontera de Markov de la variable

clase, es el llamado MB-GA de [SL98 ]. Como su nombre indica, la búsqueda se realiza mediante

una técnica que emplea algoritmos genéticos esp ecialmente adaptada a las redes bayesianas

y más concretamente para dar lugar a subgrafos inducidos p or la frontera de Markov de la

variable clase. Un ejemplo de red de salida de este algoritmo es un grafo como el de la �gura 4.7.

De ahí que nuestro méto do de exploración sea p otencialmente más e�ciente que MB-GA, pues

no gastará tiemp o en intentar evaluar y discriminar entre redes que a los efectos de clasi�cación

son idénticas. Por lo demas los algoritmos MB-GA y ZOSIMO aparte del pro ceso de exploración

di�eren también en el pro ceso de evaluación de cada red candidata y en la forma de efectuar la

clasi�cación. Mientras que el primero emplea to do el conjunto de entrenamiento para obtener

las tasas de éxito alcanzadas, ZOSIMO emplea un sub conjunto aleatorio de D . Por otro lado

MB-GA para el pro ceso de clasi�cación utiliza el sofware HUGIN que efectúa la propagación

de cada una de las evidencias presentes en el conjunto de datos, mientras que el pro ceso de

evaluación de cada red candidata de ZOSIMO (implementado en propagar ) se reduce al cálculo

del pro ducto esp eci�cado p or la ecuación 4.2.

Hasta ahora lo que hemos venido utilizando es la función de a juste g =

P

m

j =1

f

1

( F ; j ) donde

F es el sub conjunto de muestras extraído aleatoriamente de D , �

j

= ( x

j

1

; : : : ; x

j

n

) (donde no

se instancia la clase) es el cono cimiento que se tiene con las evidencias de la j-ésima muestra,

x

j

c

es el valor observado de la clase y f

1

es:

f

1

( F ; j ) =

(

1 si arg max

h =1 ;:::;r

P ( x

c

h

j �

j

) = x

j

c

0 en otro caso

(4.3)

Esta función aplica los valores 1 y 0 resp ectivamente en caso de acierto o fallo en predecir

el valor de la clase.

Sin embargo prop onemos aquí otra función que consiste en una adaptación de la primera.

Se trata de matizar ese 0 o 1, pues hay situaciones en los que un error se puede cali�car de

error leve y aciertos que se pueden cali�car como p equeños aciertos. Veamos un ejemplo.

Sup ongamos que tenenos una variable clase x

c

con tres casos c

1

; c

2

; c

3

y que el valor observado

de la clase es c

3

. En el supuesto de que la distribución de probabilidad de la clase (elicitada o

inferida) sea

caso 1 P ( x

c

j � ) = P (0 : 15 ; 0 : 46 ; 0 : 39)

caso 2 P ( x

c

j � ) = P (0 : 23 ; 0 : 66 ; 0 : 11)
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En ambas situaciones se predice el caso c

2

como valor para la clase, lo cual sup ondría 0

en amb os casos. Sin embargo, en el caso 1, las probabilidades del caso predicho y del caso

observado son bastante cercanas. Po dría incluso llegar a pro ducirse un error de clasi�cación

con una distribución como: P ( x

c

j � ) = P (0 : 16 ; 0 : 42 ; 0 : 42) , en el que el algoritmo se queda con

el primer máximo encontrado. En este caso c

2

y c

3

tienen la misma probabilidad y se elige la

clase equivo cada.

Por otro lado, el error en el caso 2 es doble, equivo carse de caso con mucha seguridad, y

asignarle una probabilidad del caso observado para la clase tan ba ja.

De forma parecida, se pueden distinguir varias situaciones consideradas hasta ahora como

acierto. Sup ongamos la misma variable clase. El valor de la clase observado es c

2

y la distri-

bución de probabilidad es la del caso 1 o bien el caso 2. En amb os casos se da un acierto, sin

embargo el acierto del caso 1 es menos acierto ya que la probabilidad asignada al caso real es

mayor que cualquier otro, p ero se decide p or el caso c

2

p or p o ca diferencia. Por contra en el

caso 2, se está bastante seguro al asignar el caso c

2

como valor de la clase.

Con esto en mente, prop onemos como función de a juste:

g =

P

m

j =1

f

2

( F ; j ) donde los parámetros son los mismos que los mencionados anteriormente

y f

2

se de�ne como:

f

2

( F ; j ) =

(

max

h =1 ;:::;r

P ( x

c

h

j �

j

) si arg max

h =1 ;:::;r

P ( x

c

h

j �

j

) = x

j

c

0 en otro caso

(4.4)

Sólo se tiene en cuenta la probabilidad calculada del caso observado de la variable clase cuando

coincide con el caso que hemos predicho, ya no de forma uniforme con 1 sino con el propio

p eso de la probabilidad, aunque se sigue p enalizando con 0 cualquier error. Así pues, con

esta función se relativizan los aciertos. El pro ceso de evaluación trata pues de maximizar esta

función. De esta forma las redes candidatas no compiten p or número de aciertos, sino p or un

total en el que las probabilidades de acierto sean más altas. Se puede llegar a preferir una

con�guración con un menor número de aciertos, p ero donde las probabilidades a p osteriori de

la clase correcta sean mayores.

Sin embargo, con esta función sigue sin tratarse el caso del empate en los valores de proba-

bilidad. Aunque haya empate, de hecho la regla de decisión deshace el empate arbitrariamente.

Prop onemos una nueva función de a juste: g =

P

m

i =1

f

3

( F ; j ) donde f

3

se de�ne como:

f

3

( F ; j ) = P ( x

j

c

j �

j

) (4.5)

esto es, se suman siempre las probabilidades asignadas a la clase verdadera. Si es un acierto

será p orque tiene la máxima probabilidad aso ciada. En caso de empate en la probabilidad del

caso observado y del caso predicho, participan de la misma forma, no se consideraría el `error'.

En otro caso, este caso tendrá una probabilidad más ba ja, cuanto más ba ja (mayor `error'),

menos participa en la medida de a juste. Según la función de a juste f

3

, las redes no compiten

p or número de aciertos, sino p or un total en el que las probabilidades del caso real sean más
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altas. Pueden o currir situaciones en las que una con�guración sea mejor p orque los `errores'

sean menores que los de otra, esto es, las probabilidades asignadas a los casos observados

sean más altas. Esto puede ser cierto aún cuando el número de aciertos sea inferior p orque

el valor de varios errores comp ensen el valor de algún acierto. Aunque este comp ortamiento

pueda parecer ir en contrasentido, exp erimentalmente se comprueba que esta heurística va

paralela a número de aciertos, y nos p ermite deshacer empates en el número de éxitos entre

con�guraciones y además la función de evaluación (que se emplea tanto en el pro ceso de

búsqueda como en la p o da) sup one menos coste computacional.

4.5 Exp erimentación

4.5.1 Las bases de datos

El ob jetivo del presente capítulo ha sido el planteamiento de varios algoritmos de clasi�cación

con diferentes enfo ques, comparar sus rendimientos con un variado esp ectro de bases de datos

y establecer conclusiones sobre la calidad de los clasi�cadores obtenidos con estos algoritmos

frente a aquellos clasi�cadores obtenidos mediante otros algoritmos ya cono cidos. Las bases de

datos empleadas p ertenecen a la Universidad de California, Irvine de su `Rep ository of Machine

Learning Databases and Domain Theories' ampliamente utilizada para contrastar algoritmos

de aprendiza je con otros ya presentes en la literatura de I.A. [UCI]. De entre las muchas

bases de datos ahí presentes, hemos escogido un conjunto su�cientemente variado tanto p or

el tip o de dominio al que p ertenecen como p or las características de los datos que contienen.

Si tomamos cada base de datos como un problema a tratar, tenemos que las bases de datos

Breast y Breast-cancer , las de Cleveland , Heart , Pima y Hepatitis son médicas. Las bases de

datos German y Australian son de dominio bancario, Flare2 de dominio astronómico, Soybean-

large y Soybean-smal l de dominio b otánico, Monks1 y Monks2 son del dominio de la Lógica

(estas bases de datos son sintéticas) y p or último la base de datos Vote1-irvine es de dominio

p olítico. Para p o der emplear las bases de datos seleccionadas en nuestros exp erimentos, ha

sido necesario un prepro cesamiento de algunas de ellas y adaptarlas a nuestro software actual.

El prepro cesamiento consiste p or un lado en eliminar aquellas muestras que contienen casos

p erdidos en algunos de los atributos, y p or otro lado la discretización de las variables de

tip o contínuo. Este último tratamiento ha sido realizado mediante un software recono cido, de

libre distribución MLC++

6

. Ya que este software está ampliamente parametrizado y ofrece

una gran cantidad de op ciones, esp eci�caremos las condiciones de su ejecución. La medida

empleada para la discretización ha sido la entropía (recomendada como la más apropiada para

la mayoría de las bases de datos)[DKS95 ], el número de intervalos a considerar no es �jo

sino que se estima mediante la heurística descrita en [FI93], p or último el criterio de parada

utilizado para la discretización ha sido la Información mútua normalizada. De esta forma se

han obtenido atributos discretizados desde los 2 hasta los 23 casos para el atributo contínuo

nivel de colesterol en la base de Cleveland . En la tabla 4.1 se encuentra una somera descrip ción

6

La dirección de contacto se encuentra en [MLC94 ] de la bibliografía.
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de las bases de datos utilizadas.

Bases d Datos Total M. Entrenam. Test N. Atribs casos CL H(CL)

Breast-can 286 184 93 9 2 0.89

Breast 699 457 226 10 2 0.96

Cleve-nom 303 202 99 7 5 1.83

Cleveland 300 200 97 13 5 1.83

Pima 768 512 256 8 2 0.94

Heart 270 180 90 13 2 0.99

Hepatitis 155 59 21 19 2 0.42

Flare2 1066 716 350 10 2 0.58

German 1000 670 330 24 2 0.89

Australian 690 460 230 14 2 0.99

Monks1 556 124 432 6 2 1.00

Monks2 601 169 432 6 2 0.96

Vote1-irvi 435 290 148 15 2 0.97

Soyb-smal l 47 31 16 35 4 1.90

Soyb-large 683 374 188 35 19 7.13

Tabla 4.1: Descripción de las Bases de Datos utilizadas en los experimentos

En dicha tabla se indica para cada base de datos el número total de muestras , es la suma de las

muestras dedicadas a entrenamiento y a test (salvo casos p erdidos). En o casiones las muestras

se encuentran en �cheros separados explícitamente, en otras las hemos partido en 2/3 y 1/3

dedicadas resp ectivamente a entrenamiento y test. Para ese propósito se han seleccionado de

forma aleatoria del conjunto completo inicial, las muestras para el entrenamiento y para el

test. El número de atributos nos da una idea de la complejidad de cada problema a tratar, así

se tiene una base de datos con 7 variables (6 atributos más la clase), Monks1 hasta los 36 de

Soybean-large y Soybean-smal l . También es distinto el número de casos p or clase a predecir,

éste va desde los 2 hasta los 19 de Soybean-large . Por último la columna de H ( C L ) , entropía

de la clase, es indicativa de la incertidumbre de la variable clase según la distribución a priori

obtenida a partir del �chero de entrenamiento. Pudiera o currir que la distribución de los

datos esté tan sesgada hacia alguno de los casos de la variable clase (cuando en el conjunto

de entrenamiento hay una prop orción muy ba ja de la clase no mayoritaria) que la estrategia

de la regla de clasi�cación p or defecto alcanzara unas tasas de clasi�cación tan altas que

sup eraran las de cualquier algoritmo, para ella no sería necesario emplear ningún algoritmo de

aprendiza je. Esto ha o currido en alguna de las bases de datos presentes en el mismo depósito

(comentarios en [MST94 ]). No es el caso de ninguna de las bases de datos utilizadas, aunque

sí que en algún caso hay algoritmos que no han logrado sup erar la clasi�cación p or defecto.

Aparte de lo ya dicho sobre las bases de datos hay que añadir un breve comentario acerca

de algunas de ellas. Las bases de datos Breast y Breast-cancer tratan acerca del cáncer de
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p echo aunque provienen de fuentes diferentes. La primera (con datos contínuos que hemos

tenido que discretizar) hace una descrip ción del problema a niver celular, mientras que Breast-

cancer , más antigua ha sido ampliamente estudiada y utilizada en I.A. [CKB87 ], describ e cada

paciente desde el punto de vista de su sintomatología. Las bases de datos Cleveland y Cleve-

nom provienen de la misma fuente, ambas tratan del problema del diagnóstico de enfermedades

del corazón agrupadas en 5 categorías. Mientras que Cleveland contiene entre otras variables,

variables contínuas (que hemos tenido que discretizar), la segunda también pro cedente de los

propios dep ositarios de la base de datos contiene únicamente las variables discretas. Otra base

de datos que merece un comentario es la soybean para el diagnóstico de enfermedades en la

semilla de so ja. La base de datos Soybean-large con 35 atributos, 19 casos para la clase y

un total de 683 muestras en total, entre los que se encuentran muchos casos p erdidos, se ve

resumida en Soybean-smal l con los mismos 35 atributos p ero to dos ellos contínuos y agrupada

la clase en tan sólo 4 casos. Ambas son también ampliamente estudiadas y contrastadas en la

literatura de I.A. [FS88 ].

4.5.2 Exp erimentación y resultados

Una vez preparadas las bases de datos, éstas fueron empleadas en el aprendiza je. Para la

obtención de clasi�cadores se eligieron seis algoritmos distintos más la regla p or defecto. Los

algoritmos que van a ser contrastados p or las bases de datos son INOCENCIO I , INOCENCIO I I ,

ZOSIMO , presentados en este capítulo, to dos ellos orientados a clasi�cación, el algoritmo general

BENEDICT -sin-orden descrito en el capítulo 3 y el Ingenuo Bayes, además de otro algoritmo,

C4.5 [Qui93 ] del que obtuvimos la implementación en la dirección de [MLC94 ]. Este algoritmo

ampliamente utilizado está orientado a la clasi�cación como los primeros, aunque el mo delo

de representación que utiliza son los árb oles de clasi�cación.

To dos los algoritmos seleccionados están prede�nidos salvo ZOSIMO , al que falta esp eci�car

el p orcenta je del conjunto de entrenamiento que va a ser utilizado para el aprendiza je. Para

tener un criterio para elegir el ancho de la ventana, hemos realizado varios exp erimentos con

distintas bases de datos y observado la in�uencia que la amplitud de la ventana tenía sobre

las tasas de éxito de clasi�caciones, de los que vamos a mostrar un resumen en la tabla 4.2.

Utilizando una única base de datos Breast-Cancer

7

, se ha aprendido con ZOSIMO variando el

ancho de la ventana de muestreo, columna Tamaño de Ventana (dado en p orcenta je). Debido

a que este algoritmo emplea un muestreo aleatorio durante el entrenamiento, para obtener

unas tasas de éxito de clasi�cación representativas sobre los datos de entrenamiento y de test

se ha aprendido con cada tamaño de ventana 200 veces. En consecuencia, lo que se indica en

cada columna de la tabla 4.2, son datos promedio, acompañados de la desviación típica para

dar idea de la variabilidad de los datos p or el muestreo.

Como p o demos observar, a medida que aumentamos el ancho de la ventana de muestreo,

los grafos son más densos en promedio. Así, para un ancho de ventana del 25%, la mayoría de

los grafos tienen como mucho 3 arcos, para el 95% la mayoría de los grafos tienen entre 6 y 8

7

Ver descrip ción de la misma en la tabla 4.1
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Tamaño Número Exito � Exito �

Ventana Arcos � Entren. Test

25 2.90 1.82 78.42 7.31 70.85 6.91

30 2.91 1.87 79.59 8.00 70.73 6.97

35 2.64 2.43 77.49 9.69 71.40 5.77

40 3.36 2.69 80.12 10.56 69.33 8.06

45 3.75 2.28 83.47 8.70 68.95 8.06

50 4.31 2.62 85.01 9.29 68.82 8.40

55 3.98 2.74 82.70 9.29 68.72 8.13

60 4.58 2.84 84.49 11.33 67.23 8.88

65 4.87 2.81 85.76 11.14 68.19 9.11

70 5.68 2.68 88.29 10.01 65.48 9.42

75 5.49 2.79 87.47 10.52 66.09 8.93

80 6.22 2.54 90.15 9.30 64.21 8.77

85 6.30 2.42 90.60 8.57 65.03 8.60

90 6.82 2.39 92.27 6.98 63.96 7.97

95 7.25 2.93 93.71 4.78 61.15 7.61

100 10 � 96.20 � 52.70 �

Tabla 4.2: Aprendizaje con la Base de Datos Breast-Cancer utilizando ZOSIMO

arcos, llegando a tener 10 arcos el grafo que representa el �chero de entrenamiento completo.

Para tener una idea más precisa de cómo se distribuye el número de arcos, ver �gura 4.14.

Como los arcos aquí son entre variables del manto de Markov de la variable clase, una mayor

densidad signi�ca que se hacen relevantes más atributos a la variable de clasi�cación, lo que

implica que para la clasi�cación se tienen en cuenta los valores de más atributos. Casi parejo al

aumento de densidad de las redes, crecen las tasas promedio de éxito de clasi�cación para las

muestras de entrenamiento, columna Exito de Entrenamiento . En la �gura 4.15 grá�ca a ) , para

cada una de las 3200 con�guraciones obtenidas en total, ordenadas p or número de arcos, se

muestran las tasas de éxito alcanzadas en la clasi�cación de las muestras de entrenamiento. En

la grá�ca b ) de la misma �gura se muestran las tasas de éxito corresp ondientes a la clasi�cación

de las muestras de test. Llama mucho la atención que a ciertas con�guraciones le corresp ondan

unas tasas de éxito de clasi�cación inversamente prop orcionales, para el conjunto de muestras

que no fueron empleadas en el entrenamiento. Se alcanzan las tasas máximas y mínimas de

clasi�cación para el aprendiza je con el conjunto completo de entrenamiento, un 96.2% y un

52.7% de bien clasi�cados, resp ectivamente para el �chero de entrenamiento y el de test. Lo

que demuestra una diferencia en la distribución de la nub e de puntos de las dos grá�cas. En a )

to dos están p or encima del 70% de bien clasi�cados mientras que en b ) alcanzan como mucho

el 82% de bien clasi�cados.

Dejamos p endiente el hallar de una forma sistemática el ancho de la ventana adecuado de
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Figura 4.14: Distribución de las densidades de los grafos
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Figura 4.15: Grá�ca de las tasas de clasi�cación con Breast-Cancer
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acuerdo con el total de datos disp onibles y de las distribuciones esp ecí�cas de cada base de

datos. Por ello, hemos considerado op ortuno usar para los p osteriores exp erimentos con el

algoritmo ZOSIMO , un ancho de ventana del 30% de las muestras dedicadas a entrenamiento,

ya que con este valor, hemos observado exp erimentalmente que la relación entre las tasas de

éxito halladas con varias bases de datos para entrenamiento y test se mantienen. A p esar de

lo que pudiera parecer, como p o demos observar en la tabla 4.2, conjuntos de muestras relati-

vamente p equeñas de las bases de datos no dan con�guraciones mucho más diferentes de las

que dan lugar los conjuntos mayores, donde las distribuciones debieran de ser más estables.

Por último, una consecuencia de la reducción del tamaño de la ventana, es la reducción en

tiemp o de ejecución. Para dar una idea de los tiemp os de ejecución en los que oscila ZOSIMO , el

tiemp o invertido para 100 ejecuciones del software de aprendiza je en una estación de traba jo

sun4m sparc a 100Mhz con la base de datos Breast-cancer es de 2:05 minutos a una media de

1.23 segundos p or con�guración establecida.

Así pues, to dos los algoritmos van a aprender y clasi�car en las mismas condiciones; con datos

discretizados y sin casos p erdidos (aunque algunos algoritmos pueden manejar casos p erdi-

dos). En las tablas 4.3 se muestran las tasas de éxito de los clasi�cadores (obtenidos p or cada

uno de los algoritmos candidatos), corresp ondientes al conjunto de entrenamiento y al con-

junto de test para cada una de las bases de datos consideradas en el exp erimento. En el caso

del algoritmo ZOSIMO �guran el promedio de 100 ejecuciones con cada base de datos aparte

de mostrar los valores mínimo y máximo alcanzados de entre las 100 con�guraciones obtenidas.

Con la ayuda de unas grá�cas se resume la comparativa entre los diversos algoritmos de

clasi�cación desarrollados en este capítulo y el Ingenuo Bayes , �gura 4.17. Se observa que estos

algoritmos siguen la tendencia del Ingenuo Bayes con ligeras oscilaciones, con la excep ción de

algún caso más notable, como el pico en Monks1 .

Para la aplicación de los tests de indep endencia que se emplean tanto en el pro ceso de

exploración como en el de p o da, se han utilizado los mismos valores para to das las bases de

datos. Ya comentamos que se ha utilizado un nivel de signi�cación distinto para los tests

de indep endencia entre atributos y entre los pares de no dos clase-atributo. Concretamente

los valores que se han empleado para el nivel de signi�cación � para aceptar la hipótesis de

indep endencia es de 0.025 para los pares clase-atributo, y de 0.01 para el resto. Sin embargo, se

ha comprobado exp erimentalmente que las con�guraciones de las redes y en consecuencia las

tasas de éxito obtenidas p or éstas, son sensibles a los cambios de valores � . Así, p or ejemplo

para la base de datos de Breast-cancer con los valores de � = 0 : 05 para los tests entre pares de

no dos clase-atributo y � = 0 : 005 para el resto, el algoritmo INOCENCIO I I obtiene un 65.6% de

éxito de clasi�cación para los datos de test, con lo que pasa de liderar la columna con 78.5%

a ser el p eor clasi�cador para los datos del test. O bien el mismo algoritmo con la base de

datos hepatitis con la que obtiene una estructura que sobrea justa los datos con un 96% para

las muestras de entrenamiento y una ba jada al 66.7% para el conjunto de test. Estos valores

se obtienen con los parámetros � = 0 : 1 para los enlaces clase-atributos y � = 0 : 001 para el
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Breast-can Breast Cleve-nom Cleveland Pima

E T E T E T E T E T

INOCENCIO I 73.9 71.0 98.0 96.5 59.9 61.6 74.5 51.5 79.1 76.2

INOCENCIO I I 70.1 78.5 97.8 96.5 60.4 62.6 55.0 51.5 77.5 77.0

ZOSIMO 79.0 70.1 93.6 92.9 59.5 53.9 84.1 44.2 79.9 74.2

min 69.0 36.6 90.4 89.4 55.0 49.5 55.0 21.6 67.2 69.1

max 94.6 78.5 97.8 96.5 68.3 58.6 99.5 55.7 92.8 79.3

BENEDICT 71.2 76.3 97.8 96.9 63.9 56.6 75.0 48.5 78.5 77.7

Ingenuo Bayes 78.2 74.2 97.8 97.3 63.9 57.6 78.0 50.5 76.4 74.6

Por defecto 69.0 74.2 62.6 70.3 54.9 52.5 55.0 51.5 63.9 67.6

C4.5 81.5 75.3 97.6 95.1 69.3 51.5 73.5 54.6 79.9 75.0

Heart Hepatitis Flare2 German Austral.

E T E T E T E T E T

INOCENCIO I 85.0 80.0 94.3 77.8 83.0 83.1 75.4 70.9 90.0 82.6

INOCENCIO I I 86.1 77.8 94.3 77.8 83.0 85.4 70.3 70.9 87.8 84.2

ZOSIMO 79.8 77.2 87.1 78.4 82.2 85.3 79.1 68.8 86.3 84.2

min 67.2 64.4 86.8 77.8 81.3 83.4 69.4 49.1 85.2 63.9

max 92.8 86.7 90.6 85.2 85.3 86.3 99.1 77.6 93.9 85.7

BENEDICT 88.3 82.2 92.5 85.2 82.1 84.9 79.3 70.6 88.3 81.3

Ingenuo Bayes 87.8 82.2 96.2 81.5 79.2 80.3 77.0 75.1 87.6 86.1

Por defecto 54.4 57.8 86.8 77.8 81.3 86.3 69.4 71.2 55.2 56.1

C4.5 83.3 75.6 96.2 85.2 83.9 86.0 98.4 74.8 89.3 83.0

Monks1 Monks2 Vote Soybean-sm Soybean-larg

E T E T E T E T E T

INOCENCIO I 100 100 62.1 67.1 94.1 88.3 100 100 95.7 85.1

INOCENCIO I I 75.0 66.7 62.1 67.1 94.8 87.6 100 100 88.5 89.4

ZOSIMO 92.2 92.2 64.3 66.8 88.5 87.7 91.2 67.5 88.9 84.9

min 73.4 61.6 60.9 57.2 84.5 82.1 64.7 29.3 58.1 31.2

max 100 100 99.4 73.1 94.5 93.1 99.5 88.3 100 100

BENEDICT 75.0 66.7 62.1 67.1 93.1 90.3 100 100 82.1 80.3

Ingenuo Bayes 79.8 71.3 63.9 61.6 87.6 88.9 100 93.8 94.3 90.4

Por defecto 50.0 50.0 62.1 67.1 59.6 64.8 38.7 31.2 18.2 12.2

C4.5 83.9 75.7 76.3 65.0 94.5 88.3 100 100 90.1 80.0

Tabla 4.3: Tabla comparativa de Exitos de Clasi�cación



4.5. Experimentación 149

protimeascitesage albumin histology

clase

varices

spider bilirubin

protimeascites albumin histology

clase

varices

spider bilirubin

a)

b)

Figura 4.16: Clasi�cadores obtenidos con la base de datos Hepatitis por INOCENCIO I , a) con � = 0 : 025

y b) con � = 0 : 01 para los tests sobre clase-atributo

resto. Un caso opuesto sucede con INOCENCIO I para la base de datos heart donde una subida

de nivel de signi�cación para los tests que implican a los pares clase-atributo a 0.1 logra unas

tasas de éxito para el conjunto de test del 83.3 alzándose con el liderazgo de la columna. Otro

tanto sucede con INOCENCIO I así como con INOCENCIO I I para la base de datos Hepatitis , donde

se da una imp ortante subida del 77.8% al 85.2% de éxito de clasi�cación para los datos del

test, con un cambio a � = 0 : 01 para los tests entre clase-atributo. Comparemos las estructuras

obtenidas p or unos y otros valores para los niveles de signi�cación de los tests de indep endencia

entre pares clase-atributo. El nivel de signi�cación para los pares atributo-atributo es el mismo

en ambas estructuras de la �gura 4.16.

Para otras bases de datos las oscilaciones no son tan notables o bien las redes p ermanecen

invariables variando los � en un rango [0.005,0.1]. Aunque siempre ha resultado venta joso

tener el valor del nivel de signi�cación para los tests entre la clase y un atributo, mayor o igual

que el aplicado a los tests entre atributos. Con esto imp onemos más di�cultad para eliminar

los enlaces clase-atributo de la estructura, con lo que se conectan a la clase to dos los atributos,

salvo aquellos sobre los que se tiene mucha certeza de que son indep endientes. Las diferencias

a que dan lugar los cambios en los niveles de signi�cación nos p ermiten p ensar en incorp orar

en el pro ceso de aprendiza je unos nuevos parámetros, los corresp ondientes a los dos niveles

de signi�cación. Por tanto, debieran de estimarse éstos en función de las distribuciones de los

datos disp onibles.

Por contra, INOCENCIO I mejora notablemente los valores alcanzados (tanto para test como



150 Capítulo 4. Aprendizaje Orientado a la Clasi�cación

Conjunto de Test

T
as

as
 d

e 
E

xi
to

0

20

40

60

80

100

INOCENCIO I

INOCENCIO II

Ingenuo Bayes

Brea-C Breast Clev-n Cleve Pima  Heart Hepat Flare German Austrl. Monks1 Monks2 Vote1 Soy-sm Soy-l

Conjunto de Entrenamiento

T
as

as
 d

e 
E

xi
to

0

20

40

60

80

100

INOCENCIO I

INOCENCIO II

Ingenuo Bayes

Breast Breast Clev-n Cleve  Pima Heart Hepat Flare German Austrl. Monks1 Monks2 Vote1 Soy-sm Soy-l

Conjunto de Test

T
as

as
 d

e 
E

xi
to

0

20

40

60

80

100

ZOSIMO

max ZOSIMO

Ingenuo Bayes

Brea-C Breast Clev-n Cleve Pima  Heart Hepat Flare German Austrl. Monks1 Monks2 Vote1 Soy-sm Soy-l

Conjunto de Entrenamiento

T
as

as
 d

e 
E

xi
to

0

20

40

60

80

100

ZOSIMO

max ZOSIMO

Ingenuo Bayes

Breast Breast Clev-n Cleve  Pima Heart Hepat Flare German Austrl. Monks1 Monks2 Vote1 Soy-sm Soy-l

Figura 4.17: Grá�ca de las tasas de clasi�cación para todas l as bases de datos, comparativa con Ingenuo

Bayes
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para entrenamiento) p or cualquier algoritmo con Monks1 , tan solo igualado p or ZOSIMO .

La conclusión es que con las bases de datos estudiadas, los algoritmos INOCENCIO I e INO-

CENCIO I I no han logrado mejorar sustancialmente el Ingenuo Bayes desde el punto de vista

de los p orcenta jes de clasi�cación, aunque desde esta misma p ersp ectiva el C4.5 tamp o co lo-

gra mejorarlo. Estos demuestran ser mejores que el C4.5 en muchos casos, ver tabla 4.3. Sin

embargo los clasi�cadores obtenidos sí son más descriptivos que el Ingenuo Bayes, ya que en

su mayoría la descrip ción de la clase viene dada en términos de un menor número de variables

y el exp erto puede encontrarse relaciones de indep endencia condicionadas sop ortadas p or los

datos. Un problema que hemos detectado en el algoritmo INOCENCIO I y aún más frecuente-

mente en INOCENCIO I I es el sobrea juste de algunas variables de la red. En algunas situaciones

el pro ceso de búsqueda tiene tendencia a asignar muchos padres a algunos no dos, con el pri-

mer algoritmo sólo pueden tratarse de atributos, con el segundo se trata preferentemente de

la clase. Sin embargo, esto no se traduce en altas tasas de clasi�cación para las muestras de

entrenamiento y en contrapartida tasas ba jas para las muestras de tests, pues el pro ceso de

p o da resulta muy efectivo y elimina gran parte de los enlaces intro ducidos en fases tempranas

p or el pro ceso totalmente greedy del méto do de exploracion. Por tanto aunque se desemb o que

en una estructura más �able (en principio se tendrían su�cientes datos para la estimación de

los parámetros), sin embargo tales enlaces han determinado una trayectoria esp ecí�ca en el

pro ceso de exploracion. Po dría plantearse la mo di�cación del pro ceso de exploración con un

mecanismo de paso atrás con el b ene�cio de un menor esfuerzo computacional a la hora de

estimar nuevos parámetros. Se trata de p ermitir la op eración de eliminar arcos, ademas de la

de añadir arcos durante el pro ceso de exploracion.

Por otro lado, la línea corresp ondiente al algoritmo ZOSIMO en la grá�ca 4.17 o su corresp on-

diente �la en la tabla 4.3 muestra un comp ortamiento discreto de éste, debido al efecto de

amortiguación que hace un promedio de los valores. Po demos observar p or contra que es éste

el algoritmo que se alza con los máximos valores para las muestras de tests en la gran mayoría

de los casos, con excep ción de 4 bases de datos. De hecho es el que se alza con el mayor

número de mejoras signi�cativas resp ecto del resto, en su mayoría con las bases de datos de

German, Monks1, Monks2, Soybean-large . Por último, la base de datos Soybean-smal l con el

algoritmo ZOSIMO muestra unos p obres resultados a juzgar p or la media. Esto se deb e a que

el 30% de las muestras de entrenamiento de Soybean-smal l sup one ap enas 10 muestras para

ser empleadas en cada etapa del aprendiza je lo que demuestra ser claramente insu�ciente. Por

ello acusa unos valores mínimos muy ba jos en alguna ejecución.

Aparte de las tendencias generales, p o demos observar aisladamente algunas bases de datos.

Así p or ejemplo la columna aso ciada a la base de datos Monks2 muestra los mismos valores para

to dos los algoritmos basados en tests de indep endencia tanto con los datos de entrenamiento

como los de test, y éstos coinciden con aquellos alcanzados p or la clasi�cación p or defecto. Esto

es debido a que los tests de indep endencia que se aplican con los valores ya comentados, hallan

to das las variables indep endientes entre sí, p or lo que no se llega a evaluar ni intro ducir ningún

arco. De hecho, ninguno de los algoritmos empleados sup era la clasi�cación p or defecto, salvo

ZOSIMO . Una situación en la que la regla p or defecto sup era o iguala cualquier otro clasi�cador
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se da con la base de datos Flare2 . Al contrario de lo que sucediera con la base de datos Monks2 ,

la indep endencia de to das las variables resp ecto del resto no se sop orta p or los datos, p or lo

que los diferentes algoritmos INOCENCIO I , INOCENCIO I I , BENEDICT y C4.5 optan p or establecer

explícitamente la dep endencia entre la variable clase y algunos atributos, según el pro ceso

de exploración esp ecí�co, que con los primeros se traduce en arcos que entran o salen de la

variable clase y con el algoritmo C4.5 se traduce en algunas ramas en el árb ol de clasi�cacion.

El algoritmo ZOSIMO di�ere de los anteriores, p orque no resp onde a relaciones de dep endencia

o indep endencia sino sólo a tasas de éxito obtenidas a partir de las muestras de entrenamiento;

a p esar de ello se da cierta coincidencia en los valores.

Otra comparativa que se puede hacer es la de los algoritmos de clasi�cación junto con

un algoritmo general, �gura 4.18. El algoritmo general BENEDICT muestra ser comp etitivo

con los algoritmos esp ecí�cos INOCENCIO I e INOCENCIO I I aunque mostrándose ligeramente

inferior, ya que aparte de que el número de bases de datos en los que ha sido sup erado

es mayor, éstos obtienen alguna mejora signi�cativa. Por otro lado C4.5 muestra ser también

sensiblemente inferior a los algoritmos que usan tests de indep endencia. Este algoritmo resultó

ser signi�cativamente mejor que INOCENCIO I I con la base de datos Monks1 y signi�cativamente

p eor que INOCENCIO I I con Soybean-large y que INOCENCIO I con Monks1 . En la comparativa de

ZOSIMO con C4.5 , la curva del promedio sigue la tendencia de C4.5 . Sin embargo las diferencias

entre las tasas máximas alcanzadas p or ZOSIMO y el C4.5 son más notables, sup erando ZOSIMO

en 10 de las 15 bases de datos, en 4 de ellas de forma signi�cativa.

Dada la naturaleza aleatoria del algoritmo al tomar las muestras para el entrenamiento, se

nos plantea el siguiente problema, cómo quedarnos con la mejor solucion? Gracias a su rápida

ejecución, ZOSIMO sería candidato a integrarse en algún algoritmo de optimización del tip o

Enfriamiento Simulado utilizando como parámetro el ancho de la ventana adecuado, o p o dría

incluso plantearse la p osibilidad de recombinar soluciones con los mo delos evolutivos. Pero

esto se queda fuera del ámbito de este traba jo.

A mo do de resumen y para tener una mejor p ersp ectiva de las diferencias entre las tasas

de éxito mostradas en la tabla 4.3, se hace un análisis comparativo de cada algoritmo con el

resto, para cada una de las 15 bases de datos en el estudio, cuyos resultados se muestran en la

tabla 4.4. En cada �la se muestra el número de veces que un determinado algoritmo ha sido

mejor que el resto en términos absolutos, y también el número de veces que ha resultado ser

signi�cativamente mejor, de acuerdo con el test de híp otesis realizado utilizando la distribución

T-student con un nivel de con�anza del 0.95. En la misma tabla, p or columnas puede verse la

veces en que un algoritmo ha sido p eor en términos absolutos que el resto, y signi�cativamente

p eor. Para interpretar los datos, hay que indicar que el número de la esquina sup erior izquierda

representa las veces que el algoritmo en una �la de la tabla (algoritmo A) ha sido mejor que el

algoritmo de una columna (B). El número de la esquina inferior derecha representa las veces

que el algoritmo A es signi�cativamente mejor que B.

Veamos alguna de las estructuras que dan lugar a tales diferencias en las tasas de clasi�ca-

ción para una misma base de datos. Por ejemplo, para la base de datos Monks1 , para la que

la descrip ción de la clase viene dada en [TBB

+

91 ], puede expresarse en los términos { clase =
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Figura 4.18: Grá�ca de las tasas de clasi�cación para todas l as bases de datos, comparativa con C4.5
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INO. I INO. I I max. ZOSMO BENEDICT Ing. Bayes C4.5 Total

INOCENCIO I 3 2 6 7 7 25

1 0 1 2 1 5

INOCENCIO I I 6 2 7 7 8 30

0 0 1 2 1 4

max. ZOSIMO 11 11 12 12 13 59

3 4 4 3 4 18

BENEDICT 6 5 2 7 8 28

0 0 0 1 0 1

Ingenuo Bayes 8 8 3 7 7 33

0 0 0 1 1 2

C4.5 6 6 1 5 8 26

0 1 0 1 0 2

Total 37 33 10 37 41 43

3 6 0 8 8 7

Tabla 4.4: Tabla comparativa entre pares de algoritmos

a)

b)

aa2 3 4 5 6

c

1a a a a

aa2 3 4 5 6

c

1a a a a

Figura 4.19: Clasi�cadores obtenidos a) con INOCENCIO I b) con INOCENCIO I I
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1 si los valores de los atributos a

1

y a

2

son iguales o bien, el atributo a

5

toma su primer valor,

en otro caso clase = 0 }; donde a

1

; a

2

tienen los valores f 1 ; 2 ; 3 g y los de a

5

son f 1 ; 2 ; 3 ; 4 g .

El algoritmo INOCENCIO I alcanza un 100% de éxito de clasi�cación tanto para los datos de

entrenamiento como para los de test con la estructura que se muestra en la �gura 4.19 a ) . El

algoritmo halla condicionalmente indep endientes a to dos los atributos entre sí (dada la clase)

salvo a

1

, a

2

y p osteriormente el pro ceso de p o da revisa to dos los arcos clase-atributo eliminan-

do 3 arcos. Por contra los algoritmos INOCENCIO I I y BENEDICT , amb os con las mismas tasas

de éxitos 75.0% y 66.7% para los datos de entrenamiento y de test resp ectivamente, obtienen

la estructura de la �gura 4.19 b ) . Los tests de indep endencia marginales hallan indep endientes

to dos los pares clase-atributo salvo c � a

1

y c � a

5

. El pro ceso de exploración no consta más

que de dos pasos, y la p o da lo deja to do invariable.

4.6 Redes de creencia y árb oles de decisión. Formalismos hí-

bridos

Las redes de creencia prop orcionan un lengua je para la representación cualitativa de las pro-

piedades de una distribución. En el mo delo numérico estas indep endencias se corresp onden

con asertos del tip o

P ( X j Y Z ) = P ( X j Z ) 8 x 8 y 8 z

esto es, simétrica para to dos los casos. Basta con que para un caso de Z = z esa igualdad no

se sop orte para que X e Y no sean considerados indep endientes, aunque lo sean para el resto

de los casos. Este tip o de indep endencias (donde se sop orta sólo para algunas instancias de

sus variables) se cono cen como indep endencias de contexto especí�co [BFGK96 ] o asimétricas ,

p ermanecen o cultas ba jo la representación de las redes. Heckerman en [Hec91 ], con su enfo-

que hacia la clasi�cación, distingue incluso dos tip os de indep endencias asimétricas, las que

denomina de subconjunto (cuando se trata de una relación entre las variables de clasi�cación

y los atributos) y las de hipótesis especí�ca (cuando se trata de una relación entre atributos

únicamente). De la misma forma que las indep endencias entre variables sup onen un ahorro

en la representación de la distribución en una red de creencia, que facilita la adquisición de

cono cimiento, una mo delización del problema y un ahorro de cómputo en los pro cesos de in-

ferencia, la consideración de las indep endencias asimétricas pretende extender estas venta jas.

En estos últimos años está surgiendo una nueva corriente de investigación que trata de ex-

tender el formalismo de las redes de creencia. El ob jetivo es p o der capturar nuevas formas

de indep endencias que aumentarían el p o der de representación de las redes de creencia, a la

vez que mejorarían su e�ciencia en la inferencia. Los nuevos formalismos propuestos hasta el

momento apuntan a mo delos muy dispares. Algunos de ellos pretenden hacer explícitas esas

relaciones, como el de las redes de similaridad o las multiredes.

El formalismo de las redes de similaridad propuesto en [Hec91 ] fue diseñado para simpli�car

la construcción y elicitación de una red de creencia para un Sistema Exp erto. Este formalismo
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está compuesto p or un grafo de similaridad , un hip ergrafo, y una colección de redes de creencia .

Para un problema con cuatro variables f x; y ; z ; c g , se muestra una p osible representación de

una red de similaridad en la �gura 4.20, donde la variable clase c tiene tres casos, h

1

; h

2

; h

3

,

h1 h2 h3

h v h21

x

z

y

z

h v h2 3

Figura 4.20: Red de similaridad. Grafo de similaridad + redes de creencia

Cada no do en el grafo de similaridad representa una o varias instancias de la variable clase

( hipótesis ) y los enlaces conectan hip ótesis que son similares o fácilmente confundibles p or el

exp erto. Existe una red de creencia p or cada enlace del grafo de similaridad, que se construye

ba jo la condición de que solamente las dos hip ótesis implicadas en el enlace son ciertas. En

cada red lo cal sólo se incluyen aquellas variables que ayudan a discriminar entre las hip óte-

sis contempladas en la red. La principal venta ja de las redes de similaridad, desde el punto

de vista de la adquisición del cono cimiento, es que se pueden ignorar las dep endencias entre

variables que no están relacionadas con las hip ótesis en consideración. Sin embargo esto hace

que las redes de similaridad puedan no ser completas para la inferencia, es p osible que no se

pueda recup erar la probabilidad conjunta con los parámetros almacenados en la red. Para

no p erder información es imp ortante que el grafo de similaridad sea conexo y que exista un

orden coherente entre las distintas redes de creencia lo cales. Las indep endencias asimétricas se

representan en las redes de similaridad bien p or la ausencia de variables o bien p or la ausencia

de enlaces entre atributos en alguna red de creencia aso ciada a los pares de hip ótesis.

h v h21

x

z

y y

z

h 3

x

Figura 4.21: Multired

Las multiredes [GH96] tienen mucha relación con el anterior formalismo. Dada una dis-

tribución de probabilidad P ( c; x

1

; : : : ; x

n

) y un conjunto de particiones disjuntas de los casos

de la variable clase f C

1

; : : : ; C

k

g , se tiene una red lo cal G

i

aso ciada a cada partición C

i

que
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representa P

i

( c; x

1

; : : : ; x

n

) = P ( c; x

1

; : : : ; x

n

j C

i

) . Se llama multired de P al conjunto de las

k redes lo cales. En el ejemplo de la �gura 4.21, las particiones de c son f h

1

; h

2

g y f h

3

g ésta

última determina una red lo cal de hip ótesis esp ecí�ca. Igual a como sucedía con las redes de

similaridad, las redes lo cales representan una situación donde las hip ótesis están restringidas

a un sub conjunto esp ecí�co y las relaciones de indep endencia asimétrica se representan en

la top ología de las redes lo cales. Las indep endencias de hip ótesis esp ecí�ca se mani�estan

cuando un enlace entre atributos está presente en alguna red lo cal p ero no en otras. Otras

indep endencias asimétricas se representan cuando existe un enlace clase-atributo en alguna red

lo cal p ero no otras. Con las multiredes es p osible realizar cualquier tip o de inferencia. Dada

una multired M de P basada en la partición de valores de c f C

1

; : : : ; C

k

g , se puede calcular

la distribución P ( x

1

; : : : ; x

n

j c ) mediante los parámetros de M .

Otras extensiones de las redes de creencia no tratan de completar el asp ecto grá�co, sino

que se o cupan exclusivamente de la parte cuantitativa del mo delo. Tradicionalmente, los

parámetros numéricos de las redes de creencia, las distribuciones de probabilidad, se vienen

representando en forma de tabla de números reales. Para cada distribución de probabilidad

condicional P ( x

i

j pa ( x

i

)) el número de parámetros que se tienen que almacenar es ( j x

i

j � 1) q

i

si son probabilidades o bien j x

i

j q

i

si se representan p otenciales [SS90b ]

8

donde q

i

es el número

de p osibles con�guraciones que puede tomar el conjunto de padres de x

i

. En cualquier caso

el número de parámetros es exp onencial en el número de padres. En [FG96b ] se observa

que, dada una tabla de probabilidad condicional, si contiene valores que se repiten, puede

aprovecharse este hecho y agruparse valores iguales de la tabla prescindiendo de alguna de las

entradas de la tabla. Así presentan sus default tables , tablas de valor p or defecto, como primera

aproximación y los árb oles de decisión como una generalización, ambas para la representación

de la distribución. Veámoslo con un ejemplo: sup ongamos que tenemos un subgrafo como el

de la �gura 4.22

a b c

s

Figura 4.22: Una red simple, con un nodo cabeza-cabeza con 3 padres

Sup ongamos que la distribución condicional aso ciada al no do s es la que se muestra en la

siguiente tabla 4.5

Esto puede representarse mediante un árb ol completo como el de la �gura 4.23. Para la

obtención de la probabilidad de un no do, en nuestro ejemplo s , dado el valor de sus padres,

se pro cede de forma similar a como se empleaban los árb oles de clasi�cación. Sólo que aquí

to dos los no dos interiores del árb ol son padres de la variable de interés. Se comienza con el

8

las probabilidades no están normalizadas.



158 Capítulo 4. Aprendizaje Orientado a la Clasi�cación

a b c P(s=1 j a,b,c)

1 1 1 0.95

1 1 0 0.95

1 0 1 0.20

1 0 0 0.05

0 1 1 0.00

0 1 0 0.00

0 0 1 0.00

0 0 0 0.00

Tabla 4.5: Distribución para el nodo s

a

b b

c c c c

0 1

0 1 0 1

0 1 0 1 0 1 0 1

0.0 0.0 0.0 0.0 0.950.950.05 0.2

Figura 4.23: Representación mediante un árbol completo de la distribución

no do raíz, el primer padre, y se toma la rama según el valor que tome éste, continuando con

el siguiente padre de s hasta llegar al no do ho ja donde se almacena el valor aso ciado. Así el

valor de P ( s = 1 j a = 1 ; b = 1 ; c = 1) = 0 : 95 siguiendo p or la rama más a la derecha.

Con esta representación ganamos en e�ciencia para el acceso de cada valor dado cada uno

de los casos, pagando con un aumento en la longitud de la discrip ción, en este caso la estruc-

tura de árb ol. En ambas tenemos el mismo número de parámetros a representar, 8 en cada caso.

Empleando un árb ol de decisión para la representación de la tabla se pueden agrupar to dos

los casos p osibles p or igualdad de valores en las ramas vecinas. Así, partiendo del árb ol

completo 4.23 se llega al árb ol de la �gura 4.24, donde solo se requieren 4 parámetros para

representar la distribución de la tabla de 8 entradas.

Con la nueva representación se consiguen dos propósitos: el primero reducir la longitud de

la descrip ción, el número de parámetros, además del tamaño de la estructura, y segundo, y

como consecuencia de lo anterior, el esfuerzo empleado en estimarlos se ve reducido, además

de que los mismos son más robustos, aumenta la �abilidad de tales parámetros. La reducción

en el número de parámetros puede ser útil a la hora de explotar la red durante los pro cesos de

propagación, p or ejemplo se utiliza en [CM97], además de abrir nuevos senderos para diseñar

nuevos algoritmos de aprendiza je como el propuesto p or los autores Friedman y Goldszmidt
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0.05

0.95

a

b

c

0 1

0 1

0 1

0.20

0.0

Figura 4.24: Representación de la tabla original

4.5

en [FG96b ]. Con esta representación de las distribución para cada no do, los autores de�nen

una métrica basada en el principio de mínima longitud de la descrip ción MDL que explora

una zona del espacio de búsqueda que habría sido p enalizada p or simple aplicación de la

medida original MDL[LB94 ]. Esto es así p orque la medida original considera la representación

ordinaria de las distribuciones condicionales de tamaño lo calmente exp onencial; de esta forma,

han enriquecido la medida de evaluación de una red candidata, para hacerla dep endiente

además de la con�guración del árb ol de decisión aso ciada a cada no do de la red.

La conclusión es que la utilización de los árb oles como representación de la distribución

p otencia las asimetrías tanto más según el orden de las variables en el árb ol (siempre que

haya alguna asimetría que explotar!). Dada una estructura �ja de la red se puede conseguir

un considerable ahorro en su representación, p or la reducción de las tablas, si para cada no do

se encuentra el árb ol de decisión mínimo, que es tanto como encontrar el mejor orden de los

padres para cada no do. Hacer la búsqueda de forma exhaustiva no es op erativo, en su lugar

se p o dría utilizar algún algoritmo de aprendiza je de los muchos que hay, del tip o ID3,CART

[Qui86 , BFOS84 ], como el propuesto en [CM97 ], para los que el prop ósito de las particiones

es separar ramas vecinas lo más desiguales p osibles, y se agrupan las ramas iguales, justo lo

que se necesita.

Por otro lado, en la de�nición de red bayesiana dada en [Pea88 ], que se ha seguido desde

entonces, no se restringe el mo do en que una variable dep ende de sus padres. Así, hay mu-

chos casos en los que la relación de los padres con resp ecto al descendiente común puede ser

combinación de sus contribuciones individuales e indep endientes entre sí. Esta relación de los

padres con el descendiente lo llama Po ole independencia causal en [ZP96 ] y el descendiente

para el que las contribuciones indep endientes son recogidas y combinadas mediante algún op e-

rador variable convergente . Este op erador puede ser mo delizado mediante una puerta O, Y o

de Máximo . . . . Luego, para representar las indep endencias causales, se incorp ora un nuevo

comp onente grá�co en las redes (con un símil electrónico), las puertas lógicas O, Y y MAX.
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Pearl en [Pea88 ], mostró que para los casos en que la interacción de los padres con el hijo es

mediante un op erador O, el tamaño de la tabla sería lineal en el número de padres, lo cual se

puede extender a otro tip o de op eradores como los mencionados.

Con el énfasis puesto en las indep endencias asimétricas y siguiendo con nuestra orientación a

la clasi�cación, nuestro propósito es extender el formalismo de las redes de creencia para p oner

en evidencia aquellas indep endencias asimétricas que sean de utilidad para la clasi�cación y

para la comprensión de las relaciones entre variables que ayudan a discriminar unas clases de

otras. Alguno de los nuevos formalismos de representación que vamos a prop oner, los árb oles

de redes, se basa en los comentados anteriormente.

Árboles de un sólo nivel de redes

Para cada valor de la variable clase c

i

; i = 1 : : : k se obtiene una representación de P ( x

1

; : : : ; x

n

j c

i

) .

Esto es un caso particular de las multiredes de Geiger y Heckerman, donde cada partición tiene

una sola hip ótesis.

Para la clasi�cación, se aprenden de los datos k redes de creencia, condicionadas al valor c

i

para la clase.

P ( x

1

; : : : ; x

n

j c

i

) ' �

n

j =1

P

i

( x

j

j pa

i

( x

j

))

donde las probabilidades P

i

( x

j

j pa

i

( x

j

)) se estiman de la base de datos como P ( x

j

j pa

i

( x

j

) ; c

i

) .

Dada una observación, mediante cada red se puede calcular la probabilidad a p osteriori usando

Bayes

P ( c

i

j x

1

; : : : ; x

n

) =

P ( x

1

; : : : ; x

n

j c

i

) P ( c

i

)

P ( x

1

; : : : ; x

n

)

'

�

n

j =1

P

i

( x

j

j pa

i

( x

j

)) P ( c

i

)

P ( x

1

; : : : ; x

n

)

se puede prescindir del cálculo del factor de normalización al ser común a to dos. Con to do,

es como si tuviésemos un clasi�cador compuesto de varios mo delos uno para cada valor de

la variable clase. Se elige como clase el valor c

i

que tenga mayor probabilidad a p osteriori,

max

i

f �

n

j =1

P

i

( x

j

j pa

i

( x

j

) P ( c

i

) g Algunas de las venta jas que este formalismo puede tener es

que se explotan algunas de las indep endencias asimétricas, aquéllas que implican a la variable

de clasi�cación. Es de sup oner que en problemas de clasi�cación, la variable de clase parte

el espacio en estructuras diferentes, de tal forma que las redes resultantes p o drían ser mucho

más sencillas y p or tanto más fáciles de estimar. Sin embargo también trae consigo algún

inconveniente. La clasi�cación se hace de forma inmediata y muy e�ciente si cono cemos los

valores de to dos los atributos. Pero si sólo se cono cen algunos (cuantos más, p eor, siempre

que no sean to dos) habría que calcular P

i

( x

1

; : : : ; x

l

) , con l < n para cada red, y ello implica

calcular el valor de una distribución conjunta sobre l variables, lo que implica más cálculo.

Este formalismo es como un árb ol de decisión de un sólo nivel, cuya raíz es la variable clase y

después de la primera rami�cación los no dos ho jas son redes de creencia (que no contienen a

la variable clase). Puede un esquema verse en la �gura 4.25.
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C

Figura 4.25: Árbol de redes de un nivel

Árboles de redes

Se puede iterar el pro ceso anterior, si además de rami�car p or la variable clase, seguimos

explotando las asimetrías de las distribuciones condicionales con los árb oles. En cada no do se

tiene la distribución de probabilidad condicional a los valores de las ramas que se siguen del

no do a la raíz, ver �gura 4.26.

C

x x

x x

x

x

1

2

3

1

3

i

Figura 4.26: Árbol de redes

Así, para la rama más a la izquierda del árb ol en la �gura 4.26, en el no do raíz se tiene

P ( c ) , en el no do x

2

se tiene la distribución P ( x

2

j c = c

1

) , el no do x

1

contiene la distribución

de probabilidad P ( x

1

j c = c

1

; x

2

= x

21

) ... y el primer no do de red de creencia representa la

distribución P ( x

3

; : : : ; x

n

j c = c

1

; x

2

= x

21

; x

1

= x

11

) . Las redes ho jas contienen to das las

variables del problema excepto aquéllas que han intervenido en alguna partición en su ra-

mi�cación desde el no do raíz. Tenemos en este caso un mayor número de redes, p ero más

sencillas, al menos p or el número de variables que intervienen. Para realizar la clasi�cación
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se puede calcular para cada valor de la variable c , el valor de la distribución P ( x

1

; : : : ; x

n

j c )

siguiendo la rami�cación apropiada del árb ol. El cálculo de la probabilidad a p osteriori se

realiza después empleando la fórmula de Bayes. En el ejemplo que estamos considerando,

tenemos P ( c

1

j x

1

= x

11

; x

2

= x

21

; x

3

; : : : ; x

n

) = �P ( x
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= x
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2

= x

21
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1

= x

11
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2

= x

21
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1

) P ( x

3

; : : : ; x

n

j c

1

; x

1

= x

11

; x

2

= x

21

) .

Una op ción alternativa a la representación anterior, es construir una estructura de árb ol

cuyos no dos ho jas sean también redes, p ero en las cuales siempre se contiene la variable clase.

Se trata de rami�car p or las variables más informativas para la variable clase (como hacen los

árb oles de clasi�cación) p ero llegado el momento, dejar de rami�car y p oner en cada ho ja una

red de creencia para la variable clase y el resto de variables atributos que no han intervenido

en el camino desde el no do raíz. Ver �gura 4.27. Dada una observación, la clasi�cación con-

x x

x x

x

x

1

2

3

1

3

i

x
4

Figura 4.27: Árbol de redes

siste en este caso, en seguir el camino conveniente y al llegar a la red ho ja, propagar sobre la

variable clase.

En los dos mo delos híbridos de redes y árb oles que se acaban de comentar, la variable de

clasi�cación c , aunque tiene un pap el diferenciado del resto de variables, se está empleando sin

ningún matiz adicional. Otra alternativa, que nos acerca de nuevo al concepto de multired,

es considerar una partición de los valores de la variable clase, f C

1

; : : : ; C

k

g . Formalmente,

p o demos considerar una nueva variable C cuyos valores p osibles son los sub conjuntos de la

partición considerada, y k variables c

i

; i = 1 : : : ; k de forma que los valores p osibles de la

variable c

i

son precisamente cada uno de los elementos del conjunto C

i

. Conceptualmente,

es como si estableciéramos una jerarquía (con dos niveles) de clases. Si p ensamos en obtener

una representación en forma de red para cada una de las distribuciones P ( c; x

1

; : : : ; x

n

j C

i

)

( = P

i

( c

i

; x

1

; : : : ; x

n

) ) y nos detenemos aquí, obtenemos el formalismo de las multiredes. Pero

si para cada una de esas distribuciones realizáramos el pro ceso de obtener un árb ol de redes

(en cualquiera de las dos versiones comentadas) nos encontramos ante un nuevo formalismo,

más general, que p o dríamos denominar `multiárb oles de redes'. El pro ceso de clasi�cación
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consistiría en: para cada valor c

i

de la variable clase (original), identi�camos a qué elemento de

la partición corresp onde, C

j

, lo que determina el valor de la variable c

j

que hay que considerar.

Entonces se realiza el cálculo apropiado en el árb ol P

j

( c

j

= c

i

j x

1

; : : : ; x

n

) = P ( c

i

j x

1

; : : : ; x

n

) .

Finalmente se devuelve el valor c

i

que haya obtenido mayor valor. La partición de la clase se

puede hacer con la idea de agrupar juntos los valores de la clase que se consideran más difíciles

de distinguir entre sí, es decir, los más similares. Es como si se invirtiera un mayor esfuerzo

en distinguir los casos más complicados. Este particionamiento se puede obtener de forma

automática, bien mediante una clasi�cación previa con algún méto do rápido y de acuerdo con

los resultados de la matriz de confusión establecer alguna medida de distancia entre clases, o

bien mediante algún méto do de clustering.
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Conclusiones y líneas de traba jo

futuras

El ob jetivo de la memoria era doble, p or un lado tratar el aprendiza je de redes de creencia

de forma general, y p or otro, orientar el aprendiza je a la tarea de la clasi�cación. Para llevar

a cab o estos planteamientos, aparte de revisar los méto dos de aprendiza je existentes, se ha

desarrollado una meto dología propia para el aprendiza je a partir de datos. Del desarrollo de

la nueva meto dología, así como de su puesta en práctica con el diseño de varios algoritmos, se

pueden extraer una serie de conclusiones que resumimos en los siguientes puntos:

� Dado un dag, el conjunto de to das las indep endencias grá�cas que se derivan del mo delo

de dep endencias se puede resumir en un conjunto de indep endencias `representativo'. De

forma automática ésto se puede realizar mediante un méto do que haga un estudio de

la top ología de la red. El estudio de los conjuntos d-separadores de tamaño mínimo ha

p ermitido identi�car ese conjunto representativo.

� Los problemas que tienen los méto dos de aprendiza je basados en criterios de indep en-

dencia a la hora de efectuar los tests de indep endencia condicional, es decir, el coste

computacional que implican así como la falta de �abilidad de los resultados, pueden

resolverse en parte con la disminución del número de variables implicadas en cada test.

Para que ello sea p osible, es necesario efectuar una búsqueda, sobre la estructura de la

red, de los menores conjuntos condicionantes requeridos en cada test. El algoritmo de

cálculo de los conjuntos d-separadores desarrollado ha p ermitido realizar esta tarea de

forma e�ciente.

� Para crear una nueva meto dología basada en este tip o de criterios, una de las exigencias

era la de reducir el costo de computación de aplicar los tests de indep endencia y que

resultara menos crítica la necesidad de un gran volumen de datos. En este sentido la

meto dología de aprendiza je desarrollada cumple estas exigencias.

� Dado el criterio de a juste que hemos de�nido en la nueva meto dología, comparar algunas

de las relaciones de indep endencia representadas en la estructura con las relaciones de

indep endencia que pueden deducirse de los datos, hacía falta diseñar una función de

a juste esp ecí�ca para cuanti�car el a juste de cada aserto de indep endencia individual

165
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propuesto en el mo delo a los datos, y una medida para evaluar cada red candidata. El

resultado es una meto dología híbrida, basada en una métrica y un pro ceso de búsqueda,

p ero que explícitamente emplea criterios de indep endencia condicional.

� Se han desarrollado algoritmos op erativos que, utilizando esta meto dología, son capaces

de aprender dags generales en tiemp o p olinomial, variando el número de tests a aplicar

según el méto do de exploración utilizado. Así, el algoritmo que realiza un menor número

de tests y en consecuencia resulta más e�ciente es BENEDICT - creciente con la restricción

del orden, seguido de BENEDICT - dsepa y BENEDICT - sin-orden , éste último un algoritmo

más general sin orden a priori. Esto ha p ermitido ab ordar problemas de tamaño consi-

derable como la red ALARM.

� Mientras que los pro cedimientos de búsqueda generalmente op eran en el espacio de dags,

en esta memoria se prop onen varios pro cedimientos de búsqueda en el espacio de clases

de equivalencia de dags. Una búsqueda sobre clases reduce considerablemente el espacio

a considerar, lo que redunda en b ene�cio del algoritmo, que tiene que gastar menos

esfuerzo en evaluar menos candidatos. Hay que reseñar que las métricas se diseñan para

ser aplicadas sobre dags, p or lo que se tiene que invertir un esfuerzo adicional para pasar

de un mo do de representación (p dags) a otro (dags) y viceversa. Nuestra métrica es tal

que se puede aplicar directamente sobre los representantes de las clases (los p dags) con

lo que no es necesaria tal transformación.

� Durante la fase de desarrollo de los distintos méto dos, un problema común a to dos

ellos era determinar el momento de detener el pro ceso de aprendiza je que llevara a buen

término el compromiso entre la complejidad de la estructura y el a juste a los datos. De los

distintos criterios de parada utilizados, el más adecuado resultó ser el menos restrictivo

(mientras quedaran arcos que p oner) con la aplicación de tests de indep endencia (con

casi nulo coste computacional adicional). La utilización de un pro ceso de p o da p osterior

a la fase de crecimiento de la red, mejoró aún más este compromiso, resolviendo, al menos

en parte, algunos problemas inherentes al uso de una estrategia de búsqueda irrevo cable

como la elegida.

Las redes inferidas p or los algoritmos desarrollados resultan ser buenas representaciones

globales de los datos, a juzgar p or las medidas de discrepancia obtenidas comparadas con

los valores de las redes originales. Sin embargo, si se quieren aplicar estos algoritmos a los

problemas de clasi�cación, es necesario hacer algún tip o de adaptación que tenga en cuenta la

esp eci�cidad del nuevo problema, obtener un clasi�cador. Las conclusiones que hemos extraído

tanto en el desarrollo como en su aplicación sobre los datos son las siguientes:

� Se puede ab ordar el problema de la adaptación, de los algoritmos de aprendiza je de redes

en general a la clasi�cación, como un problema de intro ducción de metacono cimiento o

cono cimiento a priori en el pro ceso de aprendiza je. Así, se ha adaptado la meto dología

general, desarrollada previamente, imp oniendo restricciones al pro ceso de aprendiza je,
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en forma de arcos o conexiones forzadas inicialmente, que obligan a considerar a priori

to dos los atributos como directamente relevantes para la clasi�cación. Esta idea se ha

sustanciado en dos algoritmos, INOCENCIO I e INOCENCIO I I , que di�eren esencialmente en

el tip o de restricciones que imp onen.

� Para los algoritmos INOCENCIO I e INOCENCIO I I , los niveles de signi�cación utilizados

para la detección de indep endencias han demostrado ser críticos a la hora construir el

clasi�cador, despreciando arcos imp ortantes o incluyendo arcos que p o dríamos cali�car

de espúreos, lo que in�uye decisivamente en el pro ceso de exploración de los algoritmos.

Concluimos que en lugar de utilizar los mismos parámetros en los exp erimentos para

to das las bases de datos, debieran éstos de estimarse en función de las distribuciones de

los datos disp onibles en cada caso.

� De los resultados obtenidos en los exp erimentos del capítulo 4 con las bases de datos

utilizadas, p o demos concluir que no es fácil de sup erar el méto do simple del Ingenuo

Bayes. Como se puso de mani�esto en [LIT92 ], sorprenden los buenos resultados, a

p esar de la sup osición tan irreal de la indep endencia condicional entre atributos dada

la clase, comparados con otros méto dos más so�sticados, como hemos tenido o casión de

comprobar.

� Hemos comprobado que otra forma en que se puede tratar la adaptación de los algorit-

mos de aprendiza je de redes a clasi�cación es mediante el empleo de una métrica más

esp ecí�ca, que intente evaluar la b ondad de cada red candidata, no como una buena

representación de los datos en general, sino en función de su comp ortamiento como cla-

si�cador. En este sentido, se ha desarrollado el algoritmo ZOSIMO , que utiliza la tasa de

éxitos obtenida p or la red en un sub conjunto de los datos como medida de su calidad.

� El algoritmo ZOSIMO ha demostrado ser un algoritmo muy e�ciente, que logra alcanzar las

mayores tasas de éxito, aunque p or su naturaleza aleatoria resulta un clasi�cador con una

gran variabilidad. Es necesario realizar un estudio en profundidad para determinar las

condiciones ba jo las que el clasi�cador se alza con buenos valores. Igual a como o curriera

con los algoritmos INOCENCIO I e INOCENCIO I I , la determinación de los parámetros a

priori de forma ad ho c y uniforme ha mostrado ser inadecuada. En el caso del algoritmo

ZOSIMO , la anchura de la ventana debiera escogerse en función de las distribuciones de

los datos disp onibles.

� También hemos tenido o casión de comprobar que el problema del sobrea juste de un

clasi�cador a los datos de entrenamiento es un problema complejo. Parece que cuanto

más so�sticado sea el méto do utilizado, más fácil resulta caer en el sobrea juste, si no se

tiene en cuenta el problema y se intentan p oner los medios para evitarlo. En ese sentido,

resulta enormemente ilustrativo el comp ortamiento del algoritmo ZOSIMO en función del

tamaño de la ventana. También creemos que aparece este problema en los algoritmos

INOCENCIO I e INOCENCIO I I (esp ecialmente en éste último), en comparación con el méto do
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Ingenuo Bayes, como consecuencia de que el número de padres que puede tener un no do

no se limita de ningún mo do, y p or tanto se pueden estar estimando distribuciones de

probabilidad condicional con un número muy p equeño de datos. Po demos concluir pues

que un méto do de inducción de clasi�cadores so�sticado deb e ir acompañado de los

mecanismos necesarios para evitar el sobrea juste.

Traba jos futuros

Considerando los resultados obtenidos, los traba jos futuros se pueden desglosar en los siguien-

tes puntos, ordenados p or capítulos:

� En el capitulo 2 se estudió y resolvió el problema de encontrar el conjunto d-separador de

tamaño mínimo para cada par de variables en redes de creencia. Una extensión natural

de este traba jo sería encontrar un conjunto d-separador que tenga un número total de

estados mínimo, en lugar del mínimo número de variables. El interés de esta extensión

se deb e a que, a los efectos de reducir la complejidad de los tests de indep endencia sobre

los datos, resulta más crítico reducir el número total de con�guraciones del conjunto

condicionante que el número de variables involucradas en el mismo. Como indicamos,

habría que adaptar el algoritmo Mínimo-corte para tratar con capacidades de los no dos

distintas de la unidad. Esas nuevas capacidades (sup ongamos el logaritmo del tamaño del

dominio de la variable) debieran de ser aso ciadas a los enlaces u

+

! u

�

, para identi�car

el no do u , lo que implicaría nuevos cambios en las capacidades de los enlaces en el camino

de y a x . Este problema queda p endiente de un estudio más en profundidad, para que

los cambios no p erjudiquen de forma imp ortante la e�ciencia del algoritmo.

� En el mismo capítulo se dejó abierta una cuestión. Desde el punto de vista teórico,

resulta interesante plantearse la p osibilidad de, dado un mo delo de dep endencias subya-

cente (dag-isomorfo o no) y dado el conjunto de to das las indep endencias entre pares de

variables con el conjunto condicionante de tamaño mínimo, construir una representación

grá�ca del mo delo tal que to dos los asertos de indep endencia en el dag se corresp ondan

con verdaderas indep endencias condicionales en el mo delo (esto es, un mapa de Indep en-

dencia [Pea88 ]). Esto nos llevaría a de�nir un nuevo concepto, similar a la lista de causas

de Verma y Pearl [PV90a ], p ero con un carácter más lo cal. Para que se pudiese diseñar

un algoritmo que recup erase correctamente la estructura de red habría que exigir que

nuestro `mo delo' cumpliera una serie de propiedades, que son las que hemos de tratar

de determinar.

� Los diversos algoritmos empleados utilizan hasta el momento la búsqueda del mínimo

conjunto condicionante para aplicar los tests de indep endencia. Una vez lograda la pri-

mera tarea planteada de los traba jos futuros, e implementado el nuevo algoritmo para

reducir el tamaño del espacio de estados del conjunto condicionante, sería conveniente
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aplicarlo a los exp erimentos de aprendiza je general realizados en el capítulo 3, para com-

parar resultados. Esto nos p ermitirá evaluar si la reducción del esfuerzo de computación

lograda en la aplicación de los tests comp ensa el esfuerzo adicional invertido en la bús-

queda de los nuevos conjuntos. Esto puede ayudar a decidir el criterio a emplear, para

reducir el conjunto condicionante en otras aplicaciones.

� Una forma de eliminar la restricción de disp oner de una ordenación previa de las variables

que requieren los algoritmos BENEDICT - dsepa y BENEDICT - creciente , es combinar estos

algoritmos con algún méto do previo de aprendiza je del orden. Esta técnica puede resultar

particularmente apropiada para BENEDICT - creciente , debido a su mayor e�ciencia. Se

trata pues de realizar dos pro cesos de búsqueda separados y consecutivos, uno en el

espacio de los órdenes y otro en el espacio de las redes de creencia compatibles con ese

orden. Nos parece también interesante comparar este méto do con el algoritmo BENEDICT -

sin-orden , que realiza una única búsqueda, p ero en un espacio mucho mayor.

� El pro ceso de búsqueda empleado en to dos los algoritmos BENEDICT es muy similar, y

muy simple: básicamente consiste en añadir a la estructura actual en cada paso, el arco

(o conexión) cuya inclusión disminuye más la discrepancia con los datos. Aunque esta

estrategia greedy se ve matizada p or el pro ceso �nal de p o da de arcos, creemos que puede

ser interesante estudiar el comp ortamiento de nuestros algoritmos cuando se emplee una

técnica de búsqueda más p otente.

� Para manejar el problema del sobrea juste a los datos de los algoritmos INOCENCIO I e

INOCENCIO I I , habría que determinar de una forma automática, estimando a partir de

los datos disp onibles, los niveles de signi�cación adecuados para aceptar o rechazar in-

dep endencias. Estos niveles in�uyen en el número de padres que se pueden intro ducir

para cada no do, y puede provo car que los datos se muestren insu�cientes y las estima-

ciones de las probabilidades condicionadas p o co �ables. Estos algoritmos también se ven

afectados p or el pro cedimiento de búsqueda puramente greedy (en cada paso del algo-

ritmo se inserta siempre un nuevo arco). Algunas veces el algoritmo elige entre insertar

un arco u otro p or un margen p equeño de diferencia entre las medidas de a juste de las

dos con�guraciones `empatadas'. Po dría resolverse el empate con algún otro criterio, que

mantuviese las con�guraciones como candidatas, en esp era de obtener nueva información

en algún paso p osterior que nos pueda ayudar a decidir.

� Ya se ha puesto de mani�esto que la anchura de la ventana utilizada para el muestreo

aleatorio en el algoritmo ZOSIMO es crítico en la calidad de clasi�cador. Sería conveniente

realizar un estudio de la relación de este parámetro con las distribuciones de los datos

disp onibles, para p o der incorp orar un méto do de estimación de la anchura en función de

los datos.

� Para tratar de evitar el sobrea juste a los datos, en el algoritmo ZOSIMO incorp oramos una

técnica de muestreo aleatorio que, en cada paso, extrae del conjunto de entrenamiento
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un sub conjunto de muestras que serán utilizadas en el entrenamiento parcial de la red.

La comp onente aleatoria que ofrece esta p osibilidad, trae consigo un inconveniente, el

de la variabilidad de los clasi�cadores obtenidos p or ZOSIMO . Una forma de evitar ésto

p o dría ser imp oniendo ciertas restricciones al pro ceso de muestreo aleatorio, de tal for-

ma que se consiguieran unas muestras más `estables' con resp ecto a la variable clase.

Hablamos de un muestreo estrati�cado que forzara que las muestras aleatorias utiliza-

das en cada entrenamiento parcial resp etasen la distribución de la variable clase. Otra

forma de intentar evitar este fenómeno sup one un cambio en el pro ceso de búsqueda,

que incorp orase algún mecanismo de paso atrás durante el pro ceso de búsqueda. Así,

además de la op eración de añadir arcos se incorp oraría otra que pudiese eliminar arcos

intro ducidos en pasos anteriores.

� Resp ecto a los formalismos de árb oles de redes y multiárb oles de redes planteados al

�nal del capítulo 4, es necesario diseñar para ellos algoritmos de inducción a partir de

datos. Para ello habrá que de�nir criterios esp ecí�cos que nos p ermitan decidir cómo

elegir las variables p or las que rami�car, pues estos criterios no tienen necesariamente

que coincidir con los que se emplean de forma habitual para árb oles de clasi�cación.

También resulta imprescindible determinar el criterio o criterios de parada, mediante los

cuales determinar cuándo resulta conveniente detener el pro ceso de rami�cación, y pasar

a construir la red que se almacenará en el no do ho ja. Estos criterios deb erán de tener

en cuenta el necesario balance entre el aumento de la complejidad de la estructura que

sup one una nueva rami�cación (pues da lugar a más redes ho ja, aunque más simples) y la

capacidad de representación de la misma (teniendo también en cuenta el ya mencionado

problema del sobrea juste). Para el caso de los multiárb oles de redes es necesario también

determinar la forma de realizar la partición de los casos de la variable clase, pues según

cómo se establezca dicha partición se p ondrán de mani�esto un mayor o menor número

de indep endencias condicionales asimétricas, de forma parecida a cómo el orden de las

variables puede determinar una red más o menos compacta.

� Siguiendo con los nuevos formalismos, para aumentar la e�ciencia de los pro cedimientos

de inferencia (cuando se tienen evidencias sólo sobre algunas variables) en las múltiples

redes de creencia (los no dos ho ja), se puede plantear eventualmente utilizar árb oles

de probabilidad en lugar de tablas para representar las distribuciones de probabilidad

condicional de cada variable.
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Para probar empíricamente los distintos algoritmos desarrollados a lo largo de la memoria,

así como para llevar a cab o la exp erimentación detallada, ha sido necesaria la implementa-

ción de diversos programas. To dos ellos fueron desarrollados en lengua je C, y para p ermitir

una mayor reutilización dentro de nuestra comunidad, fueron concebidos y mo dularizados co-

mo herramientas indep endientes que se conectan a través de �cheros de entrada/salida. Las

características comunes a to dos ellos son:

� Se ejecutan en mo do batch con parámetros en la línea de comandos, algunos parámetros

son op cionales para p o der realizar únicamente tareas esp ecí�cas (p or ejemplo construir

una red) o bien tareas globales (construir una red y ver sus tasas de error con muestras

de test).

� To dos ellos consultan una variable de entorno, BENEDATOS, que contiene el directorio

de traba jo donde tomar y dejar los �cheros de entrada/salida.

� Los �cheros de entrada/salida son de muestras de entrenamiento, extensión .dat , de

muestras de test, extensión .ins (p or ejemplo para la clasi�cación), de redes para la

inferencia, extensión .net , de descrip ción de redes, extensión .dsc , de salidas de clasi�-

cación ,extensión .b el . Los separadores son blancos o tabuladores y los identi�cadores

no deb en sobrepasar los 30 caracteres, admitiéndose cualquier símb olo de puntuación

salvo ' ?', reservado para casos p erdidos.

� Los programas fueron ejecutados en una estación de traba jo Sun4m Sparc a 100Mhz

ba jo sistema op erativo Solaris, y en un Pentium 2 a 450Mhz ba jo Linux.

Para ver cómo se conectan unos programas con otros, se muestran a continuación algunos

ejemplos de los �cheros de comunicación.

Ficheros de muestras de entrenamiento Éstos constan de dos partes, una cab ecera y a

continuación un conjunto de muestras sobre el dominio de las variables descritas en la

cab ecera. La cab ecera contiene una línea op cional que indica el orden de las variables,

(restricción que puede ser necesaria para algunos algoritmos de aprendiza je), una línea

con el número total de variables, y una línea p or cada variable, en la que se indica su

nombre y los nombres de los casos encontrados en el �chero de muestras. A continuación
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viene una línea p or cada muestra de entrenamiento, una columna p or cada variable en

el orden en que aparecen descritas en la cab ecera. La extensión utilizada es .dat . Un

fragmento de �chero de entrenamiento puede verse a continuación.

Numero_variables 3

Orden 3 1 2

V1 c3 c0 c2 c1

V2 c0 c1

V3 c0 c1

c3 c0 c0

c0 c0 c1

c1 c1 c0

...

Ficheros de muestras de test Se utilizan para la clasi�cación. Éstos son iguales a los �-

cheros de muestras salvo que no tienen cab ecera. La extensión es .ins .

Ficheros de red Su estructura viene heredada de programas desarrollados en nuestra comu-

nidad, como ENTORNO . Contiene el conjunto de no dos de la red, en forma consecutiva,

con la información relativa a cada uno de ellos. La información que se guarda para

cada no do en el �chero es su identi�cador, sus co ordenadas para ser visualizado en un

programa grá�co como CASTLE , la lista de padres, lista de hijos, los identi�cadores de

los casos de la variable, la distribución condicional de la variable dados sus padres. Un

extracto de un �chero .net se muestra a continuación:

Indice del nodo = 1

Direccion del nodo = 3e7a8

Coordenada x = 255

Coordenada y = 50

Direccion de los padres

3eaa8 3e728

Direccion de los hijos

3ec68 3e9a8 3eee8

Nombre del nodo = temp

Casos de esta variable

lt-norm norm gt-norm

Matriz de probabilidades condicionales

0.092391 0.000000 0.240000 0.043478

0.576087 0.904762 0.480000 0.695652

0.331522 0.095238 0.280000 0.260870

Fin de NODO
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Indice del nodo = 2

Direccion del nodo = 3e7e8

Coordenada x = 330

Coordenada y = 50

Direccion de los padres

NULL

Direccion de los hijos

3efa8 3e768 3eba8

Nombre del nodo = hail

Casos de esta variable

yes no

Matriz de probabilidades condicionales

0.786096

0.213904

Fin de NODO

...

Ficheros de resumen de una red Para tener un b orrador de la estructura de una red, que

sea fácilmente identi�cable p or el usuario, sin tener que acudir a algún visualizador de un

�chero .net como puede ser CASTLE , se utiliza un �chero intermedio, extensión .dsc . Éste

contiene una línea p or no do en el dag, en la que para cada no do �guran sus descendientes

directos, y al �nal se indica el número de enlaces. Ejemplo de monks1.dsc:

Numero_variables 7

A1 : A2

A2 :

A3 :

A4 :

A5 :

A6 :

class : A1 A2 A5

4 many_edge

Ficheros de resultados de clasi�cación Para cada línea de un �chero de test se muestra

la distribución a p osteriori de la variable clase, junto con la clasi�cación determinada p or

la regla del máximo a p osteriori. La extensión es .b el . Veamos un ejemplo de �chero:

with the evidencies from statlog/australian-d.ins

class is the classification variable

0 1 max

977.5 22.5 0
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1000.0 0.0 0

931.0 69.0 0

14.5 985.5 1

972.8 27.2 0

307.1 692.9 1

1.8 998.2 1

...

Los programas auxiliares que directa o indirectamente han intervenido para el desarrollo

de alguno de los algoritmos principales son los siguientes:

crdat, grafo, crnet, prmo d, simdat, frd�l, clasf, compare, complejidad, hamming, equi-

valence, estima, frdkull, measure. A continuación se exp one una somera descrip ción de los

mismos.

crdat crdat transforma un �chero de muestras en formato .dat

Formato crdat file-entrada [file-salida.dat]

Descrip ción crdat lee to das las muestras del �le-entrada, para crear el �le-salida (p or de-

fecto, �chero �le-entrada.dat) en formato .dat. Como se extrae la descrip ción de las

variables a partir de las muestras de la base de datos, se le asigna como nombre a la

variable de la primera columna, V1, a la segunda V2 etc. Los casos de las variables

�guran en orden de o currencia dentro del �chero de muestras.

grafo crea un dag en el formato .dsc

Formato grafo [file-salida]

Descrip ción grafo es un programa interactivo que crea �le-salida, en el formato .dsc, con los

datos intro ducidos p or teclado o bien automáticamente de forma aleatoria. En este caso

el programa determina para cada no do los descendientes que va a tener, de forma que

la densidad de arcos en el grafo no sup ere el 20%. Puede �jarse la densidad del grafo.

crnet transforma un dag en formato .dsc a formato .net

Formato crnet -a|-t [file-entrada [file-salida]]

-a los casos son generados aleatoriamente

-t el numero de casos se introduce por teclado

Descrip ción crnet lee el dag de �le-entrada (p or defecto, �chero "entrada.dsc" ), para crear

el �le-salida (p or defecto, �chero "salida.net") en formato .net; se asignan de forma

aleatoria el número de casos p or variable ([2 :: 5]) y las probabilidades.

prmo d mo di�ca las probabilidades aso ciadas a cada no do

Formato prmod file-entrada.net [file-salida.net]
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Descrip ción prmo d lee el �chero �le-entrada (en formato .net) para p ermitir editar de

forma interactiva las probabilidades de cada no do, de forma ordenada según la estructura

almacenada. Si no se le da �chero-salida las mo di�caciones se almacenan en el mismo

�chero original.

simdat genera un �chero de muestras

Formato simdat file-entrada file-salida [-l num]

Descrip ción simdat lee el dag del file-entrada , (en formato .net) para simular los datos

de acuerdo con la distribución del dag, en el file-salida (en formato .dat). Para la

simulación realiza un muestreo lógico [Hen88 ].

frd�l muestra los conjuntos separadores mínimos

Formato frdfll

[file-entrada\]

Descrip ción frd�l muestra para cada par de no dos del dag, los no dos que conforman el

conjunto de corte mínimo. El dag se toma del �le-entrada en formato .dsc, (p or defecto,

�chero "entrada.dsc"). Se notan p or s y t en la salida el par de no dos extremos y se

muestra entre [] los no dos que conforman el conjunto de corte mínimo. Si son adyacentes

se indica que no hay conjunto separador, si son marginalmente indep endientes se indica

p or [ ].

clasf calcula la probabilidad a p osteriori de la clase dadas unas evidencias y aplica la regla

de decisión de máximo a p osteriori

Formato clasf name.net -i name.ins [-b name.bel][-c num]

Descrip ción clasf instancia to das las variables de la red (salvo la clase) contenida en cada

línea del �chero name.net a los valores de las muestras contenidos en el �chero de ins-

tancias name.ins y realiza el cálculo de la probabilidad a p osteriori. Una vez hecho esto

almacena la distribución de la variable de clasi�cación junto con la clase más probable

en el �chero .b el . Si no se da �chero de salida se creará un �chero con el nombre de la

red p ero con extensión .b el . El argumento num representa el número de la columna de

la clase en el �chero de evidencias, p or defecto es la última columna.

compare Crea la matriz de confusión

Formato compare [-c n] name.ins name.bel nameout [nameloss]

Descrip ción Compara para cada muestra de test la clase asignada p or el clasi�cador en el

�chero name.bel con la clase esp erada contenida en name.ins y elab ora la matriz de

confusión que se almacena en el �chero nameout . Op cionalmente se puede intro ducir

matriz de costos. compare apartir
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complejidad calcula el número de parámetros necesarios para una red

Formato complejidad name.net

Descrip ción complejidad lee el dag del �chero name.net , y da como salida el número de

parámetros necesarios para representar las distribuciones de probabilidad aso ciadas a ca-

da no do, de acuerdo con la fórmula

P

i

( j x

i

j � 1) q

i

, siendo q

i

el número de con�guraciones

p osibles de los padres de la variable x

i

.

hamming calcula la distancia de Hamming entre dos redes

Formato hamming file1.net file2.net

Descrip ción hamming devuelve el número de arcos que la red de file2.net tiene mal

puestos resp ecto de la red original contenida en file1.net , bien sean p erdidos o añadidos

y/o el número de orientaciones incorrectas.

equivalence calcula una distancia de Hamming mo di�cada entre dos redes

Formato equivalence file1.net file2.net

Descrip ción equivalence Semejante al hamming anterior p ero tiene en cuenta equivalencias.

Devuelve el valor descompuesto en número de arcos p or exceso o p or defecto y los arcos

mal orientados.

estima asigna las probabilidades estimadas a una estructura

Formato estima name1.net name.dat [name2.net]

Descrip ción estima extrae la estructura de la red del �chero name1.net y le asigna a cada

no do la distribución de probabilidad estimada a partir de los datos contenidos en el

�chero name.dat . La red de salida se puede almacenar sobre el mismo �chero de entrada

o bien en name2.net .

frdkull Calcula la medida de discrepancia de Benedict

Formato frdkull name.net name.dat

Descrip ción frdkull extrae del �chero name.net la estructura de la red, y para cada par de

variables no conectadas halla el conjunto minimal d-separador para calcular la medida

de discrepancia de cada aserto de indep endencia contenido en la red con resp ecto a los

datos contenidos en name.dat . El valor que devuelve, la discrepancia global de la red a

los datos, es la sumatoria de cada una de las discrepancias individuales.

measure Calcula la medida de dep endencia de los elementos de la red

Formato measure name.net name.dat
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Descrip ción measure extrae del �chero name.net la estructura de la red, y para cada rela-

ción hijo-padres calcula el valor de dep endencia según la medida de Kullback. El valor

que devuelve es la sumatoria de las dep endencias.

Los programas que implementan los algoritmos de aprendiza je desarrollados en la memoria

son los siguientes:

b enito1 aprende un dag mediante el algoritmo BENEDICT-dsepa con caso de parada determi-

nado p or umbrales

Formato benito1 name.dat [name.net] [-m K|R|X] [-E threshold] [-T threshold]

Descrip ción b enito1 aprende un dag apartir de los datos de name.dat mediante el algoritmo

BENEDICT -dsepa con los umbrales �; � corresp ondientes a los parámetros [-E threshold]

y [-T threshold] resp ectivamente, los valores p or defecto vienen determinados p or el

valor de dep endencia de la red vacía y p or el tip o de medida elegido. El parámetro -m

indica el tip o de medida utilizado, K Kullback, R Raski, S normalización p or entropía

de S, medida de Quinlan (Gain ratio). Por defecto la medida utilizada es Kullback. El

resultado es una red que se almacena en name.net esp eci�cado o bien en el �chero de

datos con extensión L.net .

b enito2 aprende un dag mediante el algoritmo BENEDICT -dsepa con caso de parada determi-

nado p or la complejidad

Formato benito2 name.dat [name.net] [-m K|R|X] [-C threshold]

Descrip ción b enito2 aprende un dag apartir de los datos de name.dat mediante el algoritmo

BENEDICT -dsepa y utiliza como caso de parada un factor de complejidad de la red. El

valor de complejidad es un número real, p or deba jo del cual el pro ceso de construcción

de la red se detiene. Si no se prop orciona se calcula en función del valor de dep endencia

de la red vacía y del tip o de medida escogido. El conjunto de medidas contemplado es

el mismo que se utiliza con b enito1.

b enito3 aprende un dag con BENEDICT -dsepa utilizando indep endencias

Formato benito3 [-P] name.dat [name.net]

b enito3 aprende un dag apartir de los datos de name.dat mediante el algoritmo BENEDICT -

dsepa utilizando para ello tests de indep endencia. Se p onen arcos mientras no se hallen

indep endientes los no dos implicados. La p o da es op cional.

b enito4 aprende un dag mediante el algoritmo BENEDICT -creciente con caso de parada de-

terminado p or umbrales

b enito7 aprende un dag mediante el algoritmo BENEDICT -sin-orden con caso de parada de-

terminado p or umbrales
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Formato benito? name.dat [name.net] [-m K|R|X] [-E threshold] [-T threshold]

b enito5 aprende un dag mediante el algoritmo BENEDICT -creciente con caso de parada de-

terminado p or la complejidad

b enito8 aprende un dag mediante el algoritmo BENEDICT -sin-orden con caso de parada de-

terminado p or la complejidad

Formato benito? name.dat [name.net] [-m K|R|X] [-C threshold]

b enito6 aprende un dag con BENEDICT -creciente utilizando indep endencias

b enito9 aprende un dag con BENEDICT -sin-orden utilizando indep endencias

Formato benito? [-P] name.dat [name.net]

ino1 Aprende un clasi�cador según el algoritmo INOCENCIO I

Formato ino1 [-c num] name.dat [name.net] [-i name.ins] [-b name.bel]

Descrip ción ino1 apartir de los datos contenidos en name.dat se aprende una red que se

almacenará en el �chero esp eci�cado name.net o bien en el �chero de datos con extensión

L.net . Op cionalmente también se puede llevar a cab o la instanciación y la propagación

con los datos del �chero de evidencias name.ins . El parámetro num indica la columna del

�chero de datos donde se encuentra la variable de clasi�cación, p or defecto es la última

columna.

ino2 Aprende un clasi�cador según el algoritmo INOCENCIO I I

Formato ino2 [-c num] name.dat [name.net] [-i named.ins] [-b name.bel]

Descrip ción ino2 apartir de los datos contenidos en name.dat se aprende una red que se

almacenará en el �chero esp eci�cado name.net o bien en el �chero de datos con extensión

L.net . Op cionalmente también se puede llevar a cab o la instanciación y la propagación

con los datos del �chero de evidencias name.ins . El parámetro num indica la columna del

�chero de datos donde se encuentra la variable de clasi�cación, p or defecto es la última

columna.

zosimo Aprende un clasi�cador según el algoritmo ZOSIMO

Formato zosimo [-c num] name.dat [name.net] [-p porcentaje] [-i name.ins][-b name.bel]

Descrip ción zosimo apartir de los datos contenidos en name.dat se aprende una red que se

almacenará en el �chero esp eci�cado name.net o bien en el �chero de datos con extensión

L.net . Op cionalmente también se puede llevar a cab o la instanciación y la propagación

con los datos del �chero de evidencias name.ins . El parámetro num indica la columna del

�chero de datos donde se encuentra la variable de clasi�cación, p or defecto es la última
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columna. El parámetro porcentaje es un entero que indica el p orcenta je del conjunto

de muestras a ser utilizado como ventana para el entrenamiento.

y
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